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Abstract

Sequential rule mining is a technique in the field of data mining that allows one for the
discovery of temporal relationships between events and for making predictions. The
discovery of temporal relationships between events stored in large databases is important
in many areas such as stock market analysis, e-learning, etc. In many real-world
applications, such as wireless sensor networks, databases contain uncertain data due to
factors such as missing, incomplete, or inaccurate information. Data uncertainty is modeled
by an existential probability that is associated with each element in each sequence in the
database. In this thesis, we focus on the extraction of uncertain sequential rules. We
propose a new approach for extracting sequential rules from uncertain sequence databases,

by evaluating the performance of the developed methods on synthetic and real data.

Keywords. Association rule, sequential database, sequential rule, uncertain data,

probabilistic database, probabilistic sequence database.
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Résumé

La fouille des regles séquentielles est une technique dans le domaine de la fouille de
données, qui permet de découvrir des relations temporelles entre des événements et d’en
faire des prédictions. La découverte des relations temporelles entre les événements stockés
dans de grandes bases de données est importante dans de nombreux domaines tels que
l'analyse du marché boursier, l'apprentissage en ligne, etc. Dans de nombreuses
applications réelles comme dans le cas des réseaux de capteurs sans fil, les bases de
données contiennent des données incertaines en raison de facteurs tels que des
informations manquantes, incomplétes ou inexactes. L’incertitude des données est
modélisée par une probabilité existentielle qui est associée a chaque élément dans chaque
séquence de la base de données. Dans Cette thése notre attention se porte sur 1’extraction
des régles séquentielles incertaines. Nous proposons une nouvelle approche pour extraire
des régles séquentielles a partir de bases de données de séquences incertaines, en évaluant

les performances des méthodes développées sur des données synthétique et réelles.

Mots-clés. Régles d'association, base de donnée séquentielle, Régle séquentielle,
Données incertaines, Base de données probabiliste, Base de données de séquences

probabiliste.

vi



Table des matieres

REMETCICIMENLS ....uviiiiiieciii ettt e e etv e e e tae e sabeeetbeesabaeestseesasseesssaeenseeas iii
AADSITACE . ...cevieeieeie ettt ettt ettt e ettt et e st e et e e e e s teeeta e et e e be e raeesbeenbe e tteaseeeabeenreennaenseeenns v
DAl ettt ettt ettt ettt et et e et et et et et et eneetensareneas v
RESUME .ottt e e e tb e e e e tbe e e e sebeeeeessbaeeeesssaeeeenssseeeessseeann vi
Table dES MALIETES ....c..eeveieiieiieieeieeeie ettt et e saeebeebeesreeeesessseesseesseessseesseesseesseesssensnas vii
LiStE dES fIZUIES ......teeetieiiieie ettt ettt e ettt et et e s te e st e et e e seesneesneeenseenneenneas xi
LiSte des taDIEAUX ....cccuviiiiieeciiie ettt ettt e e e et e e e b e e etb e e e ab e e e tae e sataeeereas xii
INtrodUCtioN GENETALE........ccceieiieiieiieiecie ettt ettt et b e e re e te e e s e esseese e saeennas 12

Chapitre 1: Etat de ’art sur la fouille de motifs fréquents et de régles d’association 16

L1 INtrOdUCHION . ..c..oiuiiiiiiicicictc ettt 17
1.2 Exploration de régles d'assoCiation..........c..eceerueeeieecrieneeneeeieereesreeseeeseveesseeneens 17
1.2.1  Exploration d'itemsets fréquents (FIM).........ccoooiriiiniiniieiiee e 17
1.2.1.1 Définition de I’extraction de motifs fréquents...........ccccvevevrecreeceereerreennene, 18
1.2.2  Découverte de régles d'assoCiation............cecveeveerreereesienieereesieeseeseveeneenne 19
1.2.2.1 Définition du probléme de découverte de régles d'association .................... 19

1.3 Applications de I’exploration de régles d’association ..........c..cecceveeveereerieneennenn 20
1.4  Différentes méthodes d'exploration de regles d'association ............cceeeveeveenennnee. 20
1.5  Extraction de motifs S€qUENtiElS .......coecueeiieiiiiiieieee e 23
1.5.1 Modele original d'extraction de motifs séquentiels.........cccoecveverierienienieneennene. 24
1.5.1.1 Définition de probléme d'extraction de motifs séquentiels ...............cc.c...... 25
1.5.2 Les algorithmes d'extraction de motifs séquentiels...........cecceevierierireciesiennecnns 26
1.5.3 Applications de I'extraction de motifs s€quentiels...........cocevcererierienieiieneennne. 28
1.6 CONCIUSION .ttt ettt ettt ettt s nne 28

vii



Chapitre 2 :Bases de données incertaines .................ccoccoooeeiiiiiieiienienieeeeeeee e, 29

2.1 INtrOAUCLION ...ttt sttt 30
2.2 Les bases de données incertaines ou probabilistes ...........cccceveeierieiieneeniieeceeeeene 30
2.3 Modeles de données probabiliStes .........c..ccvveiieeerieviierierie et 31
2.3.1 Incertitude au niveau du tuple (tuple-level uncertainty) ..........ccceeeeveereerreennnennen. 31
2.3.2 Incertitude au niveau des attributs (attribute-level uncertainty)..............ccve.... 31
2.4 Extraction d'itemsets fréquents incertains (UFIM)........ccccoooiviiiiiiiiineeeeeeeeee 32
2.4.1 Itemsets fréquents basés sur le support attendu ..........ccceeeeievierieeciiecieenieeeenn. 33
2.4.2 Itemsets fréquents basés sur la probabilité de fréquence ...........cccceverecerecerennn. 34
2.5 Algorithmes d'extraction d'itemsets fréquents INCETtaiNns. ........ccceecverververervereneennene 34
2.5.1 Algorithmes basés sur le support attendu.........c.ccceeveerieeciienierieeeeeeeeeeee e 35
2.5.2 Algorithmes basés sur la probabilité exacte de fréquence ..........ccccvveevveereenennnee. 36
2.5.3 Algorithmes basés sur I’approximation de la probabilité de fréquence.............. 37
2.6 Extraction de motifs séquentiels iNCertains ..........coccveveervieciierieesienieeieereevee e 38
2.6.1 Extraction de motifs séquentiels fréquents basés sur le support attendu ............ 39
2.6.2 Extraction de motifs séquentiels basée sur la probabilité de fréquence.............. 39
2.7 CONCIUSION ..ttt sttt sttt ettt be et bt e 40
Chapitre 3: Extraction des régles séquentielles .....................coccooiiiiiiniiniieiieeeeee, 40
3.1 INErOAUCTION ..ttt ettt 41
3.2 L’extraction de régles séquentielles Certaines ...........ccvevvverceereeeecieeneeneeseeeveesveesneens 42
3.3 Les types de régles SEqUENtICIIEs ........oocuieiiieiiiiiieiieeeeeee et 43
3.3.1 Reégles séquentielles standards ...........ceevveeeiieeiieciiccieeriecie e 43
3.3.2 Reégles séquentielles partiellement ordonneées...........cocceveeeiieiienienieeseeeeenne 43
3.4 Algorithmes d’extraction de régles séquentielles a partir de données certaines........ 45
3.4.1 L’algorithme CMRules (Class-based Mining Rules)...........cccccceevierienciiecieennnn. 46
3.4.2 L algorithme RUIEGIrOWth ........cceeviiiiiiiieiicciecie e 47
3.4.3 L'algorithme ERMiner (Equivalence Class Based Sequential Rule Miner) ....... 48

viii



3.5. Comparaison entre les algorithmes..........c.cocoeeiiiiiiiiiiiee e 49

3.6 Domaines d’appliCAtiON .......c.cccuieeuieeiieiiecieesieeste e ete et e seeseeereeseessaessaeesseesseenseens 49
3.7 CONCIUSION ...ttt ettt ettt ettt e et e st e et e et e seesaeeenseeseeseesneeenseenseeseens 51
Chapitre 4: ContribUtions ..............cc.ccoiviiiiiiiiee e e sereeen 52
4.1 INrOAUCHION . ..c..etiiiiiieictct ettt ettt 53

4.2 Contribution 1. Extraction d’itemsets séquentiels fréquents a partir de bases de

séquences probabilistes (Extracting sequential frequent itemsets from probabilistic

SEQUENCES AAtADASE) ...eeuviieiieiieiieiieete ettt ete ettt eb et e e eesraeenbeebaesraesrbeenreenreans 53
421 RESUME ...ttt sttt ettt ettt 53
4.2.2 L’ approChe PrOPOSEE ........vecveeruieciieeieeieertecteete et e steeseeeeeveesseeteeseseesseesseeseesnnas 54
4.2.3 Expérimentations et discussions de Résultats ...........ccoccueevvievienieecerecieeneeeenen. 56
4.2.4 Etude COMPATALIVE ....cueiieiieiieiieeie ettt ete ettt et e et et e stesneeeseenseeeneesnnes 57

4.3 Contribution2: Extraction de Séquences Incertaines : Une Nouvelle Approche pour

'Extraction de Reégles Séquentielles (Mining Uncertain Sequences : A Novel Approach

to Sequential Rule EXLraction) ........ccueccvieviieeiieiieiiiiieeieeiee e eete et evee e e seveesseereesseeeenas 58
43T RESUME ...ttt ettt 59
4.3.2 Deéfinition du probleme .........cc.eeviiiiiieiieie e 59
4.3.3 Hypotheses et idées clés de notre approche proposée..........ccceeveeeereceeenieeneennee. 61
4.3.4 L’ approChe ProPOSEE ........eecveertieiiieieeieeeecteeteeteesteeseeeeeveeteeteeseseesseesseesaesnnas 62

4.3.4.1 Transformer la base séquentielle probabiliste en une base transactionnelle

PTODADTIISTE ...ttt sttt ettt e st e et e e et e seeeeneeeneeeseenneens 63
4.3.4.2 Extraire l'ensemble des motifs fréquents singletons............cocceveeveiieieennn. 63
4.3.4.3 Construire l'arbre des motifs fréquents probabilistes ...........cccceeeeeevvrecreennn. 64
4.3.4.4 Extraction de I'ensemble des itemsets fréquents probabilistes..................... 66
4.3.4.5 Génération de régles probabiliStes........c.cccveevierierieiciieiieriesee e 66
4.3.4.6 Filtrage des regles d’associations probabilistes..........cccccveveerierirecieecieennens 67
4.3.5 Expérimentations et discussions des résultats...........ccceceevvierienieeceiecieeneeneennn. 68
4.3.5.1 PlatefOrme. ....c.eeueeiieiiiiieiieieeee ettt 68



4.3.5.2 Ensembles de données (datasets)........cecveeevrieeccrieiiiiienieeciiee e e evee e 68

4.3.5.3. Tester I'algorithme sur les données synthétiques..........c..cevveveerveeiierreenenn. 69
4.3.5.4. Test de l'algorithme sur des données réelles...........cooovrvreriinninncrnciieneen. 70

4.4 CONCIUSION ...ttt ettt sttt ettt 71
Conclusion générale et PerSpeCtiVeS......ccvicvieciieciieiieiieeie ettt seeeveesre e sae e 72
BIDIOGIAPNIC ...ttt ettt s et sbee e abe b e e b e e taeeaa e e st e esra e raenaaennnas 74



Liste des figures

Figure 1. L’algorithime APTiori ....cccceeeeeieeiieiiece ettt 22
Figure 2.L'algorithme FP-growth pour découvrir des itemsets fréquents sans génération de
CANAIAALS. ..ttt ettt bt ettt et e b et sbe et sbe et bt et 23
Figure 3.Quelques regles trouvées avec 1’algorithme CMRules ...........ccoocveieeiiiieenenee. 43

Figure 4.Régles séquentielles standard vs Regles séquentielles partiellement ordonnées . 44
Figure 5. L'algorithme CMRUIES ..........cocuiiiiiiiieiee e 47
Figure 6. Un exemple d'exécution de I'algorithme CMRules...........ccccoveevirecieecrienreenneenen. 47
Figure 7. Complexité temporelle et spatiale de l'algorithme proposé comparée a
1'al@Orithme NATT..........oooiiiee ettt 58
Figure 8. L’approche proposée de SiX Etapes.......cccccvieviierieerieiiieiiereesieeseeeveereeveeseeesenes 62
Figure 9. Evolution (de gauche a droite) de l'arbre PFP aprés I'insertion des trois premiéres
transactions (BLAPE 3). .oouiiiiieiieieeiiecie ettt ettt sttt e e et eenraeennas 66
Figure 10. L'arbre PFP aprés avoir parcouru toute la base de données transactionnelle
PIODADILISTE ...ttt ettt ettt e st eeeb e et e e bt eteeeaseesseesseesseeessessseenseenseesssennseenns 67
Figure 11. Complexité temporelle et spatiale de 1'algorithme proposé sur des données
SYNERELIGUES. ..eevvieiiieieieeeie ettt et et e et e e teesbe e e esteesebeesseesseesssessseesseesseessseesseesseesseesnsas 69

Figure 12. Complexité temporelle et spatiale de l'algorithme proposé testé sur des données

xi



Liste des tableaux

Tableau 1. Un exemple de base de données transactionnelle...........c.ccoceeveercveecrienreennnennen. 19
Tableau 2. Base de données de SEQUENCES.........ccveiieiieeciieriieiieeeie ettt eve e seee s 24
Tableau 3. Base de données avec I’incertitude au niveau de tuple .........ccceeeevvevienreennnnen. 31
Tableau 4. Base de données avec I’incertitude au niveau d’attribut ............cccceveerierennene. 32
Tableau 5. Un exemple d’une base de données transactionnelle incertaine....................... 33
Tableau 6. La distribution de probabilité du support de A du Tableau 5 .............ccoeeneeee. 34
Tableau 7.Un résumé comparatif entre les algorithmes d’extraction de régles séquentielles
............................................................................................................................................. 49
Tableau 8. Un exemple d’une base de séquences probabiliStes ..........ccceeeveeeveerieecreenneennne. 60
Tableau 9. La transformation de base de données séquentielle probabiliste en base

transactionnelle ProbabiliSte ..........cceeiiriiriiiiiieieie e 63
Tableau 10. Le support attendu pour chaque €lément unique..........ccoeeeeeeeeceeecriereenneennnn. 64

Xii



Liste des abreviations

RFID: Radio Frequency Identification/ Identification par Radiofréquence
FIM: Frequent Itemset Mining/ Extraction d'itemsets fréquents
SPM: Sequential Pattern Mining/ Extraction de motifs séquentiels

SPADE: Sequential Pattern Discovery using Equivalence classes/ Découverte de motifs

séquentiels en utilisant des classes d'équivalence

SPAM: Sequential Pattern Mining/ Extraction de motifs séquentiels

UFIM: Uncertain Frequent Itemset Mining/ Extraction d'itemsets fréquents incertains
USPM: Uncertain Sequential Pattern Mining/ Extraction de motifs séquentiels incertains
GSP: Generalized Sequential Pattern/ Extraction de motifs séquentiels généralisés
U-Apriori: Uncertain Apriori

FP-Growth: Frequent Pattern Growth

UH-Mine: Uncertain High-utility pattern Mine/ Extraction de motifs a haute utilité

incertains
Min-sup : Minimum Support/ Support minimum

Min-conf :Minimum Confidence / Conflance minimum

xiii



Introduction générale

Introduction géneéerale

La fouille de données (en anglais: Data Mining) est le processus d'extraction de
modeles, d'informations pertinentes et de connaissances exploitables a partir de vastes
ensembles de données. L'importance de la fouille de données est de découvrir des schémas
utiles et de prendre des décisions éclairées en exploitant les données disponibles. La fouille
de données est un domaine de recherche important a I'intersection des bases de données, de

I'apprentissage automatique et de I'intelligence artificielle.

Il convient également de noter que la fouille de données n'est pas limitée aux bases de
données relationnelles ou transactionnelles traditionnelles, mais peut étre appliquée a une
variété de données telles que les données en continu, les données des capteurs, les bases de

données textuelles, les séries temporelles ou les données séquentielles.

L'extraction de regles d'association est une technique puissante dans le domaine de la
fouille de données. Cette technique consiste a découvrir des associations entre des

ensembles d'éléments dans de grandes bases de données.

Les regles d'association peuvent étre utilisées dans le marketing, bio-informatique, les
promotions des ventes, etc. Par exemple, dans 1’analyse de panier de marché, une régle
d’association {lait, café — sucre}, peut étre expliquée comme suit : si un client achete du
lait et du café, alors il y a de fortes chances qu'il achéte également du sucre. Les regles
d'association permettent de comprendre le comportement des clients et de prendre des
décisions stratégiques en vue d'augmenter les ventes, telles que la promotion conjointe de
produits et I'offre de réductions. L'exploration des regles d'association a eté étendue aux
bases de données séquentielles contenant un ensemble de séquences ou les evénements
doivent respecter un ordre partiel, contrairement aux bases de données transactionnelles
classiques ou l'ordre des événements n'a pas d'importance. L'approche traditionnelle de
I'exploration des regles d'association repose sur I'hypothése selon laquelle les donnees a
extraire sont parfaites ou sont entierement déterminées. Cette hypothése est fondée sur
I'idée que tout bruit ou incohérence dans les données aurait été éliminé lors du processus de

prétraitement des données.

Récemment les nouvelles technologies émergentes telles que les réseaux de capteurs, la

technologie d'identification par radiofréquence (RFID) et les modeles d'acces au Web
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Introduction générale

produisent en permanence un grand volume de données. Ces données disponibles dans ces
applications du monde réel sont pour la plupart incertaines. Par exemple, la technologie
RFID génere une énorme quantité de données et le systeme RFID comporte de nombreux
lecteurs qui capturent et collectent en permanence les lectures de différentes étiquettes. Les
appareils RFID étant sensibles aux facteurs environnementaux, ils peuvent générer des
données incertaines a cause des limitations du monde réel telles qu’une lecture manquante
due a l'incapacité de détecter les étiquettes dans la plage de lecture, ou a des données
incohérentes provoquees par la lecture de la méme étiquette par plusieurs lecteurs RFID ou
d'autres erreurs. Ce type de données peut complexifier le processus traditionnel
d'extraction d'associations ou de regles séquentielles et révéle le besoin de nouvelles
méthodes efficaces de modélisation pour traiter les données incertaines et obtenir des
informations preécises et utiles. L'incertitude de ces données est souvent modélisée comme
une probabilité existentielle qui est soit associée a chaque séquence de la base de données
ou associée a chaque élément de chaque séquence de la base de données. Par conséquent,
si la probabilité d'une séquence (resp. élément) est égale a un, cela signifie que I'occurrence

de cette séquence (rep. élément) est certaine.

Agrawal et Srikant [1] ont introduit I'idée des motifs séquentiels, qui est un sujet de
recherche tres actif dans le domaine de la fouille de données. En effet, il s'agit d’un
ensemble de techniques parmi les plus populaires pour découvrir les relations temporelles

entre les événements dans des séquences d'événements.

L'exploration de modeles séquentiels permet de découvrir des sous-séquences
fréquentes communes a plusieurs séquences dans une base de données séquentielle.
Cependant, savoir qu'une séquence d’événements apparait fréquemment dans une base de
données n’est pas suffisant pour prédire des événements. Par exemple, il est possible qu'un
événement ‘y’ apparaisse fréquemment apres un événement “’x’ mais qu'il existe
également de nombreux cas ou ‘X’ n'est pas suivi de ‘y’, pour résoudre le probléme de la
prédiction, les chercheurs ont proposees l'exploration de regles sequentielles comme

alternative a I'exploration de modéles séquentiels.

Une réegle séquentielle énonce que si un ou plusieurs événements se produisent, il est
probable que d'autres éveénements se produisent également, avec une confiance ou une
probabilité assez élevee. La fouille de régles séquentielles peut étre utilisée dans plusieurs

domaines tels que I’apprentissage en ligne, 1’observation météorologique, etc.
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Introduction générale

Dans ce travail, notre attention porte sur la fouille des régles séquentielles au sein d'une

base de données temporelle incertaines. Nos principales contributions sont les suivantes :

Nous proposons une nouvelle approche pour extraire des motifs séquentiels et des
regles séquentielles a partir de bases de données de séquences incertaines. Cette approche
se compose de deux étapes principales : la premiére consiste a extraire un ensemble de
motifs ou de régles probabilistes candidates, et la deuxiéme consiste a filtrer cet ensemble

en utilisant les informations temporelles codés dans les séquences de données.
Le plan de cette thése est organisé comme sulit :

Le premier chapitre présente un apercu des problémes de L'extraction des itemsets
(FIM) et L'exploration de motifs sequentiels (SPM). Il commence par définir ces deux
problemes en présentant quelques algorithmes bien connus et en discutant de nombreuses

applications de la FIM et de la SPM a la fin du chapitre.

Dans le deuxiéme chapitre, nous abordons le sujet des bases de données incertaines, et
nous discutons des modéles de données probabilistes utilisés pour représenter des données
incertaines. Ensuite, nous définissons les problémes de uFIM (Fouille d'ltemsets Fréquents
Incertains) et uSPM (Fouille de Motifs Séquentiels Incertains), ainsi que leurs domaines
d'applications respectifs. De plus, nous présentons des algorithmes bien connus pour ces
problémes afin de fournir un apercu approfondi de leur fonctionnement et de leur utilité.

Dans le troisieme chapitre, nous commencons par présenter les différents types de
regles séquentielles qui peuvent étre identifiées. Cette section explique les diverses
categories de regles sequentielles et comment elles peuvent étre utilisees pour extraire des
informations significatives a partir de données séquentielles. Ensuite, nous présentons une
analyse approfondie des méthodes existantes pour I'extraction de regles séquentielles, en
détaillant les principes de fonctionnement. Nous fournissons également un résumé
comparatif de ces algorithmes. Enfin, nous explorerons divers domaines d'application de
regles séquentielles : cette partie illustre comment les regles séquentielles peuvent étre

appliquées dans des contextes réels.

Le quatrieme chapitre est consacré a la description des principales contributions
réalisées au cours de nos recherches sur la fouille de motifs et de regles séquentielles

incertaines. Nous présentons une définition de notre probleme, ainsi qu'une nouvelle
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approche pour extraire des regles séquentielles a partir de bases de données de séquences
incertaines, Ensuite, nous décrivons les expérimentations réalisées et nous exposons
I'ensemble des résultats obtenus sur des donnees synthétiques et réelles, tout en évaluant

les performances de ces résultats en termes de complexité spatiale et temporelle.

Enfin, dans la conclusion et les perspectives, nous récapitulons les résultats obtenus au
cours de cette recherche et proposons des pistes pour des travaux futurs.
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Chapitre 1 Etat de I’art sur la fouille de motifs fréquents et de régles d’association

1.1 Introduction

L'exploration de régles d'association a été proposée pour la premiere fois en 1993 par
Agrawal et ses collégues dans le contexte de 1’analyse du panier de marché [2]. Ensuite
elle a été utilisée dans de nombreux domaines d'application. Un apercu détaillé peut étre
trouvé dans [3]. Ce domaine est un sujet bien étudié par de nombreux chercheurs dans
I'exploration de données [4]. Par la suite, en 1995 Agrawal et Srikant [1] ont introduit des

modeles séquentiels, des regles d'association avec un ordre temporel.

Dans ce chapitre, nous présentons un apercu de I'exploration de régles d'association en
deux phases : L'extraction de 1’ensemble des itemsets fréquents (FIM) et la découverte de
regles d'association sur la base de deux mesures : support et confiance. Ensuite, nous
présentons certaines applications des régles d’association, et nous discutons quelques
algorithmes bien connus. Ainsi, nous présentons le probléme de I'exploration de motifs
séquentiels (SPM), et nous discutons quelques algorithmes et donnons quelques

applications récentes. A la fin nous terminons le chapitre par une conclusion.

1.2 Exploration de regles d'association

L'exploration de regles d'association, ou "Association rule mining”, est l'une des
techniques les plus populaires pour découvrir des associations intéressantes entre des

éléments dans une base de données transactionnelle [2].

Le probléme de I’exploration des régles d’association peut étre divisé en deux étapes ou
sous-problémes. Premiérement, 1’étape d’exploration d’itemsets fréquents s'intéresse a
trouver tous les ensembles d’éléments (items) qui figurent fréquemment dans la base de
donnée, et deuxiemement, la découverte de regles d'association qui consiste a trouver les
associations entre les itemsets fréquents decouverts a 1’issue de la premiere phase, nous

expliquons en détail chacun de ces points ci-dessous.

1.2.1 Exploration d'itemsets fréquents (FIM)

Le probleme d’extraction d'itemsets frequents dans une base de données
transactionnelle est défini par R. Agrawal et ses collegues [2] [5] comme suit : soit | un
ensemble d’éléments (items), un itemset est un sous-ensemble de I. Nous supposons que

les items de | sont ordonnés.
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Une base de données transactionnelle est un ensemble de transactions ou chaque
transaction est représentée par un tuple composé d'un identifiant unique TID et un sous-

ensemble d'éléments distincts X tel que X < 1. |X| est le nombre d'items dans 1’ itemset X.

Le but de I’extraction d’itemsets frequents est de trouver des motifs qui se répétent de
facon fréquente dans la base. Ces motifs peuvent révéler des informations implicites utiles
et servent ensuite de base pour détecter des associations intéressantes entre les itemsets
fréquents. 1l existe plusieurs mesures qui peuvent étre utilisées pour évaluer I'intérét des
motifs. La mesure la plus utilisée dans ce contexte est le support d’un itemset. Le support
(absolu) d'un itemset X dans une base T, noté par Support(X), est le nombre de

transactions ou X est présent, ce qui est formellement représenté par :
Support(X) =I1{t ET I X St} ceviriiiiiiiiiiiiiiie, (1)
ou t est une transaction dans la base de transactions T.

Notons que certains auteurs définissent le support d'un ensemble d’éléments X comme
un rapport (support relatif) relSup(X) = sup(X)/|D| ou D est le nombre de transactions
dans la base de données. Un itemset est considéré comme fréquent si son support
(Support(X)) n'est pas inférieur a un seuil de support minimal (minsup) défini par
l'utilisateur. La tache de découverte des itemsets fréquents consiste donc a détecter

I’ensemble de tels itemsets dans I’espace de tous les itemsets possibles.

1.2.1.1 Définition de I’extraction de motifs fréquents

Etant donné une base de données D comportant n transactions, et un seuil de support
minimum 6 défini par l'utilisateur (0 < 6 < n). L'extraction des itemsets fréquents est

le processus qui consiste a trouver tous les ensembles possibles qui ont un support non

inférieur a 6 [6].

Exemple 1. Considérons un éechantillon de la base de données D représenté dans le

Tableau 1 et supposons que le seuil minimal de supportest: 8 = 2.

L’ensemble {a} est fréquent car Support ({a}) = 2 (l'item a est présent dans t, et t3)

alors que {c} ne l'est pas car le Support ({c}) = 1 (I'item c est présent seulement dans

t,).
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Tableau 1. Un exemple de base de données transactionnelle

TID Contenu de la transaction
Ta {B, D}

T2 {A, C, D}

Ts {A, B, D}

1.2.2 Découverte de regles d'association

Une régle d'association est une implication de la forme A = B ou A,B S Iet AN
B = @. Une telle régle signifie que si une transaction supporte I'itemset A, alors il y a de
fortes chances qu’elle supportera également l'itemset B. La confiance d’une régle

d'association A = B, notée Confiance (A = B) est définie comme suit :
Confiance(A = B) = Support (A U B)/Support (A)..........cccoceevennn.. (2)

Notons que le support d'une régle d'association A = B est défini simplement comme
étant le support de A U B : Support(A = B) = Support (A U B).

La tache de découverte de regles d'association est formellement défini comme suit [6].

1.2.2.1 Définition du probléme de découverte de régles d'association

Etant donné une base de données D comportant n transactions, et deux seuils définis
par l'utilisateur, un seuil de support 8, 0 < 6 < n, et un seuil de confiance 7. 0 <
T < 1. Le probleme consiste a trouver toutes les régles d'association qui ont un support

et une confiance non inférieurs a 0 et 7, respectivement.

Exemple 2. Dans I'exemple de base de données D qui est présentée dans le Tableau 1
considérons que le seuil de confiance est: 7 =90%. {b,d} est un itemset fréquent
puisque Support ({b:d}) = 2. La confiance de la régle {b} = {d} est de 100% car
pour deux transactions sur deux dans D ou {b} apparait, {d} apparait aussi. On déduit

alors que laregle {b} = {d} est une régle d’association valide.

Le probléeme de I'extraction de réegles d'association dépend fortement de celui de
I'extraction de itemsets fréquents car la deuxieme étape de I’exploration des regles
d’association est beaucoup moins colteuse que la premiere est c’est pourquoi la plupart

des chercheurs se concentrent sur la premiére étape.
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1.3 Applications de I’exploration de régles d’association

L'exploration de regles d'association peut étre appliquee a des ensembles de données de
différents domaines d'application. Comme nous 1’avons évoqué précédemment,
I’application classique est celle de 1’analyse du panier du marché, mais la technique peut
étre appliquée a de nombreux autres domaines dont on présente ci-dessous quelques

exemples.

e Diagnostic médical

Le diagnostic médical représente un domaine d'application prometteur pour les regles
d'association. Dans ce contexte, les régles d'association sont utilisées pour découvrir
des relations intéressantes entre les symptémes, les diagnostics, les traitements et les
résultats des patients pour connaitre la probabilité d'apparition d'une maladie et

permettre ainsi au médecin de prendre une meilleure décision pour le patient [7].

e Exploration de texte (Text mining)

La fouille de texte (text mining) est un autre domaine d'application intéressant pour les
régles d'association. Par exemple, le systeme développé par Don et al. [8], nommé
FeatureLens, permet une exploration visuelle des motifs textuels fréquents dans les
phrases pour découvrir des insights cachés dans de vastes collections de documents
textuels. Les regles d'association, dans ce contexte, sont utilisées pour identifier des
associations fréquentes entre des mots, des phrases, ou des concepts au sein d'un
corpus de texte.

e Bio-informatique (Séquences de protéines)

Les sequences de protéines désignent I'ordre spécifique dans lequel les acides aminés
sont arrangés pour former une protéine. Il existe une tres forte dépendance du
fonctionnement des protéines vis-a-vis des acides aminés. Les regles d'association
génerées entre les différents acides aminés d'une protéine peuvent aider a comprendre

la composition des protéine [7].

1.4 Différentes méthodes d’'exploration de regles d'association

Les algorithmes fondamentaux, notamment Apriori et FP-Growth sont utilisés pour

identifier d’abord les ensembles d'éléments fréquents. Une fois que ces ensembles sont
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identifiés, les régles d'association peuvent étre extraites en évaluant les relations de ces

ensembles fréquents en fonction de leurs mesures de support et de confiance.

L'algorithme Apriori. C’est un algorithme populaire utilisé pour I'extraction de motifs
fréquents proposé par Agrawal et Srikant [9]. C’est le premier algorithme proposé pour la
découverte des itemsets fréquents et des régles d’association. Il utilise une méthode
itérative pour découvrir les motifs fréquents dans un ensemble de transactions. Il est basé

sur une approche en largeur d'abord [10].

Comme le montre la Figure 1 qui représente le pseudo code d’Apriori, l'algorithme
commence par analyser la base de données pour trouver tous les ensembles d'éléments
fréquents de longueur un et capturer tous les ensembles d'éléments qui ont un support
supérieur au seuil minimum de support. Ensuite, lI'algorithme génere tous les ensembles
d'items candidats a partir des ensembles fréquents de I'étape précédente et capture ceux qui
ont un support supérieur au seuil de minimum support. Cela nécessite une analyse
compléte de la base de données. Le processus se répéte jusqu'a ce qu'aucun autre ensemble

d'item fréquent ne puisse étre identifié [10].

Pour améliorer I'efficacité de la génération de motifs fréquents de maniére progressive,
I'algorithme Apriori utilise une propriété importante appelée "propriété d'anti-monotonie"
ou "propriété de fermeture descendante". Selon cette propriété, tous les sous-ensembles
non vides d'un ensemble fréquent sont également fréquents. Inversement, si un itemset
n’est pas fréquent, alors tous ses sur-ensembles ne seront pas fréquents non plus. En
utilisant cette propriété, l'algorithme réduit I'espace de recherche et augmente I'efficacité de
la recherche de motifs fréquents [10].
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Input:
D, a database of transactions;
min_sup, the minimum support count threshold.

Output: L, frequent itemsets in D.
Method:

(1) L, = find_frequent_l-itemsets(D);
(2) for (k=213 # ¢: k++) {

(3) Cy = apriorigen(L;_,);

(4) for each transaction t € D { // scan D for counts

(5) C,; = subset(Cy, 1); /] get the subsets of t that are candidates
(6) for each candidate c € C,

(7) c.count44;

(8) )

(9) Ly = (¢ € Cile.count = min_sup}

(10) }

(11) return L =UgL;;

procedure apriori_gen(L;_:frequent (k = 1)-itemsets)
(1) for each itemset I} € L

(2) for each itemset ) € Ly,
(3) if(h[1] =LA (h[2]=k[2])
A A(h[k=2]=blk=2)A(h]k=1] < h[k=1]) then |
(4) ¢ = I} ¥ h; // join step: generate candidates
(5) if has_infrequent_subset(c, Ly_;) then
(6) delete ¢ // prune step: remove unfruitful candidate
(7) else add cto Cy;
(8) ]

(9) return C;

procedure has_infrequent_subset(c: candidate k-itemset;
Li—y: frequent (k = 1)-itemsets); // use prior knowledge
(1) for each (k= 1)-subset sof ¢
(2) if s # L;_; then
(3) return TRUE;
(4) return FALSE;

Figure 1. L’algorithme Apriori[11]

L'algorithme FP-Growth. Cet algorithme a été proposé pour surmonter certains
inconvénients de l'algorithme Apriori. Notamment la nécessité de multiples parcours de la
base de données et l'augmentation de I'espace de recherche requis. L'algorithme de
croissance FP-Growth découvre les itemsets d'éléments fréquents sans génération
d'itemsets candidats. Dans cet algorithme, il est necessaire de construire un arbre FP,
appele arbre de fréquence (FP-tree), qui contient des ensembles d’éléments fréquents.
L'arbre FP est construit a partir des transactions de la base de données et il est utilisé pour
représenter les ensembles d'éléments fréquents de maniére compacte, ce qui permet une

recherche efficace des motifs fréquents [12].
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Algorithm: FP_growth. Mine frequent itemsets using an FP-tree by pattern fragment growth.
Input;
1}, a transaction databasc;
min_sup, the minimum support count threshold.
Qutput: The complete sct of frequent patterns.
Method:
1. The FP-tree is constrected in the following steps:

(a) Scam the transaction database [ once, Collect F, the set of frequent items, and their support counts.
Sort F in support count descending order as L, the st of frequent ilems.

(b} Create the root of an FP-tree, and label it as “null® For cach transaction Trans in I do the following.
Select and sort the frequent items in Trans acconding to the order of L Let the sorted frequent item
list in Trans be [p|P], where pis the first clement and P is the remaining list. Call insert_mree([p|F], T,
which is performed as follows, If 77 has a chald & such that Noitermr- namre - poitemn-name, then increment
N's count by 1; elie create & new node N, and let its count be 1, its parent link be linked to T, and its

node-link to the nodes with the same fem-mame via the node-link structare. If P is nonempty, call
insﬂ'l._Lrnn{F,N] ra."q;ursiw,'l:,r.

2. The FP-troe is mined by calling FP_growth( FF_tree, nuil), which is implemented as follows,

procedure FP_growth({ Tree, o)

(1} if Tree contains a single path P then

(2) for each combination {denoted as f) of the nodes in the path P

(3) generate pattern [§U o with suppor count = minimum suppord count of nodes in [§;
(4)  else for each a; in the header of Tree {

[5) generate pattern b = a; Lo with support_count = a; sup port _count;

(&) constroct [1's conditional pattern base and then [ conditional FPoiree Treey;

(7] if Treey # 0 then

(%) call FP_growth( Treep, B); }

Figure 2.L'algorithme FP-growth pour découvrir des itemsets fréquents sans génération de
candidats[11].

1.5 Extraction de motifs séquentiels

La fouille de motifs (pattern mining) est un domaine tres populaire car elle a des
applications dans de nombreux domaines. Elle consiste a découvrir des motifs intéressants
dans des bases de données. Ce domaine de recherche a émergé dans les années 1990 avec
l'article fondateur d'Agrawal et Srikant [9] avec [I’algorithme Apriori. La tache
d'exploration de motifs séquentiels a été ensuite proposée car les techniques classiques de
fouille d’itemsets fréquents ne permettent pas de traiter convenablement les donnees
contenant des informations temporelles. Dans de nombreux domaines, l'ordre des
événements ou des éléments est important pour trouver des modéles utiles. Par exemple,
pour analyser des textes, il est souvent pertinent de considérer I'ordre des mots dans les
phrases [13]. Dans la détection d'intrusion réseau, I'ordre des événements est également
important[14]. Plus généralement, I’extraction de motifs et de régles séquentiels a partir de
bases de séquence a de nombreux domaines d'application tels que la bio-informatique,
I'apprentissage en ligne, I'analyse du panier de la ménageére, les réseaux complexes,

I’analyse des visites des pages Web, etc.
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Par exemple, considérons une base de données d'accés au Web d'un site populaire, ou
un utilisateur Web et une page Web sont considérés comme un objet et un attribut
respectivement. Les modeles découverts sont les séquences des pages les plus
fréguemment consultées sur ce site. Ce type d'information peut aider a améliorer la
conception d'un systeme, comme une meilleure structure d'hyperliens entre les pages
corrélées, et conduire a de meilleures décisions de marketing, comme le placement

stratégique de la publicité [15].

1.5.1 Modéle original d'extraction de motifs séquentiels

Le modéle original d'extraction de motifs séquentiels est formellement défini comme
suit [1]. Soit I = {iy, iy, ..., ik} 1’ensemble de tous les items. Un sous-ensemble de | est
appelé un ensemble d'items (itemset ou événement). Une séquence s =
S1,S1, -, Sm (s; € I) est une liste ordonnée. La taille |s], d'une séquence s est le nombre

d'itemsets dans la séquence. La longueur [(s), est le nombre total d'items dans la séquence.

Une séquence a = (ay,..., a,,) €st une sous-séquence d'une autre séquence f =
(B1, -, Br), notée a = B si et seulement si 3 kq, ks, ..., ky, tels que 1 < ky < ky, <
< kp<reta; € By ,a; E P,..., Gy S Pi,,. Nous appelons eégalement £ une

super-séquence de a et on dit aussi S contient a.

Soit I = {iy, iy, ..., in} 'ensemble de tous les items. Une base de données de séquences,
D = {dy,d,, ..., dy}, est un ensemble de séquences ou chaque séquence d, est une liste
ordonnée de transactions: d, = {X;,X,,.., Xy} tel que X, X,, .., X, ©1. Chaque
séquence est associée a un identificateur (TID). Pour simplifier, disons que I'identifiant de
d, est simplement x. |D| représente le nombre de séquences dans la base de données D.
Par exemple, le Tableau 2 est un exemple d’une base de séquences qui contient quatre

séguences.

Tableau 2. Base de données de séquences

Id (identifiant) Séquence
1 ({a}.{c,d},{g})
2 ({a}.{b}.{f. 9}
3 {c}1{f,e})
4 ({a, b}, {c }.{f g} {g})
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Le but de Il'extraction de motifs séquentiels est de découvrir des sous-séquences
fréquentes ou intéressantes dans une base de données de séquences. C’est-a-dire des
relations séquentielles entre des éléments intéressants pour I'utilisateur. Il existe plusieurs
mesures qui peuvent étre utilisées pour évaluer l'intérét d'une sous-séquence. La plus

utilisée est celle du support.

Le support d'une sequence a dans une base de sequences D est le nombre de séquences

dans D qui contiennent « :
Support(a) = {d|d € Deta E d}|. ...ccevevivininininnns. (3)

Par exemple, le support de la séquence 3 est 1 dans la base du Tableau 2 car seule la
séquence 3 dans la base de données contient ({c}{f,e}). Notez que certains auteurs
définissent le support d'une séquence X comme un rapport. Ce rapport appelé le support
relatif est donné par: relSup(a) = Support(a)/|SDB|, i.e. le nombre de séquences

contenant a divisé par le nombre total de séquences présentes dans la base de données [1].

Etant donné un seuil de support minimal minsup. L'ensemble des motifs séquentiels
fréquents (FS), comprend toutes les séquences dont le support n'est pas inférieur a minsup.
Etant donné une base de données de séquences et un seuil minsup spécifié par l'utilisateur,
le probléme de I'extraction de motifs séquentiels consiste & trouver toutes les sous-
séquences fréquentes dans la base de données. L'hypothése étant que les sous-séquences
fréquentes sont intéressantes a I’utilisateur car elles peuvent révéler des informations

implicites utiles.

1.5.1.1 Définition de probléme d'extraction de motifs séquentiels

Etant donné une base de séquences D comportant n séquences et un seuil minimum de
support défini par l'utilisateur 8, 0 < 68 < m. Le probléme consiste a trouver toutes les

séquences fréquentes dans D.

Exemple 3. Prenons la base de séquences donnée dans le Tableau 2. Prenons comme seuil
minimum de support & = 2. On peut vérifier que la sous-séquence ({a}) est fréquente car

Support({{a}),D) = 2 alors que ({a, e}) ne ’est pas car Support({{a,e}),D) = 1.
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Afin de résoudre le probleme de la découverte de modeles séquentiels, une approche
naive consiste a calculer le support de toutes les sous-séquences possibles dans une base de
données de séquences pour ensuite ne sortir que celles qui respectent la contrainte de
support minimum spécifiée par l'utilisateur. Mais ’approche naive est inefficace car le
nombre de sous-séquences peut-étre tres grand. Une séquence contenant g éléments dans
une base de séquences peut avoir jusqu'a 29 — 1 sous-séquences distinctes[16]. Il existe
de nombreux algorithmes concus pour découvrir des motifs séquentiels en évitant
d’explorer I’intégralité de ’espace de recherche. lls seront discutés dans la suite de ce

chapitre.

1.5.2 Les algorithmes d'extraction de motifs séquentiels

Les algorithmes d'extraction de motifs séquentiels sont divisés en plusieurs catégories,
chaque catégorie contient de nombreux algorithmes qui ont été développés pour assurer un
bon niveau d'efficacité. Les principaux types d'algorithmes d'extraction de motifs

séquentiels sont [16]:

e Méthode basée sur la recherche en largeur d’abord (BFS : Breadth-first Search)

Ces méthodes comportent une phase de génération de candidats basée sur la
propriété d’anti-monotonie qui s'énonce comme suit: Pour deux séquences

quelconques s et t:
sis = talors Support (s) = Support (t)... .c.covivviiiiiiiiiinn. (4)

AprioriAll, AprioriSome et DynamicSome, sont trois algorithmes ont été proposés
pour la premiére fois par Agrawal et Srikant dans leurs travaux pionniers sur
I'extraction de motifs séquentiels [1]. Le premier algorithme, AprioriAll a été inspiré
de T1’algorithme Apriori et les deux derniers algorithmes ont été développés pour
découvrir uniquement les motifs séquentiels maximaux. La performance d’A4prioriAll

s’est montrée meilleur que les deux autres algorithmes.

En 2000 zaki et ses collégues [15] ont proposé 1’algorithme GSP qui fonctionne de
fagon proche de celui d’AprioriAll mais qu’il est plus rapide. Il commence par scanner

la base de donnees pour identifier les séquences fréquentes de taille 1 (motifs
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séquentiels contenant un seul item). Ensuite, il crée des séquences de 2 items en
ajoutant des items a la suite ou a I'intérieur des séquences de taille 1, puis génerent des
séquences de 3 items a partir des séquences de taille 2, et ainsi de suite jusqu'a ce
gu'aucune nouvelle séquence ne puisse étre générée. Cet algorithme a plusieurs limites

importantes :

- Analyses multiples de la base de données.
- Genération de candidats inexistants.
- Maintenir les candidats en mémoire [16] .

- Cet algorithme explorera toutes les séquences possibles contenant x items
ou moins. Si une base de données contient m items, ce hombre peut étre

supérieur a 2.

e Méthode basée sur la recherche en profondeur d’abord (DFS: Depth First
Search) :

Cette méthode effectue la génération de candidats en utilisant la structure IDList et sa
variation SPADE [17].

La méthode SPAM commence par les séquences contenant des items uniques (par
exemple, {a}, {b} et {c}), puis effectue de maniere récursive des extensions internes (i-
extensions) et des extensions séquentielles (s-extensions) avec l'une de ces séquences
pour générer des séquences plus grandes. Lorsqu'un motif ne peut plus étre étendu,
I'algorithme revient en arriére pour générer d'autres motifs en utilisant d'autres

séquences.

La méthode basée sur la croissance de modeéles FreeSpan est un algorithme qui vise a
réduire la génération de sous-séquences candidates. Il a été proposé par han et al [18].
Son idée générale est d'utiliser des éléments fréquents pour projeter de maniére
récursive des bases de séquences dans un ensemble de bases de données projetees plus
petites basees sur les ensembles fréquents actuellement exploités, et de développer des

fragments de sous-séquence dans chaque base de données projetée respectivement.
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Un autre algorithme basé sur la projection nommé PrefixSpan [19] s'inspire de
I'algorithme FPGrowth pour I'exploration d'itemset fréquents. Son idée générale est
d'examiner uniquement les sous-séquences de prefixes et de projeter uniqguement leurs

sous-séquences de postfixes correspondantes dans des bases de données projetées.

1.5.3 Applications de I'extraction de motifs séquentiels

L'extraction de motifs séquentiels intéressants a partir des données sequentielles peut
étre utile pour la prédiction ou l'interprétation, Les méthodes d'extraction de modéles
séquentiels ont été appliquées avec succes dans de nombreux domaines comme [20]:

e Bourses et marchés : tendance des cours boursiers.

e Traitement médical : découvrir des modeles dans les historiques des

dossiers médicaux pour améliorer le niveau de diagnostic.

e Télécommunication : trouver des schémas d'alarme de réseau, des schémas

d'appels téléphoniques.

e Bio-Informatique : prédiction de la fonction des protéines et la

reconnaissance du pli des protéines.
e Administration : identification des échecs du plan.
e Service Web : découverte des modeles d'acces des utilisateurs.
e Sécurité de I'information : analyse du comportement de I'utilisateur.
e Catastrophes naturelles : prévision des tremblements de terre.*

e efc.

1.6 Conclusion

Dans ce chapitre nous avons donné un apercu sur I'exploration de régles d'association et
nous avons présenté le probleme de la fouille de motifs séquentiels (SPM). Le chapitre a
commencé avec le sujet de I'extraction d'itemsets fréquents et de régles d'association a
partir de bases de données transactionnelles classiques. Nous en avons discuté les
principaux algorithmes et applications. Le chapitre s'est ensuite poursuivi en examinant la
tache de I'extraction de motifs séquentiels. Nous avons donné une definition formelle de
cette tdche avant de discuter les principaux algorithmes utilisés ainsi que les champs

d’applications potentielles ou I'exploration de motifs séquentiels peut étre utile.
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2.1 Introduction

Les nouvelles applications du monde reel apparues récemment telles que les réseaux de
capteurs contiennent un grand volume de données. Ces données sont généralement
incertaines c.-a-d. sont souvent incomplétes/ imprécises /incorrectes /incohérentes pour
diverses raisons. La propagation de données incertaines nécessite des applications adaptées

de traitement de données incertaines.

Il existe deux classes de méthodes d'exploration de données : les méthodes prédictives
et les méthodes descriptives. Parmi les taches d'exploration de données les plus
fondamentales, on trouve la classification, 'analyse des valeurs aberrantes (exploration de
données prédictive), le clustering et I’extraction des motifs fréquents et des régles
d’association [11]. Ce dernier domaine de recherche a émergé dans les années 1990 avec
I'article fondateur d'Agrawal et Srikant [9]. Tout d’abord, nous avons besoin d’un modéle
pour représenter des données incertaines. Nous présentons ensuite les problemes
d’extraction d’itemsets fréquents (resp. de motifs séquentiels fréquents) a partir de données
incertaines (UFIM, resp. uSPM) ainsi que les algorithmes associés a 1’extraction d’itemsets

fréquents.

2.2 Les bases de données incertaines ou probabilistes

Les informations de base de données incertaines sont modélisées par un espace
probabiliste dont les résultats possibles sont toutes les instances certaines traditionnelles.
L’interprétation d’une base de données incertaine se fait & ’aide de modéle de mondes
possibles appelé modele complet ou chaque monde possible est une instance de données
déterministe. Cependant, le nombre d'instances de base de données peut étre exponentiel
par rapport a la taille de la base de données initiale car ce modéle permet de générer toutes
les instances de données possibles, Ce modeéle est donc extrémement codteux [21]. Pour
surmonter ce probléme il faudrait proposer d’autres techniques alternatives pour atteindre
I’objectif (ici trouver les itemsets ou les motifs séquentiels fréequents), sans étre obligé
d’énumérer tous les mondes possibles. Il existe deux fagons d’exprimer l'incertitude dans

les bases de données probabilistes. Nous les présentons dans ce qui suit.
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2.3 Modeles de données probabilistes

Selon [22], il y a deux fagons d’exprimer l'incertitude dans les bases de données

probabilistes :

2.3.1 Incertitude au niveau du tuple (tuple-level uncertainty)

Dans une base de données incertaine, a chaque tuple (ou transaction) est associée une

probabilité existentielle. Le Tableau 3 illustre un exemple de ces bases de données.

Tableau 3. Base de données avec I’incertitude au niveau de tuple

ID Event Probabilité
T1 {1} 1.0
T2 {2,3} 0.6
Ts {3,4} 0.8

2.3.2 Incertitude au niveau des attributs (attribute-level uncertainty)

L'incertitude concerne la valeur d'un attribut d'une transaction. C’est-a-dire que chaque

attribut possede sa propre valeur de probabilité existentielle.

Le Tableau 4 montre un exemple de bases de données d'événements avec une

incertitude au niveau des attributs.

Tableau 4. Base de données avec ’incertitude au niveau d’attribut

ID valeurs d'attribut

T1 (%1,0.2) (x,,0.3) (x3,0.5)
T2 (x4 ,0.6) (x,,0.4)

T3 (x5, 1.0)
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2.4 Extraction d'itemsets fréquents incertains (UFI1M)

L’extraction d'itemsets fréquents a partir de données incertaines est une extension de la
tache classique d’extraction d'itemsets fréquents (FIM) pour prendre en compte
I'incertitude concernant les données. Dans les bases de données incertaines, la définition
des ensembles d'items fréquents repose sur l'objectif de découvrir des combinaisons
d'items qui se produisent freqguemment ensemble au sein de l'ensemble de données
incertain. Cela dépend de deux explications sémantiques différentes : (1) une explication
basée sur la notion de support attendu (expected support), visant a filtrer les itemsets ayant
un support attendu au moins égal a un seuil de support minimum spécifié par I'utilisateur
[2], et (2) une explication basée sur la probabilité de fréquence d’un itemset. C’est une
approche qui fait souvent intervenir des modeéles probabilistes exacts ou approximatifs
pour quantifier la probabilité de fréquence d’itemsets. Cela peut inclure des distributions
de probabilités associées a la présence ou a l'absence d'items. Les deux définitions
prennent en compte le support comme une variable aléatoire discréte. L’étude de
I'exploration d'itemsets a partir de données incertaines peuvent trouver des applications
dans divers domaines tels que I'exploration de texte, I'analyse client et la bio-informatique.
Dans ce contexte nous expliquons les deux définitions existantes des itemsts fréquents dans

une base de données incertaine.

Une base de données transactionnelle incertaine D contient un ensemble de transactions
{ty,t1, ..., tn} , OU chaque transaction se compose d'un ensemble d'items (itemset) X,
Chaque élément de I'ensemble X est formé d’un item x; et une valeur de probabilité

existentielle de cet item noté p; qui est comprise entre 0 et 1. Il est noté par x;(p;) : X =

{x1(p1), x2(D2), e, x5 (Ps))}-

Le Tableau 5 donne un exemple d’une base transactionnelle probabiliste. Notons que

nous utilisons ici I’approche ou I’incertitude est représentée au niveau des attributs.

Tableau 5. Un exemple d’une base de données transactionnelle incertaine

Tid Transaction

T {A (0.3),B (0.8),C (0.9)}
T2 {(B (0.1),(C (0.5)}

Ts {4 (0.3),D (0.8), B(0.9)}
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2.4.1 Itemsets fréquents basés sur le support attendu

Le support attendu (en Anglais : expected support) d’un itemset X , noté expSup(X)
dans une base de données incertaine D est la somme des probabilités existentielles de
I’itemset X dans chaque transaction t de D, noté P(X,D) comme indiqué dans 1’équation

suivante :

expSup(X) = Xitep PX,t) ovini (5)

Notons que la probabilité existentielle de I’itemset X = {x;(p1), x2(p2), ..., x5(ps))} dans
une transaction t est simplement le produit des probabilités existentielles de chaque item

danst:

P(X,t) = l_[xi(pi)EX Pi oot (6)

Notons que P(X,t) est strictement positive si et seulement si chaque item de X posséde

une probabilité existentielle strictement positive dans t.

Un itemset X est dit fréquent dans une base de données probabiliste si et seulement si
son support attendu expSup(X) est supérieur ou égal a un seuil minimum de support 6

défini par l'utilisateur [23], i.e., expSup(X,D) = 6.
Exemple

Etant donné la base de données incertaine D présentée dans le Tableau 5 et un seuil
minimum de support: 8 = 0.9. {B}(1.8) et {C}(1.4) sont deux itemsets fréquents basés
sur le support attendu ou le nombre entre parentheses est le support attendu de 1’itemset en

question.

2.4.2 Itemsets fréquents bases sur la probabilité de fréquence

Etant donné une base de transactions incertaine et un seuil minimum de support 6. La
probabilité de fréquence d'un itemset X dans D, notée Pr(X) indique la probabilité que X
soit fréquent dans D, autrement dit, la probabilité que le support de X soit supérieur ou égal

au seil minimum de support 8. Ceci est exprimé par la formule suivante :

Pr(X) = P(Sup(X) = 0 )eceeiiiiiiiiiiiieeene 7
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Maintenant, étant donné en plus un seuil probabiliste &, un itemset X est dit fréquent
probabiliste si la probabilité de fréquente de X est n’est pas inférieure au seuil minimum de
probabilité & [24].

X est fréquentssi Pr(X) = 6c.—a—d. P(Sup(X) =2 60)=8................ ®)

Exemple. Considérons a nouveau la base de données incertaine D donnée dans le
Tableau 5 et considérons comme seuil minimum de support & = 1 et comme seuil de
probabiliste § = 0,6 la distribution de probabilité du support de I’itemset {A} est donnée
dans le Tableau 6. ainsi, la probabilité de fréquence de {A} est: Pr({4}) = P(Sup(4) =
1) = P(Sup(4) =1) + P(Sup(Ad) = 2) = 042 + 0.09 > 0.6 =6 , {A} est un

itemset fréquent probabiliste

Tableau 6. La distribution de probabilité du support de {4} du Tableau 5

Sup(A) 0 1 2

Probabilité 0.49 0.42 0.09

2.5 Algorithmes d'extraction d'itemsets fréquents incertains

Les algorithmes d'extraction d'ensembles d'éléments fréquents a partir de données
probabilistes peuvent étre classés en trois catégories : La premiére catégorie est constituée
des algorithmes fréquents basés sur le support attendu. Pour chaque itemset, ces
algorithmes considérent uniquement le support attendu pour mesurer sa fréquence. La
complexité du calcul du support attendu d'un ensemble d'éléments est O(N), ou N est le
nombre de transactions[25]. La deuxiéme catégorie concerne les algorithmes fréquents
probabilistes exacts. Les algorithmes de cette catégorie découvrent tous les ensembles
d'éléments fréquents probabilistes et rapportent la probabilité fréquente exacte pour chaque
ensemble d'éléments ces algorithmes doivent dépenser au moins un colt de calcul O
(NlogN) pour chaque ensemble d'éléments[25]. La troisiéme catégorie est celle des
algorithmes fréquents probabilistes approximatifs qui construit en fait par les deux
définitions différentes d'ensembles d'éléments fréquents sur des bases de données
incertaines[25]. Nous explorons ensuite quelques algorithmes bien connus de chaque

categorie
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2.5.1 Algorithmes bases sur le support attendu

Parmi les algorithmes d'extraction d’itemsets fréquents basés sur le support attendu, les
plus connus sont : U-Apriori [23], UFP- growth [26] et UH-Mine [27].

Algorithme U-Apriori

L'algorithme U-Apriori a été initialement proposé par Chui et ses collégues en 2007
[23]. Il fonctionne de la maniere générer-et-tester et utilise la recherche en largeur
d'abord. C’est une version d’Apriori adaptée aux données incertaines. L’algorithme
trouve tous les itemsets fréquents basés sur le support attendu de taiile 1 puis il
joint de maniere récursive les itemsets fréquents basés sur le support attendu de
taiile i (i-itemset) pour créer des itemsets candidats de taille i + 1 . Ces candidats
sont ensuite testés pour détecter ceux d’entre eux qui sont des itemsets fréquents
basés sur le support attendu de taille i + 1. Le processus prend fin des qu'il n'est
plus possible de générer d'itemsets fréquents basés sur le support attendu.
Semblable a 1’algorithme Apriori, I’algorithme U-Apriori ne donne pas de bonnes
performances lorsqu’il est appliqué aux grandes bases de données et que les

probabilités existentielles des itemsets candidats prennent de faibles valeurs.

Algorithme UFP- Growth [26]

C'est une extension de l'algorithme FP-Growth [28] basé sur une stratégie de
diviser pour régner et qui applique la recherche en profondeur d'abord. Tout comme
I’algorithme FP-Growth, I’algorithme UFP-Growth construit d'abord un arbre
d'index appelé arbre UFP. Ensuite, sur la base de I'arbre UFP, I'algorithme construit
de maniere récursive des sous arbres conditionnels et trouve les itemsets fréquents

basés sur le support attendu.

L’algorithme UH-Mine [27]

C'est une extension de l'algorithme H-Mine [29] au cas de données incertaines. Il
est aussi base sur une approche de diviser pour régner en utilisant une recherche en
profondeur d’abord. D’abord, il analyse la base de données incertaine et trouve tous
les itemsets fréquents de taille 1. Ensuite, l'algorithme crée et maintient une table
principale incluant tous les itemsets fréquents basés sur le support attendu. Toutes
les transactions sont insérées dans la structure de données UH-Struct apres la

construction de la table principale. Par la suite, I'algorithme construit les tables
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principales de maniere répétitive ou les itemsets distincts sont des préfixes et
génére les itemsets fréquemment rencontrés. De fagon générale, UH-mine
fonctionne mieux que UFP-Growth dans le cas de bases de données qui ont de
faibles valeurs de probabilité attribuées aux items et I'algorithme U-Apriori est plus
rapide que l'algorithme UF-Growth et UH-Mine dans les bases de données

incertains denses.

2.5.2 Algorithmes baseés sur la probabilité exacte de fréquence

Deux principaux algorithmes représentatifs existent dans la littérature pour I'extraction

d'itemsets fréquents basé sur le calcul exact de la probabilité de fréquence : I’algorithme

basé sur la programmation dynamique (DP) et 1’algorithme basé sur la stratégie diviser-

pour-régner (DC). Les deux algorithmes sont du style d’Apriori. Nous les présentons

brievement dans ce qui suit :

Algorithme basé sur la programmation dynamique

Pour trouver les itemsets fréquents probabilistes, Bernecker et ses collégues ont
proposé un premier algorithme qui utilise une approche basée sur la programmation
dynamique. L’algorithme propose un schéma de programmation dynamique basé
sur des équations récursives pour le calcul incrémental de la probabilité de

fréquence d’un itemset. Ce schéma est basée sur les équations suivantes [24] :
Pryyj(X) = Pryg_y jo1(X) X Pr(X S T)) + Pryy 1 (X) x (1= Pry(X € T}))...(9)

Cas limite ;

Pryo;(X) (0<j<N)
Pry; j(X) =0 pour i>j

Ou N est le nombre total de transactions contenues dans la base de données
probabiliste et Prs; ;(X) est la probabilité que I'itemset X apparaisse au moins i fois
parmi les premieres j transactions de la base de données probabiliste. La
complexite temporelle du calcul en programmation dynamique pour chaque itemset
est O(N? x 8) avec N est le nombre total de transactions et 8 est le seuil

minimum de support [24].
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e Algorithmes basés sur la stratégie diviser-pour-régner :

Un autre algorithme pour I'extraction d'itemsets fréquents probabilistes en se basant
sur la valeur exacte de la probabilité de fréquence a été proposé par Sun et al. dans
[30]. 1l est basé sur la méthode diviser-pour-régner. Cet algorithme que 1’on note ici
DC divise une base de donneées incertaine D, en deux sous-bases de données : D, et
D,. Puis, ces deux sous-bases de données sont divisées de maniere récursive jusqu'a
ce qu'il ne reste qu'une transaction. L'algorithme s'arréte pour enregistrer la
distribution de probabilité du support de I'ensemble d'éléments dans cette
transaction. Finalement, la distribution de probabilité compléte du support de
I'ensemble d'éléments est progressivement obtenue. La complexité temporelle pour
calculer la probabilité de fréquence d'un itemset est de O(N?) ol N est le nombre

total de transactions dans la base de données incertaine [30].

2.5.3 Algorithmes basés sur I’approximation de la probabilité de fréquence

En 2013 bernecker et ses collegues [31] ont proposé une nouvelle approche qui se base
sur I’idée d’approximer la distribution de probabilité de fréquence d’un itemset a I’aide
d’une loi de distribution de probabilité. Deux algorithmes ont été proposes en utilisant
respectivement, une loi de distribution de Poisson et une loi de distribution normale. Le
processus commence par trouver des itemsets dont les probabilités de fréquence sont
supérieures a un certain seuil puis extraire des itemsets ayant les k probabilités de

fréquence les plus élevées [31].

En conclusion, les résultats affirment que les modeéles de support attendu et
d'approximation de Poisson sont tous deux faciles a implémenter et a calculer efficacement
parce que I'élagage peut étre effectué facilement. Par contre dans le modele
d'approximation normale, I'élagage ne peut pas étre effectué et sa mise en ceuvre nécessite

plus d'efforts.

Les techniques d’exploration discutées précédemment visent a analyser des données, ou
I'ordre séquentiel des événements n'est pas pris en compte. Si ces techniques d'exploration
sont utilisées sur des données incluant des informations temporelles ou séquentielles, ces
informations seront tout simplement ignorées [16]. Cependant, dans de nombreux
domaines, I'ordre des événements ou des éléments est important. Nous allons donc aborder

la question de la fouille de motifs séquentiels dans le cas de données incertaine.
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2.6 Extraction de motifs sequentiels incertains

L'extraction de motifs séquentiels a partir de bases de données probabilistes a été
introduite pour la premiére fois en 2011 dans [32] . C’est I’un des domaines de recherche
les plus importants. 1l consiste & découvrir toutes les sous-séquences intéressantes dans un
ensemble de seéquences. L'extraction de motifs séquentiels a des applications dans divers
domaines, notamment la finance, la santé, la bio-informatique, I'apprentissage en ligne,
I'analyse de texte, etc. De fagon similaire a la recherche d’itemsets fréquent, une séquence
est considérée comme fréquente si son support n'est pas inférieur a un seuil minimum de
support [10], bien entendu avec une définition adaptée de la notion de support pour
intégrer I’information temporelle. En présence de données incertaine, on distingue

également deux approches pour la recherche de séquences fréquentes.

La premiere approche est basée sur le concept de support attendu (expected support)
d’une séquence. En définissant le support attendu d’une séquence, le but est de déterminer
toutes les séquences ayant un support attendu non inférieur a un seuil minimum défini par
I’utilisateur [32].

La seconde approche se fonde sur I’estimation de la probabilité de fréquence d’une
séquence et le but est de trouver toutes les sous-séquences dont la probabilité de fréquence
(d’avoir une fréquence au moins égale a un seuil minimum de fréquence spécifié¢ par
I’utilisateur) est au moins égale a un seuil de probabilité minimum défini également par
I'utilisateur [33].

Une base de séquences incertaines est une collection de séquences incertaines S =
{s1,53,...,5,}, OU chaque s € S est représentée par e = (sid, s., p.) OU sid est l'identifiant

de s, s, est une sequence (classique) et p,, est la probabilité existentielle de e.

Il existe deux types de base de séquences incertaines selon que les probabilités soient
associées au niveau des évenements ou alors au niveau des séquences. Pour interpréter une
base de séquences incertaines S, on utilise la sémantique des mondes possibles. Pour
chaque événement e; dans une séquence, il existe deux mondes possibles : un ou
I'événement e; se produit et un autre ou il ne se produit pas. Le nombre de mondes
possibles augmente de maniere exponentielle avec le nombre d'éveénements et de
séquences. La valeur de probabilité de chague monde possible W est calculée comme suit
[32]:
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Pr(W) =Il¢ew He,-,jeci Pr(ei,j) ................................. (10)

Ou ¢; € W est une séquence dans W, e; ; € c; est un événement dans c; et Pr(ei,j) est

la probabilité existentielle de e; ;.

2.6.1 Extraction de motifs séquentiels fréquents basés sur le support attendu

En 2011 Muzammal et Raman [32] ont proposée pour la premiére fois une méthode
d’extraction de motifs séquentiels basés sur le support attendu a partir de bases de
séquences incertaines. C’est une méthode utilisée pour identifier des séquences d'éléments
qui apparaissent fréquemment au sein d'une base de données séquentielle incertaine ou
chaque élément d'une séquence a une certaine probabilité existentielle. L'objectif de cette
méthode est de découvrir tous les motifs séquentiels qui ont un support attendu supérieur a
un seuil spécifie. Le support attendu dans une séquence particuliere est calculé en
multipliant les probabilités existentielles des éléments du motif, a condition que le motif
apparaisse dans la séquence. Si le motif n'apparait pas dans la séquence, son support
attendu est considéré comme nul. Le support attendu d'un motif séquentiel dans I'ensemble
de la base de données est la somme de ses supports attendus dans toutes les séquences ou
le motif apparait.

2.6.2 Extraction de motifs séquentiels basée sur la probabilité de fréquence

En 2014 Zhao et ses collegues [33] ont proposé le modele d’ extraction de motifs
séquentiels probabilistes. Comme pour I’extraction d’itemsets fréquents a partir d’une base
de données transactionnelle probabiliste, dans une base de séquences probabiliste, un motif
séquentiel X est considéré comme un motif fréquent si la probabilité qu'il apparaisse au
moins 6 fois est supérieure ou égale a § ou 6 est le seuil minimum de support 6 le seuil

minimum de probabilité.

2.7 Conclusion

Dans ce chapitre, nous avons présenté un apercu des bases de données probabilistes et
introduit certains des modéles les plus connus pour ce type de données. Ensuite, nous
avons abordé le probleme de l'extraction des itemsets fréquents a partir de données
incertaines (UFIM) et discuté des algorithmes couramment utilisés pour résoudre ce
probleme. Enfin, nous avons abordé le probleme de I'extraction de motifs séquentiels a

partir de donneées incertaines (USPM).
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3.1 Introduction

Comme nous l'avons mentionné précédemment la fouille de motifs séquentiels
fréquents est I’une des taches de fouille de motifs les plus populaires pour découvrir des
sous-séquences communes a plusieurs séquences dans une base de séquences, i.e., toutes
les sous-séquences ayant un support supérieur ou égal a un seuil prédéfini minsup. Mais il
se peut que la fouille de motifs sequentiels fréquents ne soit pas suffisante pour la tache de
prédiction. Par exemple, il est possible que le fait que quelgu'un achéte du « lait » ensuite
du « café » soit courant mais qu’il existe également de nombreux cas ou I’achat du lait
n'est pas suivi de I’achat du café. Pour cela nous avons besoin d’une mesure de la
confiance selon laquelle si 1’achat du lait se produit, alors I’achat du café se produira
ensuite. Ce modele alternatif bien utile pour la prédiction prend la forme de régles appelées
regles séquentielles. Dans ce chapitre nous aborderons le probléme de I'extraction de
regles séquentielles a partir de bases de séquences qui représente une méthode essentielle
pour découvrir des schémas temporels ou séquentiels significatifs dans les données. Tout
d’abord, nous présentons les différents types de regles séquentielles qui peuvent étre
identifiées, mettant en lumiére leur importance dans les base de séquence Ensuite, nous
plongerons dans les détails des algorithmes connus d'extraction des régles séquentielles et
nous donnons un résumé comparatif entre ces algorithmes Enfin, nous explorerons divers

domaines d'application avant de conclure le chapitre.

3.2 L’extraction de régles séquentielles certaines

L’idée d’extraction de régles séquentielles & partir de bases de séquence consiste a
trouver toutes les regles avec un support séquentiel et une confiance séquentielle

supérieure a certains seuils minSeqSup et minSeqConf Définis par I’utilisateur.

Une base de données séquentielles ou une base de séquences (notée SD) est définie
comme un ensemble de séquences: SD = {s;,S,,...,S,} et un ensemble d'items I =
{i1, i5, ..., I;n}, OU chaque séquence s, est une liste ordonnée d'ensembles d'items (itemsets)
s, ={L,1,,.., I} telle que I, I, ...,I, < I , et ol chaque séquence se voit attribuer un
identifiant unique sid (identificateur de séquence). La Figure 2 représente un exemple
d’une base de données séquentielles contenant quatre séquences. Par exemple, la séquence
seq,dans la Figure 2 signifie que les items a et b sont apparus simultanément, et ont été

suivis successivement par c, f, g et enfin e. [34]
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Une régle séquentielle X = Y est une relation entre deux itemsets X,Y tels que X,Y € [
et que l'intersection de X et Y soit vide (X N Y = @) [34]. L'interprétation d'une régle X =
Y est que si les items de X apparaissent dans une séquence, les items de Y apparaitront
ensuite dans la méme séquence. Par exemple, la regle {a, b,c} = {e, f, g} est vérifiée dans
la séquence {a, b}, {c},{f} {9} {e}. Mais la regle {a,b, f} = {c} ne I’est pas dans cette

méme séquence.
Deux mesures d'intérét sont définies pour les régles sequentielles :
e Support séquentiel :
seqSup(X = Y) = Sup(XBY)/|SD|..ccoiiiiiiiiiiiiiiiiil (11)
e Confiance seéquentielle :
seqConf(X = Y) = Sup(XBY)/Sup(X) ..c.cooviiiiiiiiiii. (12)

La notation sup(X BY) désigne le nombre de séquences dans une base de données de
séquences ou tous les éléments de X apparaissent avant tous les éléments de Y (notez que
les éléments de X ou les éléments de Y n'ont pas besoin d'étre dans la méme transaction).

La notation sup(X) désigne le nombre de séquences qui contiennent X.

Exemple. La Figure 2 montre un exemple sur la fouille de quelques regles dans une base
de données séquentielle. On prend ici minsup = 0,5 et minconf = 0,5. Comme seuils

de support et de confiance, respectivement.

ID Rule seqSup | seqConf
1l |abc > e 0.5 1.0
ID Séguences 2 la>cef 0.5 0.66
1 ]@ab) () ()9, (e) 3 [ab=2ef]| 05 1.0
2 | (ad),(c),(b),tef) | = | 4| b=>ef 0.75 0.75
3 (@), (b), (f), (e) 5| a=ef | 075 1.0
4 (), (f 9) 6 | c>f 0.5 1.0
7 a=>hb 0.5 0.66

Figure 3.Quelques régles trouvées avec 1’algorithme CMRules
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3.3 Les types de regles séquentielles

Les principaux types de regles séquentielles comprennent :

3.3.1 Régles séquentielles standards

C’est une relation de la forme: X = Y, ou X et Y sont des séquences. L'interprétation
d'une regle X = Y est que si X se produit dans une séquence, il est probable qu'il soit
suivi par Y dans la méme séquence [35]. Par exemple, la regle ({a},{b}) — ({f}) est une
regle séquentielle se produisant dans les séquences s;, s, et s; de la base de séquences
représentée dans la Figure 2, c’est-a-dire que si a est suivi de b, alors cette séquence sera
suivie de f. L’idée principale étant d’extraire des regles séquentielles ayant un support et

une confiance qui soient supérieurs a leurs seuils respectifs.

Exemple. Considérons la régle ({a},{b}) = ({f}). Cette régle est vérifiée dans trois
séquences. Son support est donc de 75%. C’est uniquement dans ces trois séquences que

I’on trouve la sous-séquence ({a}, {b}). La confiance de cette régle est donc de 100%.

3.3.2 Régles séquentielles partiellement ordonnées

Dans les regles séquentielles standard nous pouvons trouver certaines regles
séquentielles qui sont trés similaires et représentent la méme situation avec de petites
variations d'ordre. Par exemple les deux régles ({a},{b}) = ({f}) et ({b},{a}) = ({f})

expriment pratiquement le méme contenu.

Une regle séquentielle partiellement ordonnée est une relation de laforme X = Y,ou X
et Y sont des ensembles d'items non ordonnés. L'interprétation d'une regle X = Y est que
si les éléments de X sont présents dans une séquence (dans n'importe quel ordre), les
éléments de Y seront présents dans la méme séquence (dans n'importe quel ordre
également) [35]. La particularité intéressante des regles séquentielles partiellement
ordonnées est qu'elles sont plus génerales que les régles sequentielles standards [36]. 1l est
possible de représenter plusieurs regles séquentielles standard par une seule régle

séquentielle partiellement ordonnée. Voici un exemple qui illustre cela dans la Figure 3.

Les algorithmes renvoient toutes les regles valides, les régles ayant un support et une

confiance supérieurs aux seuils respectifs minSup et minConf définis par I'utilisateur.
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{pain}, {café}, {lait} = {sucre}
{café}, {pain}, {lait} = {sucre}

{lait}, {pam}, {Café} = {sucre} |:> {café}, {pam}, {lalt} = {SUCTQ}

{lait,pain}, {café} = {sucre}

{lait},{pain, café} = {sucre}

{lait,pain,café} = {sucre}

Figure 4.Régles séquentielles standard vs Regles séquentielles partiellement ordonnées

Exemple. Considérons la regle ({a}, {b},{f}) = ({e}). Cette regle est vérifiée dans deux
séquences (s, et s3). Son support est donc de 50 %. On trouve la séquence ({a}, {b}, {f})

dans trois séquences de la base, d’ou une confiance de 66 %.

3.4 Algorithmes d’extraction de régles séquentielles a partir de données

certaines

Plusieurs algorithmes pour I'extraction de regles séquentielles a partir de bases de
séquences certaines ont été développés. Ils peuvent étre regroupés en deux catégories

principales.

Le premier type concerne les algorithmes pour l'extraction de régles séquentielles
apparaissant dans une seule séquence d'événements, L'approche la plus célebre de ce
groupe est celle de Mannila et ses collegues [37] en 1997. Cette approche ne peut
découvrir que des regles dans une seule séquence d'événements. Les travaux alternatifs qui
extraient des regles séquentielles a partir d'une seule séquence d'événements sont les
algorithmes de Hamilton & Karimi (2005) [38], Hsieh (2006) [39], Deogun (2005) [40],
etc. qui découvrent respectivement des régles entre plusieurs événements et un seul

événement, entre deux évenements et entre plusieurs événements.

La deuxiéme catégorie comprend les algorithmes qui découvrent des regles
séquentielles dans plusieurs séquences. L’objectif de ces algorithmes est de découvrir des
regles qui apparaissent frequemment dans plusieurs séquences. Par exemple, 1’algorithme
de Das et al[41] découvre des regles telles que la partie gauche contienne plusieurs

événements tandis que la partie droite ne peut contenir qu’un un seul événement. C'est une
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limitation importante car dans les applications réelles, les relations séquentielles peuvent

entrainer la présence de plusieurs évenements

Il 'y a un autre algorithme qui extraire des régles séquentielles a partir de bases de
séquences sans mettre de limile pour le nombre d'événements présents dans chaque regle :
c'est celui de Harms & Tadesse (2002) [42].

Seuls Lo et ses collegues [43], Pitman et Zanker [44]et Zhao et ses collégues [45] ont
développé des algorithmes permettant d'extraire des régles communes a plusieurs
séquences. Leurs algorithmes découvrent des regles telles que les parties gauche et droite
des regles sont des séquences d'ensembles d'éléments par exemple dans un supermarché les
clients qui ont acheté du café, du lait et du sucre ensemble, et ensuite du pain, ont ensuite
acheté du beurre, selon les définitions de Lo et ses collégues, Pitman et Zanker et Zhao et

ses collegues, cette regle est distincte de toutes ses variations telles que:

e {Café},{Lait, Sucre},{Pain} = {Beurre}

e {Café, Lait,Sucre},{Pain} = {Beurre}

e {Pain},{Café},{Lait},{Sucre} = {Beurre}
e {sucre,pain,café,lait} = {Beurre}

Ces algorithmes sont restrictifs, car que les regles sont tres specifiques, elles ont moins
de chances de correspondre a une séquence d'événements nouvelle pour faire des
prédictions. Par exemple, considérons la regle {Pain},{Café},{Lait}, {Sucre} =
{Beurre}. Cette régle peut étre utilisée pour prédire qu'un client achétera le beurre s'il a
acheté les produits : pain, café, lait et sucre, dans cet ordre. Cependant, si le client a acheté
les éléments dans un ordre différent, la régle ne correspond pas et ne peut donc pas étre
utilisée pour faire des predictions précises. En alternative, il est préférable d’avoir une
forme de regles séquentielles plus générale, de maniere a ce que les événements dans la
partie gauche et la partie droite de chaque régle ne soient pas ordonnés. Afin d'extraire ces
regles, plusieurs algorithmes ont été proposés, nous allons expliquer certaines de ces

algorithmes.
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3.4.1 L’algorithme CMRules (Class-based Mining Rules)

En 2010 Fournier-Viger et ses collegues [34] ont proposé un algorithme de découverte
de régles séquentielles dans des bases de données de sequences. La Figure 4 représente le
pseudo-code de 1’algorithme CMRules qui commence par transformer la base de données
séquentielle en une base de données transactionnelle pour réduire I'espace de recherche aux
éléments qui apparaissent conjointement dans plusieurs séquences Par la suite, il extrait
toutes les regles d'association qui respectent les seuils minimaux de support et de
confiance. Ensuite, ces regles d'association sont examinées pour ne conserver que celles
qui respectent les seuils minimaux de confiance et de support en fonction de l'ordre
temporel (voir Figure 5). CMRules a une meilleure scalabilité pour les faibles seuils de
support. Le principal avantage de CMRules réside dans sa facilité d'implémentation, car de
nombreux les algorithmes de fouille de regles d'association a partir de bases
transactionnelles sont déja existants. Le principal inconvénient de CMRules qui le rend
parfois inefficace est que ses performances dépendent du nombre de régles d'association

trouvées. Si cet ensemble est grand, CMRules devient moins efficace.

INPUT : a sequence database. minSegqSup, minSeqConf
OUTPUT : the set of all sequential rules

PROCEDURE:
1. Consider the sequence database as a transaction database
2. Find all association rules from the transaction database by

applving an association rule mining algorithm such as Apriori
(Agrawal et al. 1993). Select minsup = minSeqSup and
minconf = minSegConf.
Scan the original sequence database to calculate the sequential
support and sequential confidence of each association rule
found in the previous step. Eliminate each rule » such that:

a. seqSup(r) < minSeqSup

b.  seqConf(r) < minSeqConf
4. Return the set of rules

L]

Figure 5. L'algorithme CMRules
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A sequential database The corresponding transaction database

ID| sequences ID| transactions
1 | @b). (). (. (g). (¢)] (1)Ignoring 1 [abcefg
2 | (@d).(©).®).(ef) [ temporal = (2 |abcdef
3 | @).0).@E information : g?j f
4 [ b).(fg) _—
\ (2) Association rule mining
(3)A iati les filteri AssociatI’on rules
ssociationrules filtering  —— "~ Sup. | Cont.
2 1 | c—abef| 0.5 |1.0
Sequential rules 2: | abec—e |05 |1.0
ID | rule S-Sup.|S-Conf. 3 |a—cef |05 |06
1 [abc=e| 0.5 1.0 4 |ab—ef | 0.75|1.0
2 |a=cef [0.5 [0.66 5 |[b—ef |0.75]0.75
3 ab=ef | 0.5 1.0 6 |a—ef 0.75 1 1.0
4 b=ef 0.75 0.75 7 |c—f 0.5 1.0
5 a=>ef |0.75 1.0 8 |a—b 0.75 | 1.0
6 c=>f 0.5 1.0
7 a=b 0.5 0.66

Figure 6. Un exemple d'exécution de I'algorithme CMRules

3.4.2 L’algorithme RuleGrowth

C’est un algorithme efficace qui utilise une approche différente de CMRules pour
I'exploration de régles séquentielles. Cette approche basée sur le principe de FP-Growth
pour éviter la génération de candidats redondants. Il a été présenté par Fournier-Viger et
ses collégues [36] en 2011. RuleGrowth comprend également quelques idées pour éviter
d’analyser toute la base de données a chaque fois. Le fonctionnement de cet algorithme est

comme suit :

e FEtape 1. Analyser la base de données pour calculer le support de chaque

élément. Ne conserver que les éléments fréquents.

e Etape 2. Pour chaque paire d'éléments fréquents, essayez de créer une regle avec
seulement deux éléments. Seules les regles dont le support et la confiance soient

supérieurs ou égaux aux seuils minimaux définis sont affichées en sortie.

e Etape 3. Cette étape est appelée expansion a gauche et a droite. Elle recherche
des regles plus larges en explorant de maniére récursive la base de données pour
ajouter un seul élément a la fois a la partie gauche ou droite de chaque regle.
Elle calcule ensuite la confiance et le support pour chaque nouvelle regle. Si le
support et la confiance sont respectivement supérieurs ou égaux a minconf et

minsup, afficher la régle.
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RuleGrowth est plus performant que CMRules en termes de temps d'exécution et

d'utilisation de la mémoire.

3.4.3 L'algorithme ERMiner (Equivalence Class Based Sequential Rule Miner)

ERMiner est un algorithme d'extraction de regles sequentielles qui utilise des classes
d'équivalence pour découvrir des regles fréquentes a partir de grands ensembles de
données. Il a été développé en 2014 par Philippe Fournier-Viger et ses collegues [46].

L'algorithme ERMiner fonctionne en deux phases principales :

e Génération de classes d'équivalence. Tout d’abord, parcourir séquentiellement
la base de séquences afin d'identifier tous les antécédents et conséquents uniques
présents. Ensuite, pour chaque antécédent et conséquent identifié, une classe
d'équivalence est formée, regroupant toutes les regles qui partagent cet
antécédent ou conséquent spécifique.

e Extraction de regles séquentielles. On explore de facon itérative les classes
d'équivalence, en commencant par les plus petites. A l'intérieur de chaque classe
d'équivalence, on génére des regles candidates en combinant des antécédents et
des conséquents appartenant a la méme classe Ensuite, On applique 1’élagage
pour éliminer les candidates redondantes et on évalue les regles candidates
restantes en fonction des seuils de support et de confiance prédéfinis. A la fin,

les regles candidates qui satisfont ces seuils sont conservées.

ERMiner offre plusieurs avantages par rapport aux algorithmes CMRules et ERMiner
car L'utilisation de classes d'équivalence réduit le nombre de calculs redondants et
I’utilisation de structure de données nommee SCM (Sparse Count Matrix) reduit I'espace

de recherche.

3.5. Comparaison entre les algorithmes

Le Tableau 7 représente une étude comparative entre les algorithmes liés a I'extraction
de régles séquentielles. Nous avons choisi dans ce tableau les algorithmes les plus utilisées
dans la littérature. On a remarqué que les algorithmes CMRules, RuleGrowth et ERMiner

visent a trouver toutes les regles séquentielles qui nous intéressent dans notre travail.
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Tableau 7.Un résumé comparatif entre les algorithmes d’extraction de regles sequentielles

) | Algorithme de o
Algorithme | Année Objectif
base
I'extraction de regles séquentielles a partir de
CMDeo 2010 Apriori o gz
données d'événements naturels
Apriori

CMRules 2010 Trouver toutes les regles séquentielles

RuleGrowth | 2011 | pattern growth Trouver toutes les regles sequentielles

TRuleGrowth | 2011 | pattern growth

Trouver des regles séquentielles avec une

contrainte de fenétre

Equivalence
ERMiner 2014 Classes Trouver toutes les régles sequentielles
HUSRM 2014 apriori / FP- Trouver des regles séquentielles a haute
Growth utilite

3.6 Domaines d’application

La fouille de regles séquentielles a été appliquée dans de nombreux domaines tels que :

Apprentissage en ligne [34], [47]

Dans le domaine de l'apprentissage en ligne, l'extraction des regles
séquentielles se révele étre une méthode d'analyse et d'amélioration des expériences
d'apprentissage des apprenants. Un exemple dans ce contexte est 1’analyse des
parcours d'apprentissage en examinant les séquences d'activités d'apprentissage des
apprenants afin de concevoir des trajets plus efficaces par les éducateurs dans la
facon dont les apprenants progressent a travers les cours ou les modules. De plus
I'extraction des regles séquentielles alimente les systemes d'apprentissage adaptatif,
qui adaptent le contenu et la méthode d'enseignement en fonction des interactions
passées de I'apprenant. Ces systemes recommandent des ressources et des activités
specifiques, ce qui permet d’offrir une expérience d'apprentissage plus

personnalisée a chaque apprenant.

Analyse de la séquence d'alarmes [48]
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L'analyse de séquences d'alarmes est une méthode utilisée dans les systémes
de surveillance et de contrdle pour détecter les schémas temporels anormaux qui
peuvent indiquer des problemes ou des pannes, par exemple dans la surveillance
des réseaux de télécommunications. Dans un centre de contr6le des réseaux, les
opeérateurs recoivent des alarmes provenant de divers équipements réseau tels que
des routeurs, des commutateurs et des serveurs. Les opérateurs peuvent améliorer la
détection des anomalies telle qu'un pic soudain de congestion de trafic a l'aide de
techniques d'extraction de regles séquentielles. 1ls peuvent anticiper les pics de
trafic et prendre des mesures préventives, telles que la répartition du trafic vers

d'autres équipements avant que la panne ne se produise.

e la Simulation de fabrication [49]

La fouille de régles séquentielles peut étre appliquée pour la simulation de
fabrication est une méthode utilisée dans le domaine industriel afin de modéliser et
simuler les processus de fabrication d'un produit avant sa mise en ceuvre réelle.
Cette méthode consiste a simuler le comportement du systéme de production en
fonction des parameétres spécifiés, tels que les délais de production, les capacités
des machines, les flux de matériaux, etc. Cette approche permet aux fabricants de

prendre des décisions afin d'obtenir des produits de meilleure qualité.

e Prélecture de pages Web [35]

La Prélecture de pages Web également connue sous le nom de "Web page
prefetching”, peut envisager I’utilisation des régles séquentielles comme une
technique utilisée dans les navigateurs web afin de prédire les actions futures des
utilisateurs lorsqu'ils naviguent sur un site web. Cela permet de réduire le délai de
chargement percu par I'utilisateur lorsqu'il clique sur un lien ou une référence vers

une autre page, car la page est déja en mémoire cache et préte a étre affichée.

A titre d’exemple, une regle séquentielle pourrait étre formulée comme suit :
"Si un utilisateur visite la page d'accueil, puis la page de produits, il est probable
qu'il visite ensuite la page de paiement”. En préchargeant la page de paiement en
arriere-plan dés que l'utilisateur accéde a la page de produits, le site web peut
réduire le temps de chargement percu par l'utilisateur lorsque celui-ci décide de

passer a I'étape suivante de l'achat.
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e Analyse des comportements des clients [50]

Un autre champ d’application des régles séquentielles est 1'analyse des
comportements des clients, un processus qui consiste a comprendre les actions des
clients afin d'obtenir des informations sur leurs comportements et leurs besoins.
Cette analyse aide les entreprises a mieux comprendre leurs clients et de prédire
leurs besoins futurs, et permet ainsi les entreprises a prendre des décisions éclairées

pour améliorer leurs stratégies de marketing.

3.7 Conclusion

Dans ce chapitre, nous avons exploré la problématique de la fouille de regles
séquentielles, une méthode puissante pour découvrir des motifs temporels significatifs
contenus dans les données. Nous avons présenté dans ce chapitre les différents types de
regles séquentielles ainsi que les algorithmes utilisés pour les extraire avec fiabilité. De
plus, nous avons discuté certaines domaines d’application de la fouille de regles
séquentielles. Finalement dans le dernier chapitre, nous allons nous focaliser sur notre
apport dans cette thése : trouver des régles séquentielles a partir de bases de séquences

incertaines.

53



Chapitre 4

Contributions

54



Chapitre 4 Contributions

4.1 Introduction

Dans ce dernier chapitre, nous exposons les grandes lignes nécessaires pour atteindre
I'objectif de la thése. Ce chapitre présente les contributions significatives réalisées tout au
long de ce travail de recherche. 1l explore les approches et les techniques développées pour
relever les défis liés a I'exploration de motifs et de régles séquentielles incertaines. Les

contributions s’articulent sur deux principaux points :

e Nouvelles approches pour I'exploration de motifs séquentiels incertaines
e Une nouvelle méthode pour extraire des regles séquentielles incertaines

Pour les deux contributions, nous présentons dans ce qui suit les idées clés, les algorithmes

développés et nous discutons les différentes expérimentations et les résultats obtenus.

4.2 Contribution 1. Extraction d’itemsets séquentiels fréquents a partir
de bases de séquences probabilistes (Extracting sequential frequent

itemsets from probabilistic sequences database)*
4.2.1 Résumé

L'extraction d’itemsets fréquents est un sous-domaine important de la fouille de
données. Elle prouve son utilité en trouvant les motifs les plus pertinents dans de grandes
bases de données selon leur fréquence. L'extraction des itemsets fréquents a d'abord été
appliquée aux bases de données transactionnelles mais I'émergence de nouvelles
technologies a conduit a de nouveaux types de bases de données, comme les bases de
données sequentielles. De plus, dans des scénarios réels, les données peuvent étre
incomplétes ou incertaines, posant un défi pour I'extraction des itemsets fréquents. Dans ce
chapitre nous nous concentrons sur I'extraction des motifs séquentiels fréquents dans des
bases de séquences probabilistes. Nous proposons une nouvelle approche pour identifier
des itemsets fréquents en tenant compte des probabilités d'occurrence et en filtrant les

itemsets en utilisant des informations séquentielles.

! Ce travail a fait ’objet d’un papier publié par le journal Springer : « International Journal of
Information Technology » en mai 2023 [51].
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Il existe plusieurs fagcons de modéliser I'incertitude dans les bases de données, ce travail
se concentre sur le modéle probabiliste, qui représente l'incertitude en utilisant une
probabilité existentielle. Comme nous 1’avons discuté dans le chapitre 2, cette probabilité
peut étre associée a des éléments individuels au sein d'une transaction, ce qui est appelé

I'incertitude au niveau de l'attribut.

Dans le contexte des bases de données transactionnelles incertaines, les mesures
classiques de support et de confiance ne peuvent pas étre utilisées pour évaluer la
signification d'un itemset en raison de l'incertitude des données. L'utilisation du concept de
mondes possibles est trés colteuse en termes de temps de calcul. Pour remédier a cela, une
autre mesure a été proposée, "support attendu” (en anglais : expected support). Le support

attendu d’un itemset X dans une base transactionnelle D est donné par :

ExpSup(X) = lelill [heex P(0T) oo (13)

ou p(x, T-) est la probabilité existentielle de I’item x dans la transaction T; .

Dans le cadre des bases de séquences incertaines, nous utilisons une autre forme
adaptée du concept de support, appelé support séquentiel, afin de tenir compte de I'ordre
des éléments, au lieu de simplement compter le nombre de transactions dans lesquelles un
itemset apparait, comme dans la définition classique du support. Le support séquentiel est

donné par :
SeqSup({A,B}) = Supp(A>B)/ID| cccvoviiiiiiiii (14)
ou Supp(A > B) représente le nombre de séquences dans la base D ou A apparait avant B.

4.2.2 L’approche proposée

Tout d’abord, nous nous basons sur I’hypothése que dans la base de séquences

probabiliste, chaque séquence est composée d'un ensemble ordonné de singletons.

La premiéere étape de notre approche proposée consiste a transformer la base de
séquences probabilistes en une base de données transactionnelle probabiliste en ignorant
les informations séquentielles présentes dans I'ensemble des séquences et en traitant les

données comme une base de données transactionnelle probabiliste traditionnelle. Ensuite,
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nous appliquons l'algorithme U-Apriori> qui prend en entrée une base de données
probabiliste ainsi qu'un seuil minimum de support attendu, afin de trouver les itemsets
fréquents probabilistes valides. On utilise pour cela la définition du support attendu donnée
par l'équation 13. En fait, l'algorithme Apriori classique appliquée aux données
transactionnelles certaines utilise le support traditionnel défini par le nombre de
transactions dans lesquelles I'ensemble d'éléments apparait. Par contre, comme nos
données sont probabilistes (voir Algorithme 1), nous utilisons une approche différente

basée sur la notion de support attendu donné par I'équation 13.

Algorithm 1 An Apriori algorithm using expected support

Input: probabilistic database (PDB), minExpectedSupp
. + candidate itemset of size k.

L. + frequent itemset of size k.

L « frequent items.

K «1
while L; # 0 do
K«k+1

(111 + candidates generated from Ly
for all t €« PDB do
Cy + Subset(Cryq,1)
for all ¢ € (; do
c.count +— c.count + 1
end for
end for
for all ¢ € C; do
if c.count = min then
Li1.add(c)
end if
end for
end while
return L « W; L;

Dans la deuxiéme étape, une fois que les itemsets probabilistes fréquents (itemsets ayant
un support attendu non inférieur au seuil prédéfini) sont identifiés, nous filtrons ces
itemsets trouvé dans 1’étape précédente afin de ne garder que ceux qui respectent I'ordre
des itemsets imposé par les contraintes de précédence présentes dans la base originale de
séquences. Nous utilisons pour cela la mesure de support séquentiel donnée dans I'équation
14 afin de trouver tous les itemsets séquentiels fréquents probabilistes valides (voir
Algorithme 2).

2 On peut également utiliser ici n’importe quel autre algorithme de fouille d’itemsets fréquents a
partir de base transactionnelle probabiliste.
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Algorithm 2 Algorithm for Filtering the set of probabilistic frequent itemset

Input: a probabilistic sequences database (PSDB), minSeqSupp
L + set of probabilistic frequent itemset.
for all f_itemset € L do
possible_f _itemset < Permuation(f_itemset)
for all S € PSDEBE do
for all ¢ € possible_f _itemset do
if ce S then
c.count + c.count + 1
end if
end for
end for
for all ¢ € possible_f _itemnset do
if c.count > minSeqSupp then
F.add(c)
end if
end for
end for
return F

4.2.3 Expérimentations et discussions de Résultats

Nous avons utilisé Jupyter Notebook et le langage de programmation Python pour
mettre en ceuvre notre approche. Ces outils ont été installés sur un ordinateur Windows 10
équipé d'un processeur Intel Core i5. Nous avons utilisé des données synthétiques pour
évaluer notre implémentation car il n'existe pas des données réelles séquentielles et
incertaines en méme temps. Les données synthétiques se composent de 12 fichiers, avec le
nombre de séquences augmentant d'un fichier & l'autre d'environ 1 000 séquences. Chaque
séquence contient au max sept items, et chaque item se voit attribuer une probabilité

existentielle aléatoire comprise entre zéro et un.

La performance de l'approche proposée est évaluée en fonction de sa complexité
spatiale et temporelle Pour chaque fichier de notre ensemble de données synthétiques, nous
réalisons dix expériences et nous calculons le temps moyen et l'espace mémoire

consommeés a chaque exécution.

Les résultats finaux sont présentés dans la Figure 6, ou le graphique (a) montre que le
temps d'execution augmente avec le nombre de séquences dans le fichier. Malgré cela, le
graphique montre une bonne performance de l'approche proposée, que nous pouvons
exprimer par la notation Big-O dans I’ordre de (n?) ol ou n représente le nombre de
séquences. Le graphique (b) représente la complexité spatiale et montre que l'espace

mémoire consomme augmente avec le nombre de séquences dans le fichier. Malgré cela, le
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graphique montre une trés bonne performance de I'approche proposée que nous pouvons

exprimer dans I’ordre O (n), ou n représente le nombre de séquences.

Il n'est pas tout a fait exact d'attribuer la réduction de la consommation de mémoire et
de temps uniquement a la valeur des probabilités existentielles. Les techniques employées
lors de la conception et la mise en ceuvre de l'algorithme proposé, telles que 1'utilisation de
structures de données optimisées, une gestion efficace de la mémoire et la sélection
soigneuse des algorithmes et des techniques de traitement des données, jouent également
un réle important dans la réduction de la consommation de mémoire et de temps.
Cependant, il est vrai que la valeur des probabilités existentielles peut affecter le nhombre
d'ensembles d'éléments dépassant le support attendu minimum, ce qui peut a son tour
affecter la consommation de temps et de mémoire. Plus précisément, si la valeur des
probabilités existentielles est élevée, alors il peut y avoir moins d'itemsets dépassant le
support attendu minimum, ce qui entraine une consommation moindre de temps et de
mémoire. En revanche, si la valeur des probabilités existentielles est faible, alors il peut y
avoir plus d'itemsets dépassant le support attendu minimum, ce qui entraine une

consommation plus importante de temps et de mémoire.

4.2.4 Etude comparative

Comparer un travail scientifique avec des recherches existantes est un aspect
fondamental de toute investigation scientifique. Cependant, il n'est pas toujours possible de
trouver des travaux précédents directement comparables aux siens. Dans ces cas, une
approche utile est de comparer avec une méthode naive qui sert de référence simple pour
I'évaluation. L'algorithme naif utilisé comme référence pour la comparaison dans ce travail

est composé de trois étapes :

1. Extraction de I'ensemble des itemsets fréquents probabilistes en utilisant le support

attendu.

2. Extraction de I'ensemble des itemsets séquentiels fréquents en utilisant le support

sequentiel.

3. Calcul de l'intersection entre les deux ensembles, pour trouver I'ensemble des

itemsets séquentiels probabilistes.
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En termes de complexité temporelle, comme le montre la Figure 6a, l'algorithme
proposé est plus efficace que l'algorithme naif. Le temps pris par I'algorithme proposé
augmente beaucoup plus lentement que celui de l'algorithme naif lorsque la taille de
I'entrée augmente. Par conséquent, pour de grandes entrées, notre algorithme sera plus

rapide que l'algorithme naif.

Cependant, il est important de noter que la complexité temporelle n'est pas le seul
facteur a considerer lors de la comparaison des algorithmes. D'autres facteurs tels que la
complexité spatiale, comme on peut le remarquer lors d'un examen approfondi du
graphique dans la figure 6b, montrent que I'algorithme proposé a une complexité spatiale
inférieure a celle de I'algorithme naif, ce qui signifie qu'il nécessite moins de mémoire pour
s'exécuter a mesure que la taille de I'entrée augmente. Par conséquent, pour des entrées
plus grandes, notre algorithme proposé sera plus efficace en termes d'utilisation de la

mémoire que l'algorithme naif.

< ; Used Memory space by the naive algorithm
1200 Time complexity of the naive algorithm

) 80 —e—Used Memory space by the proposed algorithm
—a-Time complexity of the proposed algorithm

Data (number of sequences) Data (number of sequences)

(a) Temporal Complexity (b) Spatial Complexity

Figure 7. Complexité temporelle et spatiale de I'algorithme proposé comparée a I'algorithme naif
4.3 Contribution2: Extraction de Séquences Incertaines : Une Nouvelle
Approche pour I'Extraction de Régles Séquentielles (Mining Uncertain

Sequences : A Novel Approach to Sequential Rule Extraction)?
4.3.1 Résumé

L'extraction de regles séquentielles est une méthode puissante de fouille de données qui
vise a découvrir des modeles significatifs dans des données séquentielles. Cette approche
est utilisée dans divers domaines tels que le commerce électronique, la santé, la

surveillance des réseaux, etc.

8 Ce travail a fait I’objet d’un papier en cours d’évaluation dans la revue : International Journal of
Advanced Technology and Engineering Exploration IJATEE.
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Dans de nombreux scénarios réels, les données peuvent étre incomplétes, imprécises ou
sujettes a des erreurs. Par exemple, dans un environnement ou les conditions changent
rapidement, les données sequentielles peuvent étre influencées par des changements

soudains ou imprévus, ce qui entraine une incertitude dans les valeurs attendues.

L'objectif de I'extraction de régles séquentielles qui prend en compte l'incertitude dans
les données est de découvrir des dépendances significatives méme en présence
d’incertitude, ce qui permet de prendre des décisions éclairées et d'améliorer les processus

et les performances dans une variété de domaines et d'applications.

Dans ce travail, nous nous intéressons a trouver des regles sequentielles a partir de bases
de séquences contenant des données incertaines. L'incertitude est prise en compte au
niveau des attributs et elle est modélisée par les valeurs de probabilité existentielle

associées aux items.

Nous proposons une nouvelle approche pour extraire des regles sequentielles a partir de
bases de séquences incertaines, qui se compose de deux étapes principales : la premiére
consiste a extraire I'ensemble de régles probabilistes, et la seconde consiste a filtrer cet

ensemble en utilisant les informations séquentielles dans les données.

Etant donné que les régles séquentielles standards peuvent parfois étre trés similaires et
représenter essentiellement la méme situation, nous proposons I'utilisation de régles
séquentielles partiellement ordonnées. Ces régles permettent une représentation plus souple
et générale des séquences, Ce qui peut étre particulierement bénéfique pour représenter
plusieurs regles séquentielles standards par une seule regle séquentielle partiellement

ordonnée.

4.3.2 Définition du probleme

Etant donné un ensemble d'items I = {i;, i, ..., i, }. Une base de séquences incertaines
est définie comme un ensemble de séquences S = {s;,s,,...,Sy} ol chaque séquence s,
est une liste ordonnée d’itemsets: s, = X;,X,, ..., X, tel que X; €I, pour 1 <i <m.
Ces itemsets peuvent contenir des éléments qui ne sont pas certains, et la présence d'un
item i incertain dans une séquence est définie par une probabilité existentielle p; avec 0 <

p; < 1). L'élément est considéré comme certain si sa probabilité existentielle est égale a 1.
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Dans le tableau suivant (Tableau 8), nous considérons une base de séquences
probabilistes qui comprend huit séquences. Chacune contient des éléments certains et
incertains. Cette base de sequences probabilistes sera utilisée comme exemple tout au long

du reste de ce chapitre.

Tableau 8. Un exemple d’une base de séquences probabilistes

Sid Séquences (itemset)

S1 (Z,0.2),(W,0.6)

S, | (X,1.0),(Y,1.0),(Z,1.0),(W,0.4)
S3 (X,1.0),(Y,0.3),(Z,0.8)

S4 (X,0.4),(Y,0.7)

Ss (Y,0.4),(Z,1.0)

Se (X,0.1),(Y,1.0),(Z,1.0)

S7 (X,1.0), (Y, 1.0), (W, 1.0)

Sg (Y,0.3),(Z,1.0)

L'objectif ici est d'extraire I'ensemble des regles séquentielles utiles et suffisamment
solides et qui respectent I'ordre des événements imposé dans les séquences de la base de
données. Il existe des méthodes établies, telles que : CMRules, RuleGrowth, IRMiner, etc.,
pour extraire des regles pertinentes a partir de données séquentielles certaines, appelées
regles séquentielles. Il existe également méthodes, telles que U-Apriori, UFP-Growth, etc.,
pour extraire des regles pertinentes a partir de données incertaines classiques (a partir de
bases de données transactionnelle incertaines), appelées régles d'association probabilistes

(c-a-d : régles d’association a partir de base de données incertaines).

Cependant, I'objectif de notre travail est de combiner ces approches afin d'extraire des
regles pertinentes a partir de données incertaines et séquentielles, que nous appelons :

"régles séquentielles probabilistes ou incertaines".

Pour cela, nous proposons une nouvelle méthode pour extraire les regles séquentielles
probabilistes a partir de bases de données de séquences incertaines qui est expliquée dans

la partie suivante.
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4.3.3 Hypotheses et idées clés de notre approche proposée
Nous supposons quelques hypotheses qui nous permettent de spécifier clairement et

précisement nos objectifs :

e Les données sont stockées dans une base de données sequentielle probabiliste
(PSDB).

e Chaqgue €elément dans la base de données est un élément singleton (chaque itemset

d’une séquence est formé d’un seul item).

e Chaque item dans chaque séquence a une probabilité existentielle dans l'intervalle
10,1].

Les idées clés de notre proposition sont les suivantes :

o Pour tenir compte des contraintes d'ordre présentes dans les séquences, notre

approche fonctionne en deux phases :

a) Premiere phase. Les informations temporelles sont ignorées et un ensemble
de réegles probabilistes classiques est généré (régles d’association a partir

d’une base de données transactionnelle)

b) Deuxiéme phase. Les regles générées dans la premiére phase sont filtrées

afin de ne conserver que celles qui respectent I'information temporelle.

o Pour traiter I'incertitude des données, nous utilisons la mesure de support attendu
pour évaluer la fréquence probabiliste des sous-séquences et des regles

séquentielles.

o Notre proposition est un algorithme de style FP-Growth pour extraire des regles

sequentielles.

4.3.4 L>approche proposée

Pour aborder le probléeme défini et en tenant compte des hypotheéses données, nous

proposons une approche en six étapes illustrée dans la Figure 7.
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Transformer la base de données séquentielle probabiliste
(PSDB) en une base de données transactionnelle
probabiliste (PDB)

<

Extraire I'ensemble des items fréquents singletons

<

Générer une structure appelée arbre des motifs fréquents
probabilistes (PFPTree)

<

Extraire I'ensemble des items fréquents probabilistes en
utilisant le PFP-Tree

[ Geneérer toutes les regles d’associations probabilistes

<

Filtrer cet ensemble de regles en utilisant les
informations temporelles présentes dans la base de
données séquentielle

/7 )  w_J «w_J — . J

Figure 8. L’approche proposée de six étapes

Dans ce qui suit, nous deétaillerons chacune des six étapes mentionnées précédemment.

4.3.4.1 Transformer la base séquentielle probabiliste en une base transactionnelle

probabiliste

Nous appliquerons un principe simple utilisé dans [34] pour transformer une base de

données sequentielle probabiliste en une base de données transactionnelle probabiliste, ce

qui consiste a ignorer I'ordre des élements imposé par la nature séquentielle des données

afin d'obtenir une base de données probabiliste classique. Cela signifie que les séquences

sont traitées simplement comme des transactions.

64



Chapitre 4 Contributions

La transformation de base de données séquentielle probabiliste en base transactionnelle
probabiliste permet d'utiliser des algorithmes d'exploration de régles d'association
probabiliste existants comme U-Apriori par exemple. Notons que les données
transactionnelles sont généralement plus simples a traiter et a analyser que les données

séquentielles.

Tableau 9. La transformation de base de données séquentielle probabiliste en base transactionnelle

probabiliste
La base de données transactionnelle
Une base de données séquentielle
Correspondante
SID Séquences TID | éléments Probabilités
En ignorant
h) Z,0.2},{W,0.6 . .

1 { W } l'information T, Zw 0.2,0.6
s, | X, 1.03{Y,1.0,{Z, 1.0}, {W,04} |  temporelle T, | X,Y,Z,W | 10,1010, 04
S, {X,1.0},{,0.3},{Z,0.8} T, | XY.Z 1.0,0.3,0.8
S, {X,0.4},{Y,0.7} T, XY 0.4,0.7
Se {r,04},{Z,1.0} Te Y,Z 0.4,1.0
S, {X,0.1},{v,1.0},{Z,1.0} T, | XV.Z 0.1,1.0,1.0
S, {X,1.0},{v, 1.0},{w, 1.0} T, XYy, w 1.0,1.0,1.0
Sg {r,0.3},{Z,1.0} Tq Y,Z 0.3,1.0

4.3.4.2 Extraire I'ensemble des motifs fréquents singletons
Pour identifier I'ensemble des motifs fréquents singletons a partir de la base de données
transactionnelle probabiliste, nous devons considérer 1’ensemble W de tous les mondes
possibles générés a partir de cette base de donnee. Chaque monde possible est obtenu en
prenant une décision pour chaque élément incertain quant a sa présence effective ou non.
Ainsi, un monde possible w; (le monde possible) représente une réalisation possible
(certaine) de la PDB avec une probabilité notée P(w;). En utilisant les mondes possibles,

le support attendu d'un élément X dans la PDB est déterminé par I'équation suivante :
ExpSup(X) = X0 PW) X Xy, oo (15)

Le support attendu de X est égal a la somme des multiplications de la probabilité de

chaque monde possible w; et du nombre d'occurrences de X dans ce monde (noté dans
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I'équation 15 par X, ). L'utilisation de cette équation est tres colteuse en termes de temps

d'exécution, car le nombre de mondes possibles générés a partir d'une base de donnée
probabiliste augmente de maniére exponentielle en fonction du nombre d'éléments

incertains.

Dans [23], Chui et al ont démontré que le support attendu d'un itemset X peut étre

calculé sans avoir a générer tous les mondes possibles, comme suit :

ExpSup(X) = Z0 Maex P(XT;) coovevcieiccccccee (16)

ol P(x,T;) est la probabilité existentielle de I’item x dans la transaction T; de la base PDB.

Par application de I'équation 16 a notre exemple d’exécution, nous avons calculé le

support attendu pour chaque élément singleton (voir Tableau 10) :

Tableau 10. Le support attendu pour chaque élément unique

Elément Support attendu (Expected Support)
X 3,5
Y 4,7
VA )
W 2

4.3.4.3 Construire I'arbre des motifs fréquents probabilistes

La méthode de construction de I'arbre des motifs fréquents probabilistes (PFP-tree)
s'inspire de [52] ou nous adaptons l'algorithme utilisé par bernecker et ses collégues pour
construire notre version du PFP-tree. Dans notre travail, la construction du PFP-tree
nécessite une seule passe de la base de donnees transactionnelle probabiliste. L'algorithme
proposeé prend les transactions de la base de données une par une et les insére dans le PFP-
tree, de sorte que chaque transaction soit représentée par un chemin dans le PFP-tree. La
transaction commence a partir de la racine de l'arbre (un nceud vide), et chaque nceud
représente un élément unique dans une transaction. L'arbre est structuré comme suit (on

considere un nceud n dans le PFP-Tree) :

n.item : une étiquette utilisée pour désigner le nceud. L'étiquette de 1'élément est

utilisée ici parce que chaque nceud représente un élément.
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n.list : une liste de transactions ou I'élément de ce nceud est présent. Cette liste est
composée d'un ensemble de paires : chaque paire contient I'étiquette de la transaction et la
probabilité existentielle de I'élément dans cette transaction (si I'élément est certain, nous

mettons la probabilité existentielle égale a 1).

n.next : un pointeur vers le nceud suivant dans l'arbre. Ce champ doit étre nul si le

nceeud actuel est une feuille.

Label list next

A t1: 1, tz :06 t]

L'algorithme commence avec un arbre qui ne contient qu'un seul élément ; la racine
(élément nul). Ensuite, il parcourt les transactions une par une, en commencant par la
transaction t; qui sera insérée directement comme un chemin dans I'arbre (chemin = racine
— t;.élément; — ty.élément, ... — t,. élément,) comme indiqué dans la Figure 8.

Les transactions suivantes présentent deux possibilités :

« Soit le chemin correspondant & la transaction courante existe déja dans I'arbre. Dans
ce cas, une mise a jour est effectuée en ajoutant I'étiquette de cette transaction et la
probabilité d'existence de I'élément courant a I'étiquette du noeud correspondant dans

la liste des transactions.

« Soit le chemin correspondant a la transaction courante n'existe pas dans l'arbre. On

procede alors a sa création complete.

La Figure 9 représente le PFP-Tree complet généré apres I'exécution de l'algorithme sur

notre exemple.

4.3.4.4 Extraction de I'ensemble des itemsets fréquents probabilistes

Dans cette étape on extrait I'ensemble des itemsets fréquents probabilistes a partir des
items fréquents unitaires identifiés précédemment. On utilise le concept de support attendu
défini par I'équation 16 pour les items fréquents unitaires car les données ne sont pas toutes
certaines. Par exemple, en appliquant I'équation 16 a notre exemple (voir Tableau 8) pour
calculer le support attendu de I'itemset {Z, W}, on obtient ExpSup({Z, W}) = 1,9.
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4.3.4.5 Génération de regles probabilistes

Les regles probabilistes sont générées a partir de I'ensemble des itemsets fréquents
probabilistes. Pour chaque itemset fréquent X, tous ses sous-ensembles non vides sont
géneérés. Par exemple, si Y est un sous-ensemble de X, nous considérons laregle R: Y —
X — s si sa confiance (voir Equation 17) est supérieure ou égale a minConf, ou minConf
est le seuil de confiance minimum. Bien sdr, lorsque nous voulons calculer la confiance
d'une régle générée, nous utilisons simplement le PFP-tree génére plut6t que d'accéder a la

base de données.

Conf(R) = ExpSup(X)/ExpSup(Y) ..cooiiiiiiiiiiiiiiiiiiiaa, (17)
Null Null Null
Z z
T =02 T1=02 T,=02
Ty=1. TE10
T e e
W = =
T,=10 / T,=03
W w W
T, =06 T,=06 T,=06
X

—
Il
=
|
|
(=]

2 [
M

I

[=]

Figure 9. Evolution (de gauche a droite) de I'arbre PFP aprés I'insertion des trois premiéres

transactions (Etape 3).

4.3.4.6 Filtrage des régles d’associations probabilistes
Aprés avoir extrait I'ensemble des regles d’associations probabilistes, nous passons a
I'étape de filtrage séquentiel, de sorte que pour chaque regle trouvée a I'étape précédente,
nous allons calculer le support et la confiance séquentiels tels qu'ils sont définis dans le
chapitre précédent. Pour ne conserver finalement que les regles dont la confiance
séquentielle est supérieure ou égale a une valeur prédéfinie nommée “confiance

séquentielle minimale™ et notée SeqConf.
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Si X — Y est une regle parmi les regles identifiées a I'étape précédente, on definit son
support séquentiel (SeqSupp) par la formule :

SeqSup(X »Y) =Sup(X eY)/Card(S).....ccveviviiiiiiiiiiiiiinn. (18)

ou Card(S) est le nombre total de séquences dans la base de données et Sup(X «Y)

représente le nombre de séquences dans la base de données ou X apparait avant Y.

La confiance séquentielle de la régle est calculée en divisant le nombre de séquences ou
le cOté gauche apparait avant le c6té droit de la regle, par le nombre de séquences qui

contiennent le coté gauche de la regle :

SeqConf(X »Y) =Sup(X oY) /Sup(X)...oiviiiiiiiiiiiiiiiiin, (19)
Null
z \
..... Y
______ T, =07
; T,=1.0 TS 03 T.=10
Header Table ! T,=04 T,=10 |---: : »
7 : =03 | %
Li T,=04
X | = X peessd T,=10
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Figure 10. L'arbre PFP aprés avoir parcouru toute la base de données transactionnelle probabiliste

A la fin de cette étape, seules les régles respectant les contraintes temporelles et ayant une

confiance séquentielle supérieure ou égale a un seuil prédéfini sont sélectionnées.
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4.3.5 Expérimentations et discussions des résultats
4.3.5.1 Plateforme

L’algorithme proposé a été réalisée sur un ordinateur équipé d'un processeur Intel Core
i5 avec 16 Go de mémoire et fonctionnant sous Windows, nous avons utilisé Python

comme langage de programmation.

4.3.5.2 Ensembles de données (datasets)

Pour tester notre algorithme, nous avons utilisé a la fois un dataset réel (Mushroom

[53]) et des datasets synthétiques :

o Les datasets synthétiques.

Les données sont générées aléatoirement. Nous avons simulé la définition d'une
base de données de sequences probabilistes (PSDB) et généré des données contenant
un ensemble de séquences. Chaque séquence est composée d'un ensemble
d'éléments, dont chaque élément posséde sa propre probabilité existentielle
comprise entre zéro et un. Ensuite, nous avons créé un ensemble de fichiers (10
fichiers) contenant un certain nombre de ces séquences. Le premier fichier comporte

100 séquences tandis que le dernier en comporte 8 k séquences.

o [’ensemble de données Mushroom

Le dataset Mushroom utilisé dans ce travail [53] comprend des descriptions
d'échantillons académiques appartenant a 23 espéces de champignons a lamelles de
la famille des Agaricus et des Lepiota. Chaque espece est classée comme
comestible, vénéneuse ou comestible mais inconnue et déconseillée. Cette derniere
categorie est regroupée avec les espéces toxiques. Le guide précise gu'il n'existe pas
de regle simple pour déterminer la comestibilité d'un champignon. Dans cette phase
de recherche, nous n'avons pas trouvé de base de données séquentielles probabilistes
utilisée comme référence pour évaluer ce type de travaux. Cependant, une base de
données séquentielles peut étre obtenue a partir d'une base de données
transactionnelle en considérant simplement I'ordre des éléments dans chaque
transaction. Une base de données probabiliste est quant a elle une base de données

ordinaire ou chaque élément posséde sa propre probabilité existentielle.
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Par conséquent, pour obtenir une base de donnée séquentielle probabiliste nous
avons utilisé la base de données Mushroom, considéré chaque transaction comme
une sequence, et ajouté a chaque élément une valeur aléatoire comprise entre zéro et

un représentant une probabilité existentielle.

4.3.5.3. Tester l'algorithme sur les données synthétiques

La figure 10-(a) présente la complexité spatiale de l'algorithme proposé. L'axe des x
représente le nombre de sequences dans nos données synthétiques, et I'axe des y la quantité
de mémoire nécessaire a I'exécution de notre algorithme en mégaoctets. Ce test révele que
I'espace mémoire consommeé par l'algorithme augmente en fonction du volume des données
d'entrée. Cependant, I'algorithme montre ses meilleures performances lorsque les données
d'entrée deviennent plus volumineuses, ou I'espace mémoire utilisé dans cette phase reste

stable et continue d'augmenter mais a un taux négligeable

800 )

— Extractog probabistic ndes
—t— Sequential fiterng

The whale agorithm
600 0
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Figure 11. Complexité temporelle et spatiale de I'algorithme proposé sur des données synthétiques.

Le deuxiéme graphique (Figure 10-(b)) représente le temps d'exécution par I'algorithme
proposé pour générer I'ensemble des regles séquentielles, mesuré en secondes. Le temps
dépend du nombre de séquences dans les données. On peut observer trois courbes sur la
figure 10-(b) : la premiére représente le temps d'exécution total de I'algorithme, la
deuxiéme le temps necessaire pour génerer I'ensemble de regles probabilistes et la derniere
pour le temps consacré au filtrage sequentiel, ou la valeur du premier temps correspond a

la somme des deux temps restants.

Il est évident que le temps d'exécution augmente en fonction du nombre de séquences.

Cependant, en termes de complexité temporelle, la figure montre que la complexité de
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I'algorithme proposé est tout a fait acceptable et se situe en dessous de O(nlog(n)) ou de

0(n?) dans le pire des cas.

4.3.5.4. Test de I'algorithme sur des données réelles
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Figure 12. Complexité temporelle et spatiale de I'algorithme proposé testé sur des données réelles

La figure 11 montre la complexité spatiale et temporelle de I'algorithme proposé
appliqué au dataset mushroom. Cette série d'expériences est réalisée avec la valeur de
(support minimum / nombre de séquences = 0,5). Cette figure contient deux graphiques. Le
premier, 11-(a), montre la complexité spatiale de notre algorithme. L'axe des X représente
la taille de I'ensemble de données mesurée en termes de nombre de séquences, tandis que la
quantité d'espace mémoire utilisée dans chaque expérience apparait sur l'axe des y. Le
graphique confirme que le comportement de I'algorithme proposé peut étre classé comme

une complexité spatiale quadratique par rapport a la taille des données.

Le deuxiéme graphique (11-b) représente le temps d'exécution de notre algorithme en
fonction du nombre de séquences dans l'ensemble de données. Ici aussi, l'algorithme
présente un comportement quadratique, le temps d'exécution augmentant avec le nombre
de séquences. On peut observer que dans certains cas, le temps d'exécution diminue entre
deux expériences ; Bien que les données de la premiere expérience soient plus
volumineuses que celles de la deuxiéme, cela s'explique par le fait que le nombre de régles
trouvées dans la deuxiéme expérience est supérieur a celui de la premiere, ce qui réduit le

temps nécessaire pour traiter ce nombre de regles, ce qui se refléte dans le graphique.
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4.4 Conclusion
Ce chapitre a présenté nos deux principales contributions. La premiere contribution est

une nouvelle méthode pour I’extraction de motifs séquentiels fréquents a partir de bases de
séquences probabilistes. La deuxiéme contribution s’est intéressée a I'extraction de régles
séquentielles a partir des bases de données incertaines, l'incertitude est modélisée pour
chaque item appartenant a chaque séquence est associé a une probabilité existentielle.
Notre méthode proposée a contribué a découvrir une nouvelle approche pour extraire des
regles sequentielles & partir de bases de données incertaines, ou nous expliquons en détail
les six étapes de notre proposition, illustrées par un exemple d’exécution. Nous avons
présenté 1’ensemble des résultats obtenus sur des données synthétiques et réelles. La
méthode proposée a montré une performance remarquable en termes de complexité

spatiale et temporelle.
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Conclusion generale et

Perspectives

De nos jours, de grandes quantités d'informations séquentielles sont stockées dans les
bases de données. Ces grands ensembles de données contiennent a la fois des données
utiles et inutiles. La découverte de relations séquentielles dans les bases de données
temporelles est importante dans de nombreux domaines tels que la bio-informatique pour
stocker les séquences d'/ADN (acide désoxyribonucléique) ou de protéines pour faire des

prédictions.

Dans le domaine de la fouille de données, 1’une des techniques les plus importantes est
I’exploration de motifs séquentiels (SPM) utiles a partir d'un large ensemble de séquences
qui apparaissent dans une base de données séquentielle. On s’intéresse souvent a des
motifs séquentiels dont la fréquence est au moins égale a un seuil donné minsup défini par
l'utilisateur. Parmi les algorithmes déja introduits dans ce contexte, on peut citer
PrefixSpan, Spade, SPAM, GSP, etc. Cependant, savoir qu’une séquence apparait
fréquemment dans une base de séquences n’est pas toujours suffisant pour faire des
prédictions. 1l a été constaté que I'extraction de motifs séquentiels fréquents pourrait étre
trompeuse, c'est pourquoi est apparue la tache d'extraction de regles séquentielles. Les
regles séquentielles sont des motifs qui soulignent des liens importants entre des sous-

séquences d'événements dans une base de données sequentielle.

Plusieurs recherches ont étudié I'extraction de regles séquentielles déterministes, mais
dans de nombreux domaines d’application, les données disponibles ne sont pas parfaites et
sont entachées de différentes formes d’incertitude. A titre d’exemple, les données
collectées a partir de réseaux de capteurs sans fil peuvent étre incertaines en raison de
facteurs d'interférence externes ou du vieillissement des capteurs. Proposer des solutions
qui gerent correctement 1’incertitude des données afin de continuer a pouvoir extraire des
conclusions utiles devient ainsi une nécessité de recherche d’une grande importance. Des
recherches se sont penchées sur l'incertitude des bases de données afin d'améliorer les
performances de la fouille de données ou I’incertitude est représentée en attribuant des

probabilités existentielles aux données.
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Notre principale contribution dans cette these est de généraliser les méthodes
d’extraction de motifs séquentiels fréquents et de régles de séquences a partir de bases
séquentielles déterministes d’un coté et de bases transactionnelles probabilistes d’un autre
coté pour pouvoir gérer a la fois I’aspect séquentiel et ’aspect incertain dans un méme
cadre. L'objectif est donc de de proposer une nouvelle approche pour extraire des motifs
séquentiels et des régles séquentielles probabilistes a partir d'une base de données
séquentielle probabiliste. Pour cela, nous avons suivi une approche divisée en deux étapes
principales : la premiere consiste a ignorer dans un premier temps I’information temporelle
et d’extraire I'ensemble des itemsets fréquents ou de régles d’association probabilistes. La
seconde etape consiste ensuite a filtrer 1’ensemble de motifs ou de régles obtenus par
I’étape précédente en utilisant I'information séquentielle présente dans les données afin de
générer des regles seéquentielles probabiliste valides. Les études expérimentales menées
montrent clairement que I’approche établie posséde de bonnes performances en termes de

complexité spatiale et temporelle.

A notre connaissance, aucun travail antérieur n'a considéré le probléme d’extraction des
regles séquentielles dans une base de données qui soit a la fois probabiliste et incertaines.
Par conséquent, nous n'avons pas pu faire une comparaison de nos résultats avec des

recherches similaires dans le méme domaine.

Il existe plusieurs orientations a envisager pour I'avenir. Nous souhaitons étendre notre
travail pour couvrir le cas du modéle d'incertitude des tuples expliqué précédemment. Nous
visons aussi a construire une (des) base(s) de données séquentielle(s) probabiliste(s) a
partir de données réelles issues d’applications pratiques (réseaux de communications,
domaine médical, domaine de la finance, bio-informatique, etc.). Ces bases de données
seraient utiles pour tester les nouveaux algorithmes de fouille de données proposés et

d’apporter des outils intelligents d’aide a la décision dans divers domaines pratiques.
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