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Abstract

Our research focuses on the extraction of high-utility association rules from data originating from
Location-Based Social Networks (LBSNs), a task that poses significant challenges due to the complexity
and scale of the data. In this study, we concentrate on the Gowalla dataset, a social network centered

around users’ check-in locations.

Unlike traditional approaches that rely solely on frequency, our methodology is based on the uti-
lity value of itemsets, considering their economic or contextual importance. We propose an efficient
approach based on concise representations, specifically HUCI (High Utility Closed Itemsets), to reduce

redundancy and the volume of generated rules.

The HUCI-Miner algorithm is employed to extract high-utility closed itemsets, followed by the
HGB algorithm to generate complete and non-redundant high-utility association rules. These rules are
evaluated using metrics such as : UTIL (total utility), AUTIL (antecedent utility), and UCONF (utility-

based confidence).

The experiments conducted on the Gowalla dataset demonstrate that this approach enables the ex-
traction of concise, meaningful, and knowledge-rich rules, making it suitable for applications such as

location recommendation and user behavior analysis in urban environments.
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Résumé

Notre travail porte sur 1’extraction des régles d’association a haute utilité & partir de données issues
des réseaux sociaux géolocalisés (LBSNs), une tiche qui représente un véritable défi en raison de la
complexité et du volume élevé des données. Dans ce contexte, nous nous intéressons a la base de données

Gowalla, un réseau social centré sur les lieux visités par les utilisateurs.

Contrairement aux approches traditionnelles basées uniquement sur la fréquence, notre méthodo-
logie repose sur la notion d’utilité des itemsets, reflétant leur importance économique ou contextuelle.
Nous proposons une approche efficace s’appuyant sur les représentations concises, notamment les HUCI

(High Utility Closed Itemsets), dans le but de réduire la redondance et le nombre de regles générées.

L’algorithme HUCI-Miner est utilisé pour identifier les itemsets fermés a haute utilité, suivi de
I’algorithme HGB pour générer des régles d’association completes, pertinentes et non redondantes. Ces
regles sont évaluées a I’aide de mesures telles que : UTIL (utilité totale), AUTIL (utilité de I’antécé-

dent), et UCONF (confiance utilitaire).

Les expériences menées sur la base Gowalla ont montré que cette approche permet d’extraire des
regles concises, informatives et a forte valeur ajoutée, adaptées a des applications comme la recomman-

dation de lieux et I’analyse du comportement des utilisateurs.
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Introduction Générale

A mesure que les technologies numériques investissent les différents domaines de I’ activité humaine,
les volumes de données générés quotidiennement deviennent colossaux. Ces flux informationnels, bien
qu’ils constituent une richesse potentielle, ne révelent leur véritable valeur que lorsqu’ils sont analysés,

structurés et transformés en connaissances exploitables.

La fouille de données (Data Mining) constitue un levier essentiel dans cette dynamique. Elle re-
groupe un ensemble de techniques destinées a extraire automatiquement des modeles pertinents a partir
de masses de données complexes. Parmi les approches phares de ce domaine figure 1’extraction des
regles d’association, qui permet de découvrir des relations significatives entre des éléments récurrents

au sein de bases transactionnelles.

Cependant, les méthodes traditionnelles d’extraction de régles reposent principalement sur des me-
sures statistiques telles que le support et la confiance. Ces critéres, bien qu’efficaces dans certains
contextes, ne tiennent pas compte de I’utilité économique ou stratégique des items impliqués. Ainsi,
des motifs fréquemment observés mais faiblement rentables peuvent étre privilégiés au détriment d’en-

sembles moins fréquents mais a forte valeur.

Pour remédier a cette limitation, 1I’approche dite du High Utility Itemset Mining (HUIM) a été dé-
veloppée. Elle vise a identifier les ensembles d’items dont la contribution globale en termes d’utilité
dépasse un seuil prédéfini. Cette orientation permet une lecture plus fine des données, en lien avec les
objectifs économiques réels. Néanmoins, elle entraine une complexité computationnelle accrue, notam-

ment en raison du nombre élevé de motifs candidats générés.

Dans ce contexte, les recherches récentes se sont tournées vers des stratégies de réduction, no-
tamment a travers 1’adoption de représentations concises telles que les itemsets fermés, maximaux ou
générateurs. Ces représentations permettent de synthétiser I’information sans perte de pertinence, tout

en allégeant le colit computationnel.



Introduction Générale

Parallelement a ces avancées méthodologiques, I’émergence des réseaux sociaux géolocalisés (LBSNs)
constitue une source précieuse de données mixtes, combinant dimensions sociale et spatiale. Ces ré-
seaux, tels que Gowalla ou Foursquare, générent des données transactionnelles implicites exploitables

dans les systemes de fouille a haute utilité.

Le présent travail s’inscrit dans cette perspective et vise a extraire des reégles d’association a haute
utilité en s’appuyant sur des algorithmes exploitant ces représentations concises, tout en intégrant une

étude appliquée a des données issues de LBSNs. L’étude porte sur plusieurs aspects complémentaires :

— L’analyse du comportement et de la performance de certaines approches algorithmiques récentes
en matiere d’extraction d’itemsets et de régles a haute utilité ;

— L étude de I'impact de différents parametres de contrdle (tels que le seuil de 1’utilité minimale
ou celui de la confiance minimale) sur la quantité, la qualité et la compacité des regles générées ;

— Lexploration d’un réseau social géolocalisé réel (Gowalla) et sa transformation en base tran-
sactionnelle ;

— La mise en ceuvre expérimentale de ces algorithmes via des outils reconnus, notamment la bi-

bliotheque SPMF, afin de comparer objectivement leurs performances.
Afin de répondre a ces objectifs, le mémoire est structuré selon quatre volets complémentaires :

— Une premiére partie introductive sur les bases de la fouille de données et des regles d’association
a haute utilité ;

— Une seconde partie consacrée aux réseaux sociaux géolocalisés et a leur intégration analytique
dans les processus de fouille;

— Une troisieme partie technique dédiée a la description détaillée des algorithmes retenus, ainsi
qu’aux modeles de représentation concises ;

— Une quatrieme partie expérimentale, consacrée a la mise en ceuvre, 1’analyse et la comparaison

des résultats obtenus a travers des cas d’application concrets.

A travers cette étude, nous cherchons a démontrer que I’intégration conjointe de la notion d’utilité,
des représentations concises et des données issues de LBSNs constitue une voie pertinente vers une
fouille de données plus efficace, plus informative et mieux adaptée aux exigences réelles de valorisation

de I’'information.



Chapitre 1

Apercu Général sur le Data Mining

1.1 Introduction

La croissance rapide des volumes de données disponibles dans les environnements informatiques
modernes a transformé les besoins d’analyse classique. Face a cette abondance, de simples méthodes
statistiques ne suffisent plus pour dégager des connaissances utiles. C’est dans ce contexte que la fouille

de données, ou Data Mining, est apparue comme une solution efficace et incontournable.

Ce chapitre présente un apercu général sur le domaine de la fouille de données. Il s’attarde dans
un premier temps sur la définition du processus d’extraction de connaissances a partir des données,
plus connu sous I’appellation KDD (Knowledge Discovery in Databases), en détaillant ses différentes

étapes.

Par la suite, nous abordons les principales techniques de fouille de données, telles que la classifica-
tion, I’estimation, la description, la recherche de motifs fréquents, et la prédiction. Chaque technique est
illustrée par des exemples d’applications réels dans des secteurs variés comme la santé, 1’éducation, le

marketing ou encore la finance.

Enfin, le chapitre se termine par une discussion sur les défis liés a la mise en ceuvre de la fouille
de données, ainsi que sur ses perspectives stratégiques. Cette base théorique est essentielle pour appré-
hender les enjeux actuels de 1’analyse des données et pour mieux comprendre le réle stratégique de la

fouille de données dans divers contextes décisionnels..
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1.2 Le processus de découverte de connaissances dans les

bases de données

1.2.1 D¢éfinition

"Knowledge Discovery in Databases (KDD) est défini comme un processus non trivial visant a
extraire des motifs valides, nouveaux, utiles et compréhensibles a partir des données. Ce processus
comprend plusieurs étapes interconnectées, notamment la sélection des données, leur nettoyage, leur
transformation, leur analyse a 1’aide de techniques de fouille de données, ainsi que I’interprétation des

résultats obtenus."[ 1]

1.2.2 Objectifs

Le processus d’extraction des connaissances a partir des bases de données vise a identifier des motifs

et des connaissances utiles a partir des données, ce qui permet de :

— Améliorer la prise de décision : en révélant des schémas cachés pouvant aider a comprendre
les tendances générales.

— Optimiser la performance : en fournissant de nouvelles perspectives susceptibles d’améliorer
les processus ou les produits.

— Analyser de grandes quantités de données : en facilitant le traitement d’importants volumes

d’informations pour en extraire des résultats pertinents.

Ces objectifs jouent un rdle essentiel dans le soutien de nombreux secteurs comme les affaires,

I’éducation, la santé et bien d’autres domaines [? ].

1.2.3 Etapes du processus KDD

Sélection des données : Choisir les données pertinentes.

Prétraitement : Nettoyer les données, gérer les valeurs manquantes.

Transformation : Formater les données pour 1’analyse.

Fouille de données (Data Mining) : Appliquer des algorithmes pour découvrir des motifs.
Evaluation : Vérifier la qualité et la pertinence des motifs extraits.

Utilisation des connaissances : Intégrer les résultats dans le systeme décisionnel.
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Comme illustré dans la figure 1.1, le processus KDD suit plusieurs étapes clés.

5
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FIGURE 1.1 — Processus de découverte de connaissances a partir de données..

1.2.4 Role central du Data Mining dans le processus KDD

Le Data Mining représente 1’étape clé et centrale du processus de découverte de connaissances dans
les bases de données (KDD). Il consiste a appliquer des techniques d’analyse telles que la classifica-
tion, la régression, le clustering ou encore 1’analyse d’associations, afin d’extraire des motifs pertinents,

nouveaux et potentiellement utiles a partir de grandes quantités de données.

Ce processus ne se limite pas a la simple extraction d’informations, mais inclut également 1’éva-
luation et I’interprétation des résultats, dans le but de produire une connaissance compréhensible et

applicable dans un contexte décisionnel.[2]

1.3 Fouille de données : Techniques et Domaines d’applica-
tion

Au cours de la décennie 1996-2005, le domaine de la fouille de données et de la découverte de
connaissances a connu une transformation significative. Initialement percu comme un sujet académique
prometteur, il a évolué pour devenir un pilier essentiel dans le monde des affaires et de 1’analyse. Cette
transition a été marquée par une maturation des techniques, une adoption accrue dans divers secteurs

industriels et une reconnaissance de sa valeur stratégique.

Cette évolution a été influencée par plusieurs facteurs externes majeurs, notamment la croissance
exponentielle du web et du commerce électronique, les avancées significatives en biologie (telles que les

microarrays d’ ADN) et I’utilisation controversée de la fouille de données pour la sécurité intérieure. De
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nouveaux domaines de recherche ont émergé, tels que I’analyse des réseaux sociaux, la fouille du web et
la fouille multimédia. Des progres considérables ont été réalisés dans le raffinement des algorithmes de
regles d’association, et de nouveaux algorithmes importants, tels que les machines a vecteurs de support

(SVM), ont été largement acceptés.[3]

1.3.1 Définition

Selon David Hand, Heikki Mannila et Padhraic Smyth dans leur ouvrage Principles of Data Mining

(2001), la fouille de données est définie comme suit :

« L’analyse de grands ensembles de données observationnelles afin de découvrir des relations inat-
tendues et de résumer les données de maniere nouvelle, compréhensible et utile pour le propriétaire des

données. »[4]

Cette discipline repose sur des techniques issues de I'intelligence artificielle, des statistiques et de

I’apprentissage automatique.

Un autre auteur, Frawley, Piatetsky-Shapiro et Matheus (1992), propose une définition complémen-

taire :

« L’extraction non triviale d’informations implicites, inconnues auparavant et potentiellement utiles

a partir de données. »[5]

Cette définition met I’accent sur I’aspect exploratoire de la fouille de données et son rdle dans la

découverte de connaissances cachées.

1.3.2 L’importance stratégique de la fouille de données

La fouille de données occupe aujourd’hui une place centrale dans les stratégies des entreprises mo-
dernes. Elle ne se limite plus a une tiche technique, mais constitue un levier stratégique pour guider la

prise de décision, optimiser les performances et anticiper les tendances.

Selon Talend (entreprise spécialisée dans les solutions de gestion des données) : «Lorsqu’elle est
employée efficacement, la fouille de données peut fournir aux organisations un avantage considérable
par rapport a leurs concurrents. Elle permet en effet de mieux comprendre les clients, de développer des

stratégies marketing efficaces, d’augmenter les revenus et de réduire les cofits. »

InsightSoftware souligne également que : « Le data mining soutient la prise de décision straté-

gique, améliore I’efficacité opérationnelle et favorise une meilleure compréhension des données. »
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Enfin, selon ia-data-analytics.fr : « La fouille de données permet de transformer des données

massives en connaissances exploitables pour orienter les décisions stratégiques. »

1.3.3 Les principales taches du Data Mining

De nombreux défis dans les domaines intellectuel, économique ou commercial peuvent tre abordés
a travers différentes taches fondamentales du Data Mining. Ces tiches sont généralement regroupées

selon la nature de 1’apprentissage utilisé.

Les taches supervisées, telles que la classification, I’estimation et la prédiction, reposent sur I’utili-
sation de données historiques étiquetées pour construire un modele capable de généraliser ou de prévoir

une variable cible a partir des données disponibles [6].

En revanche, les tiches non supervisées telles que le regroupement par similarité (clustering) et
I’analyse des groupes (clusters) ne nécessitent pas de variable cible, et visent plutot a découvrir des

structures naturelles ou des corrélations implicites entre les variables présentes dans les données[6] .

Il existe aussi des tiches hybrides comme la description, qui peut intervenir a la fois dans un contexte
supervisé et non supervisé, selon la finalité de 1’analyse et le type de données manipulées[7].
1.3.3.1 La classification

La classification consiste a affecter chaque élément a une catégorie prédéfinie en fonction de ses

attributs. Par exemple, classer des e-mails comme spam ou non-spam.[7]
1.3.3.2 DL’estimation

Cette tache permet d’estimer une valeur numérique a partir des données existantes. Par exemple,
estimer le revenu annuel d’un client en se basant sur ses transactions passées.[0]
1.3.3.3 La prédiction

Elle a pour objectif de prévoir des valeurs ou des événements futurs a partir des données historiques.
Par exemple, prédire le volume des ventes pour le trimestre suivant.[0]

1.3.3.4 Le regroupement (Clustering)

Il s’agit de regrouper des objets similaires sans catégories prédéfinies. Cela permet d’identifier
des structures cachées dans les données, comme des groupes de clients aux comportements d’achat

similaires.[6]
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1.3.3.5 DP’analyse des cluster

Une fois les clusters formés, cette tAche consiste a analyser et interpréter les caractéristiques com-

munes de chaque groupe afin de mieux comprendre les profils représentés.[7]
1.3.3.6 La description
Elle vise a résumer et interpréter les modeles extraits pour les rendre compréhensibles. Cela inclut

par exemple la description des variables clés dans un segment de clientele.[7]

1.3.3.7 DP’extraction de motifs (Pattern Mining)

Cette tache cherche a découvrir des régularités, des associations fréquentes ou des séquences si-
gnificatives dans les données. Elle est particulierement utile dans les systeémes de recommandation ou

I’analyse de panier d’achats.[6]

Secteur Exemple d’application

Banque Détection de fraude, analyse du risque de crédit
Assurance Modélisation des risques, fausses déclarations
Télécommunication | Prévision du churn, gestion du trafic réseau
Commerce Recommandation de produits, analyse d’achats
Santé Aide au diagnostic, suivi des traitements
Education Suivi des étudiants, prédiction de I’échec scolaire

TABLE 1.1 — Domaines d’application du Data Mining

1.4 Conclusion

Dans ce chapitre, nous avons posé les bases conceptuelles de la fouille de données, en mettant en
lumiere ses origines, ses principales étapes a travers le processus KDD, ainsi que ses différentes ap-
proches et domaines d’application. Ce tour d’horizon nous a permis de mieux comprendre 1’importance
stratégique de 1’analyse des données dans divers contextes décisionnels. Nous avons également distin-
gué les types de techniques utilisées en fouille, qu’elles soient descriptives ou prédictives, et nous avons
souligné les enjeux liés a I’extraction de connaissances pertinentes a partir de données massives. Ces
éléments constituent une introduction indispensable pour appréhender les limitations des approches tra-
ditionnelles et pour justifier I’émergence de méthodes plus orientées vers la valeur. Cette réflexion théo-
rique met ainsi en évidence les fondements nécessaires a une compréhension approfondie des méthodes

modernes en fouille de données.



Chapitre 2

Les Réseaux Sociaux Géolocalisés (LBSNS)

2.1 Introduction

Avec I’évolution rapide des technologies de I’information et de la communication, une nouvelle
génération de réseaux sociaux a vu le jour : les réseaux sociaux géolocalisés, ou Location-Based Social
Networks (LBSNs). Ces réseaux permettent aux utilisateurs de partager leur position géographique en
temps réel et d’interagir avec des contenus et des personnes a proximité, générant ainsi des données

riches a double dimension : sociale et spatiale.

La diffusion croissante de ces réseaux, tels que Foursquare, Gowalla et Brightkite, a engendré d’im-
portants volumes de données portant sur la mobilité et les comportements des utilisateurs. Une fois
transformées en format transactionnel, ces données deviennent exploitables dans des taches d’analyse

approfondie, notamment dans le domaine de 1’extraction de connaissances.

Dans ce contexte, ce chapitre propose une étude structurée autour des LBSNs, abordant leur défi-
nition, leurs caractéristiques et leurs usages analytiques. Une attention particuliere est accordée a leur
intégration dans les systemes d’extraction des regles d’association a haute utilité, en lien avec les algo-
rithmes de représentation concise des données, contribuant ainsi a I’ atteinte des objectifs analytiques de

cette étude.
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2.2 Intégration des dimensions spatiale et sociale : Etude des

LLBSNs

Les réseaux sociaux basés sur la localisation ont transformé les dynamiques d’interaction numé-
rique. Les relations sociales ne se limitent plus a des connexions abstraites, mais sont désormais forte-
ment influencées par la position géographique. Scellato et al. [8] ont démontré que les lieux communs

fréquentés par les utilisateurs favorisent la création de liens sociaux.

Location-Based Social Networks

X .
I/;

FIGURE 2.1 — Modele de réseau social géolocalisé a deux couches (utilisateurs — lieux)

Users

2.3 Les LBSNs : définition et applications contemporaines

Les LBSNs permettent des interactions sociales contextuelles. Grace aux fonctionnalités de géolo-
calisation comme le “check-in”, ils sont utilisés dans la publicité ciblée, les recommandations de lieux et
la gestion des foules. Zheng et al. [9] ont démontré I’'impact des données GPS historiques sur I’efficacité

des systémes de recommandation.
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FIGURE 2.2 — Architecture générale d’un réseau social basé sur la localisation (LBSN)

2.3.1 Exemples de réseaux LBSNs : Gowalla, Foursquare et Brightkite

Foursquare a introduit le concept de check-ins et de recommandations sociales. Gowalla, avec une
approche ludique, proposait une collecte d’objets virtuels selon les lieux visités. Brightkite permettait le
partage de position en temps réel. Les données issues de ces réseaux ont été utilisées par Cho et al. [10]

pour analyser la relation entre mobilité et formation des liens sociaux.

2.4 Analyse des réseaux sociaux spatiaux : Du numérique au
data mining

Chaque interaction dans un LBSN peut étre modélisée comme une transaction. Bao et al. [11] ont
combiné préférences utilisateur et localisation dans un modele de recommandation, illustrant I’intérét

des LBSNs comme sources de données transactionnelles complexes.

2.5 Caractéristiques et exploitations analytiques des LBSNs

La centralité du lieu influence la structure des interactions sociales, dans la mesure ou certains lieux
— appelés points d’intérét (POI) — agissent comme des nceuds de haute centralité dans les réseaux
de mobilité. Ces lieux, en raison de leur accessibilité ou de leur popularité, facilitent les interactions et

peuvent étre considérés comme des hubs comportementaux.

11
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Les types de lieux (restaurants, écoles, transports, etc.), leur fréquence de visite et leur contexte
fonctionnel (travail, loisirs, santé) permettent une analyse comportementale fine, révélant des régularités
dans les habitudes individuelles et collectives. Ces éléments sont exploités pour segmenter les profils

utilisateurs, comprendre les dynamiques sociales, et anticiper les flux de déplacement.

Cho et al. [10] ont confirmé le role fondamental de la mobilité dans la dynamique des réseaux
sociaux, en mettant en lumiere I’effet de la proximité géographique sur la formation et I’intensité des

liens sociaux.

La figure 2.3 illustre un modele géosocial multilayer combinant les utilisateurs, le contenu et la

localisation, soulignant ainsi la complexité structurelle des LBSNs.
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FIGURE 2.3 — Modele géosocial multilayer : utilisateurs, contenu et emplacement

2.6 Approches analytiques autour des LBSNs

L’analyse des réseaux sociaux géolocalisés (LBSNs) ne se limite pas a une simple observation des
interactions sociales dans I’espace. Elle implique une variété d’ approches analytiques visant a modéliser,
prédire et comprendre les comportements des utilisateurs en fonction de leurs déplacements et de leurs
connexions sociales. Les sous-sections qui suivent présentent les principales perspectives développées

dans ce cadre.
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2.6.1 Vers une compréhension comportementale via les LBSNs

L’étude des routines de déplacement permet de prédire les comportements futurs en exploitant les
séquences temporelles et spatiales des check-ins. Ces routines peuvent étre modélisées via des chaines
de Markov, des modeles de prédiction séquentielle (RNN, LSTM), ou encore des modeles probabilistes

bayésiens.

Gao et al. [12] ont proposé un modele corrélant la position géographique et les relations sociales afin
d’anticiper les comportements futurs, tels que la probabilité qu’un utilisateur visite un lieu en fonction

de ceux fréquentés par ses amis.

2.6.2 Fondements théoriques et potentialités analytiques

Les LBSNs s’appuient sur les concepts de graphes hétérogenes, ou les sommets représentent des en-
tités diverses (utilisateurs, lieux, contenus) et les arétes, des relations spatio-sociales. Cette modélisation
permet d’appliquer des techniques de classification, de clustering (ex. : DBSCAN spatio-temporel), ou

d’analyse communautaire.

Liu et Lee [13] ont développé un modele hybride alliant classification statistique et analyse de
graphes pour explorer la structure multidimensionnelle des interactions dans un LBSN, montrant que

la prise en compte simultanée des dimensions spatiales et sociales améliore la précision des analyses.

2.6.3 LBSNs et fouille spatio-sociale : Défis méthodologiques et perspec-
tives

L’exploitation massive des données issues des LBSNs souleve plusieurs défis :

— Scalabilité : Le volume élevé de données géolocalisées requiert 1’utilisation de frameworks
distribués (ex. : Spark, Hadoop).

— Redondance et bruit : Les check-ins multiples dans un méme lieu peuvent biaiser les analyses.

— Vie privée : Les données de localisation soulévent des enjeux éthiques (tracabilité, anonymisa-

tion).

Zaki et al. [14] ont proposé des algorithmes de représentation concise, comme les itemsets fermés
fréquents, facilitant I’extraction de motifs pertinents a partir de transactions complexes tout en réduisant

le volume de sortie.
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2.7 Intégration des LBSNs dans le processus de fouille a haute
utilité

Les réseaux sociaux géolocalisés (LBSNs) ne représentent pas uniquement des plateformes d’in-
teraction sociale, mais également des sources riches de données exploitables dans des contextes ana-
lytiques avancés. Les check-ins, les itinéraires d’utilisateurs et les relations spatio-temporelles peuvent
étre convertis en transactions formelles : chaque transaction représente un utilisateur ou une session

temporelle, et chaque item représente un lieu visité ou une catégorie de lieu.

L attribution d’une valeur d’utilité a chaque item — comme la fréquence de visite, la durée moyenne
de séjour ou la dépense estimée — permet d’appliquer des algorithmes de fouille a haute utilité¢ (HUIM),

tels que HUCI-Miner, UP-Growth ou EFIM.

Ce type d’analyse permet de faire émerger des motifs a forte valeur ajoutée (par exemple, la com-
binaison de lieux régulierement visités par un segment spécifique d’utilisateurs), qui peuvent ensuite
étre utilisés dans des systemes de recommandation, des campagnes de géomarketing ou la planification

urbaine.

2.8 Conclusion

Dans ce chapitre, nous avons exploré les fondements des réseaux sociaux géolocalisés (LBSNs),
en définissant leur concept, leurs caractéristiques structurelles, ainsi que leurs principales applications
analytiques. Nous avons mis en évidence la double dimension — sociale et spatiale — qui distingue ces
réseaux des plateformes sociales traditionnelles, et qui en fait une source précieuse d’information contex-

tuelle.

L’analyse des LBSNs permet de modéliser des comportements humains complexes, en tenant compte
a la fois des interactions sociales et des dynamiques géographiques. Cette structure hybride offre des op-
portunités prometteuses en matiere d’extraction de connaissances, notamment dans les contextes ol la

localisation joue un rdle stratégique.

Ainsi, les LBSNs se positionnent comme des environnements riches et pertinents pour I’analyse
avancée des données, grace a leur capacité a refléter des réalités comportementales ancrées dans 1’espace

et la société.
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Chapitre 3

High Utility Itemset Mining HUM

3.1 Introduction

Les approches classiques d’extraction de motifs fréquents, bien qu’utiles dans de nombreux contextes,
présentent des limites importantes lorsqu’il s’agit d’évaluer la valeur réelle des items impliqués dans les
transactions. En effet, le critere de fréquence ne suffit pas a capturer I’importance stratégique ou écono-

mique d’un item dans des environnements ou la rentabilité est une priorité.

C’est dans cette optique qu’est apparue la fouille des motifs a haute utilité (High Utility Itemset Mi-
ning - HUIM). Cette approche vise a identifier les ensembles d’items dont I’impact global est significatif
selon une métrique d’utilité définie, souvent en fonction de la quantité et du profit unitaire. Contraire-
ment aux techniques traditionnelles, HUIM permet donc une analyse plus fine, orientée valeur, en ligne

avec les exigences des applications réelles.

Ce chapitre est consacré a la présentation des fondements du HUIM. Nous y abordons d’abord les
concepts préliminaires li€s a la fouille des itemsets fréquents, avant de mettre en lumiere les insuffi-
sances qui ont conduit a I’émergence du paradigme HUIM. Ensuite, nous détaillons les notions clés
associées a cette nouvelle approche, telles que 1’utilité transactionnelle, le seuil minUtil, ou encore le

TWU (Transaction Weighted Utility).

Enfin, une attention particuliére est portée aux représentations concises des motifs a haute utilité,
qui permettent de réduire la redondance des résultats extraits tout en conservant leur valeur analytique.
L’ensemble de ces éléments constitue une base théorique solide pour la suite du mémoire, qui portera

sur la mise en ceuvre expérimentale et I’analyse comparative de différentes stratégies de fouille.
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3.2 Frequent Itemset Mining(FIM)

Selon Agrawal et Srikant (1994), I’extraction d’ensembles d’items fréquents (Frequent Itemset Mi-
ning) est une tache visant a identifier les groupes d’éléments apparaissant fréquemment ensemble dans
une base de données transactionnelle, avec un taux de support supérieur a un seuil prédéfini. Cette tech-
nique permet de découvrir des relations cachées et des motifs récurrents entre les éléments au sein de
grands ensembles de données. Elle est applicable dans divers domaines tels que 1’analyse du compor-
tement, la détection de fraudes, les systeémes de recommandation, ou encore I’aide a la décision. L’ ob-
jectif est d’améliorer la compréhension des structures internes des données et de faciliter I’extraction de
connaissances. FIM constitue une étape essentielle dans la génération de régles d’association et dans de

nombreuses applications du data mining.[15]

3.3 Notions de base du FIM

Pour aborder le FIM, il est essentiel de définir ses concepts fondamentaux :

3.3.1 Bases de données transactionnelles

Une base de données transactionnelle regroupe un ensemble de transactions, chacune représentant
une collection d’items achetés ou associés simultanément. Chaque transaction peut €tre vue comme une
instance indépendante permettant d’analyser la co-occurrence des items. Ces bases sont fondamentales

pour les méthodes d’extraction des motifs fréquents dans les données. [16]

TID | Transaction
T1 a,c,d

T2 b,c, e

T3 a,b,c, e

T4 | b,e

T5 a,b,ce

TABLE 3.1 — Domaines d’application du Data Mining

3.3.2 Item (Elément)

Un item est une entité indivisible représentée dans une base de données transactionnelle.Par Exemple :

Dans une base de données d’achats, « lait », « pain » ou « fromage » sont des items.[17]
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3.3.3 Itemset (Ensemble d’items)

Un itemset est un ensemble non vide d’items. Il représente un groupe d’éléments co-présents dans

une transaction.par Exemple : pain, fromage, beurre est un itemset contenant trois éléments.[17]

3.3.4 Frequent Itemset (Ensemble d’items fréquent)

Un ensemble d’items fréquent est un groupe d’éléments apparaissant conjointement dans un nombre
important de transactions d’une base de données. Il est qualifié de fréquent lorsque sa fréquence (sup-
port) dépasse un seuil minimal prédéfini. Ce concept est central dans les taches de fouille d’associations

pour révéler des corrélations significatives entre les données.[16]

3.3.5 Mesure de support (Support)

Le support est une mesure qui quantifie la fréquence d’apparition d’un itemset dans une base de
données transactionnelle. Il permet de déterminer si un motif est suffisamment représentatif pour &tre

considéré comme pertinent dans 1’analyse.[17]

3.3.6 Défis de I’extraction des ensembles d’items fréquents

3.3.6.1 Taille de I’espace de recherche

Le nombre possible d’ensembles d’items dans une base contenant m items est 2 — 1, ce qui en-

gendre une complexité exponentielle méme pour de petites bases.[17]
3.3.6.2 Surabondance des motifs

Les algorithmes de FIM génerent souvent trop de motifs, dont plusieurs sont redondants, rendant
I’analyse difficile.[17]
3.3.6.3 Limites du support

Le support ne reflete pas toujours I’intérét réel des items, ce qui peut entrainer la perte de motifs
significatifs mais rares.[17]

3.3.6.4 Données complexes et évolutives

Les données incertaines ou en évolution posent des défis que les méthodes classiques peinent a gérer

efficacement.[17]
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3.3.7 Algorithmes d’extraction des items fréquents

Afin de réaliser une extraction efficace des ensembles d’items fréquents, il est primordial de conce-
voir des approches capables d’éviter 1I’énumération exhaustive de toutes les combinaisons possibles.
Pour cela, les algorithmes doivent manipuler les ensembles d’items de maniere optimisée. Plusieurs
méthodes performantes ont ainsi vu le jour, notamment Apriori, FP-Growth, Eclat et LCM. Ces algo-
rithmes, bien qu’ils produisent les mémes résultats attendus a partir des mémes données en entrée, se

distinguent principalement par les techniques employées ainsi que les structures de données adoptées

afin d’améliorer I’efficacité du processus de découverte [17] .

Algorithme | Type de recherche Représentation de la BD

Apriori Recherche en largeur Horizontal (Transactions brutes)
AprioriTID | Recherche en largeur Vertical (TID-lists)

FP-Growth | Recherche en profondeur | Horizontal (FP-Tree)

Eclat Recherche en profondeur | Vertical (TID-lists)

dEclat Recherche en profondeur | Vertical (Diffsets)

Relim Recherche en profondeur | Horizontal (Base réduite dynamiquement)
H-Mine Recherche en profondeur | Horizontal (H-Struct)

LCMFreq Recherche en profondeur | Horizontal (Transactions compressées)
PrePost Recherche en profondeur | Vertical (N-lists)

PrePost+ Recherche en profondeur | Vertical (N-lists optimisées)

FIN Recherche en profondeur | Vertical (N-lists)

DFIN Recherche en profondeur | Vertical (Diff-N-lists)

NegFIN Recherche en profondeur | Vertical (N-lists avec négation)

TABLE 3.2 — Algorithmes d’extraction des ensembles d’items fréquents

3.3.8 Stratégies de recherche dans I’extraction des itemsets fréquents

Pour extraire efficacement les ensembles d’items fréquents a partir d’une base de données tran-
sactionnelle, les algorithmes utilisent principalement deux stratégies de recherche dans 1’espace des

solutions :

Recherche en largeur (Breadth-First Search) La recherche en largeur consiste a explorer I’es-
pace des itemsets par niveau de taille croissante. L’ algorithme commence par examiner tous les item-
sets de taille 1, puis ceux de taille 2, et ainsi de suite jusqu’a atteindre les ensembles de taille maximale.
Cette approche permet de réduire le nombre de candidats grice a des propriétés anti-monotones,
comme la propriété Apriori. Généralement, elle utilise des structures de type arbre de hachage (Hash

Tree) pour accélérer le comptage de support.[18]
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Exemple : L algorithme Apriori est un exemple classique de cette stratégie. Il génére tous les can-

didats de taille k a partir de ceux de taille kK — 1, puis les évalue un a un.

Recherche en profondeur (Depth-First Search) La recherche en profondeur explore 1’espace
des itemsets en suivant une stratégie récursive : elle commence par un itemset de taille 1, puis y ajoute
progressivement d’autres items pour former des ensembles plus grands, avant de revenir en arriere (back-
tracking). Cette stratégie est plus économe en mémoire car elle n’a pas besoin de stocker tous les can-
didats simultanément.[19] Exemples :
— FP-Growth : construit un arbre compact (FP-Tree) et applique une exploration récursive basée
sur les sous-bases conditionnelles.[19]
— Eclat : utilise I’intersection des identifiants de transactions (TID) et explore les itemsets selon
une approche DFS.[19]
— LCM : méthode efficace pour extraire les itemsets fermés fréquents, également fondée sur la

recherche en profondeur.[19]

3.3.9 Représentation de la base de données

La représentation de la base de données joue un rdle crucial dans ’efficacité des algorithmes d’ex-

traction des itemsets fréquents. Deux approches principales sont utilisées :

— Représentation horizontale : dans cette approche, la base de données est considérée comme
une liste de transactions, ol chaque transaction contient un ensemble d’items. Cette méthode est
simple et intuitive, mais elle peut devenir inefficace lorsque le nombre de transactions est tres
élevé.[17]

— Représentation verticale : chaque item est associé a une liste des identifiants des transactions
(TID) dans lesquelles il apparait, appelée tidset. Cette représentation facilite le calcul des inter-
sections nécessaires pour I’extraction des motifs fréquents, ce qui peut améliorer la performance

de certains algorithmes.[17]

Le choix entre ces deux représentations dépend du contexte d’application et des caractéristiques des

données.

3.3.10 Génération des ensembles d’items fréquents

La génération des ensembles d’items fréquents est une étape essentielle dans 1’extraction de motifs

a partir de bases de données transactionnelles. Elle consiste a identifier les combinaisons d’items qui
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apparaissent fréquemment ensemble dans les transactions. Cette tache repose généralement sur une me-
sure de support, qui indique la fréquence d’apparition d’un ensemble d’items.Deux stratégies principales

sont utilisées :

— Approche ascendante (bottom-up) : utilisée dans des algorithmes comme Apriori, elle com-
mence par les itemsets de taille 1 et génere progressivement des itemsets plus grands en combi-
nant les plus petits.[17]

— Approche descendante (top-down) : elle explore les itemsets les plus grands en premier, sou-

vent utilisée dans des contextes spécifiques ol les grands itemsets sont connus ou ciblés.[17]

L efficacité de cette génération dépend largement des structures de données et des heuristiques utili-

sées pour éviter la génération de candidats inutiles.

3.3.11 Limitations de I’extraction des ensembles fréquents

L’extraction des ensembles fréquents (Frequent Itemset Mining - FIM) présente plusieurs limitations

importantes :

1. Explosion combinatoire : Lorsque le nombre d’items augmente ou que le seuil de support
minimal est réduit, le nombre d’ensembles candidats croit de maniere exponentielle, ce qui
entraine une consommation importante de temps et de mémoire.[17]

2. Résultats excessifs ou peu utiles : Des milliers voire des millions d’ensembles fréquents peuvent
étre extraits, rendant leur interprétation et leur exploitation difficiles dans la pratique.[17]

3. Ignorance de ’utilité : La plupart des algorithmes FIM se basent uniquement sur la fréquence
d’apparition, sans prendre en compte 1’utilité, le profit ou I’importance relative des items.[17]

4. Incapacité a détecter les relations négatives : Les algorithmes classiques ne révelent généra-
lement que les corrélations positives, négligeant les relations négatives ot la présence d’un item
implique I’absence d’un autre.[17]

5. Seuil de support arbitraire : Le choix d’un seuil de support adéquat est difficile. Un seuil trop
élevé peut ignorer des motifs intéressants, tandis qu’un seuil trop bas génere un grand nombre
de motifs inutiles.[17]

6. Manque de prise en compte du contexte : Les algorithmes traditionnels ne considerent pas
des facteurs contextuels tels que le temps, le lieu ou le profil de I'utilisateur, ce qui limite la

pertinence des motifs extraits.[ 7]
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3.4 High Utility Itemset Mining HUIM

3.4.1 Extraction des ensembles d’items a haute utilité (HUIM)

L’extraction des ensembles d’items a haute utilité (High Utility Itemset Mining - HUIM) est un do-
maine de recherche émergent en fouille de données qui vise a identifier des ensembles d’items ayant une
grande importance, souvent mesurée en termes de profit, quantité ou autre valeur utilisateur. Contraire-
ment a I’extraction traditionnelle d’ensembles fréquents, HUIM ne se limite pas a la fréquence d’appa-
rition mais prend en compte I’utilité associée a chaque item, ce qui permet d’extraire des motifs plus

significatifs pour la prise de décision.

Selon Fournier-Viger et al. (2019), HUIM a été introduit pour répondre aux limites de la fouille
d’ensembles fréquents, notamment 1’incapacité a détecter les motifs peu fréquents mais a forte valeur
ajoutée. Ce paradigme est largement applicable dans les domaines commerciaux, comme I’analyse des

paniers d’achat, la recommandation de produits ou la gestion des stocks.[17]

3.4.2 Notions de base du HUIM

3.4.2.1 Base de données transactionnelle

Une base de données transactionnelle est un ensemble de transactions, ou chaque transaction est un
ensemble d’items associés a des quantités. Chaque transaction possede un identifiant unique appelé TID

(Transaction ID).

TID | Items de la transaction

T1 | A(2), B(1), C(1)
T2 | A(1), C(3)
T3 | B(2), D(1)

3.4.2.2 Identifiant de transaction (TID)

Le TID est utilisé pour identifier chaque transaction de manicre unique. Il est essentiel dans les

structures comme utility-list pour suivre les contributions des transactions a 1’utilité des itemsets.[ 7]

3.4.2.3 Profit unitaire

Chaque item est associé a un profit unitaire (unit profit), c’est-a-dire la valeur gagnée pour chaque

unité vendue. Cette valeur est fixe et donnée en amont.[17]
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Item | Profit unitaire
A 5
B 2
C 1
D 3

3.4.2.4 Utilité d’un item dans une transaction

Elle est calculée par :

u(i,T) = profit unitaire(i) x quantité(i, T')

Par exemple : u(A,T1) =5 x2 = 10.

3.4.2.5 Utilité d’une transaction (TU)

L utilité totale d’une transaction est la somme des utilités de tous les items qu’elle contient :

TU(T) =Y u(i,T)

ieT

Exemple pour T1 : TU(T1) = u(A,T1)+u(B,T1)+u(C,T1)=10+2+1=13.

3.4.2.6 Transaction-Weighted Utilization (TWU)

Le TWU d’un ensemble d’items X est la somme des utilités des transactions contenant X :

TWU(X)= ) TU(T)
TOX

Le TWU est utilisé pour estimer rapidement si un ensemble peut atteindre le seuil d’utilité minimal.[17]

3.4.2.7 Ensemble a haute utilité (High Utility Itemset)

Un ensemble d’items X est dit a haute utilité s’il vérifie :
u(X) > minUtil
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ol u(X) est la somme de ses utilités dans toutes les transactions.[17]

3.4.2.8 Propriétés importantes

— Propriété descendante du TWU : si TWU(X) < minUtil, alors aucun super-ensemble de X ne
peut &tre a haute utilité.[17]
— Pas de propriété anti-monotone stricte pour I’utilité réelle : contrairement au support, 1’ utilité

d’un itemset peut étre supérieure a celle de ses sous-ensembles.[17]

3.4.3 Algorithmes pour I’extraction des ensembles d’items a haute utilité

L’extraction des ensembles d’items a haute utilité (HUIs) vise a identifier les motifs les plus rentables
dans les bases de données transactionnelles contenant des informations de profit. Plusieurs algorithmes
ont été proposés dans la littérature pour cette tiche, en fonction de la stratégie de recherche adoptée
(profondeur ou largeur), de la représentation des données (horizontale ou verticale), et du nombre de

phases utilisées.

Algorithme Type de recherche | Nb de phases | Représentation de la base | Extensions

EFIM (Zida et al., 2015) Depth-first 1 Verticale (Utility-list) Optimisations par projection et tri
FHM (Fournier-Viger et al., 2014) Depth-first 1 Verticale (Utility-list) Pruning avec EUCP
HUI-Miner (Liu & Qu, 2012) Depth-first 1 Verticale (Utility-list) Aucune

HUP-Miner (Krishnamoorthy, 2014) Breadth-first 2 Horizontale Extension d’THUP
mHUIMiner (Peng et al., 2017) Depth-first 1 Verticale Optimisation mémoire

UFH (Dawar et al., 2017) Breadth-first 2 Horizontale Gestion efficace de TWU
HMiner (Krishnamoorthy, 2017) Depth-first 1 Verticale Amélioration de HUI-Miner
ULB-Miner (Duong et al., 2018) Breadth-first 2 Horizontale Utilisation des listes binaires
IHUP (Ahmed et al., 2009) Breadth-first 2 Horizontale (IHUP-tree) Base des autres algorithmes
Two-Phase (Liu et al., 2005) Breadth-first 2 Horizontale TWU-based pruning
UP-Growth (Tseng et al., 20a) Breadth-first 2 Horizontale (UP-tree) Stratégies de réduction
UP-Growth+ (Tseng et al., 2013) Breadth-first 2 Horizontale (UP-tree) Version optimisée

UP-Hist (Dawar et al., 2015) Breadth-first 2 Horizontale Pruning par histogrammes
d2HUP (Liu et al., 2012) Depth-first 1 Horizontale Double pruning heuristique
FHIM (Sahoo et al., 2015) Depth-first 1 Verticale Optimisation par compression

TABLE 3.3 — Résumé des algorithmes pour I’extraction des HUIs

3.4.4 Limitations du High Utility Itemset Mining (HUIM)

Le High Utility Itemset Mining (HUIM) est une tache puissante mais extrémement complexe, en

raison principalement de la taille massive de I’espace de recherche. Selon Fournier-Viger et al. (2017) :
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"The number of possible itemsets can be very large. For example, if a retail store has 10,000
items on its shelves (m = 10,000), the utilities of 2°10,000 1 possible itemsets should be

calculated, which is unmanageable using the naive approach.”

[17]

Cela montre que la taille exponentielle de I’espace de recherche constitue 1’un des plus grands défis
du HUIM, méme pour des bases de données relativement petites. Cette caractéristique entraine une

consommation mémoire élevée et un temps de traitement conséquent.

Pour faire face a ces limitations, plusieurs algorithmes ont été développés en s’appuyant sur des tech-
niques de réduction de 1’espace de recherche. Parmi celles-ci, I’utilisation de Représentations concises
s’est révélée particulierement efficace. Ces représentations permettent de diminuer le nombre de motifs
extraits, tout en conservant leur pertinence, ce qui améliore considérablement les performances globales

des algorithmes.

3.5 Représentations concises des ensembles d’items a haute
utilité

Les représentations concises visent a réduire le nombre d’ensembles d’items & haute utilité (HUIs)
extraits, tout en conservant I’'information essentielle. Elles permettent une analyse plus efficace et une
meilleure compréhension des motifs pertinents. Les principales représentations concises sont les sui-

vantes :

— Ensembles fermés a haute utilité (CHUISs) : Un ensemble d’items X est un CHUI s’il n’existe

aucun ensemble Y tel que X C Y, Y € HUIs et sup(X) = sup(Y). Formellement :
CHUIs={X € HUIs |Y € HUIs: X CY Asup(X) =sup(Y)}

Les CHUIs permettent de réduire la redondance des motifs extraits. De plus, en stockant des in-
formations supplémentaires sur la structure des CHUIS, il est possible de reconstruire I’ensemble
complet des HUIs sans re-scanner la base de données.[17]

— Ensembles maximaux a haute utilit¢ (MHUIS) : Un ensemble d’items X est un MHUI s’il

n’existe aucun ensemble Y tel que X C Y et Y € HUIs. Formellement :

MHUIs = {X e HUIs|Y e HUIs: X C Y}
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Les MHUISs représentent les ensembles les plus larges a haute utilité. Bien qu’ils réduisent consi-
dérablement le nombre de motifs, ils ne permettent pas de reconstruire 1’ensemble complet des
HUISs, car certaines informations peuvent étre perdues.[17]

— Générateurs a haute utilité (GHUISs) : Un ensemble d’items X est un GHUI s’il satisfait deux

conditions :

1. Il n’existe aucun ensemble ¥ C X tel que sup(X) = sup(Y).

2. Il existe un ensemble Z D X tel que u(Z) > minutil.

Formellement :

GHUIs={X |Y C X :sup(X) =sup(Y)AN3Z D X : u(Z) > minutil }

Les GHUISs représentent les plus petits ensembles d’items communs a des transactions contenant
des ensembles a haute utilité. Ils sont particulierement utiles pour des applications telles que la
classification ou la compression des données.[ 7]

— Ensembles minimaux a haute utilité (MinHUISs) : Un ensemble d’items X est un MinHUI si
u(X) > minutil et qu’aucun de ses sous-ensembles ¥ C X ne satisfait u(Y) > minutil. Formel-
lement :

MinHUIs = {X | u(X) > minutil \Y C X : u(Y) > minutil }

Les MinHUISs identifient les plus petits ensembles d’items générant une utilité élevée. Ils sont
particulierement intéressants pour des applications marketing, car ils permettent de cibler des

combinaisons de produits simples mais rentables.[17]

Algorithmes pour I’extraction des représentations concises :

L’extraction des représentations concises des ensembles d’items a haute utilité permet de résumer
I’information utile tout en évitant la redondance. Plusieurs types de représentations ont été présentés

précédemment, tels que les ensembles fermés, maximaux, minimaux et les générateurs.

Afin d’identifier ces formes compactes de maniere efficace, divers algorithmes ont été proposés dans
la littérature. Le tableau suivant offre un apercu organisé de ces algorithmes, en les classant selon le
type de représentation qu’ils visent. Ces méthodes permettent généralement une extraction plus rapide
et plus concise que la découverte de I’ensemble complet des itemsets a haute utilité, tout en conservant

une richesse informative suffisante pour de nombreuses applications analytiques.
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Algorithme Type de recherche Nb de phases | Représentation de la base | Extensions
CHUD (20a/2015) HUIs fermés 2 Utility-lists CHUD
HUG-Miner (2014) Générateurs HUIs 2 Transactions transformées | HUCI-Miner
GHUI-Miner (2014) Générateurs HUIs 1 Base projetée -
CHUI-Miner (2015) HUTIs fermés 2 Utility-lists CHUI-Miner
HUCI-Miner (2015) HUISs fermés + générateurs 2 Utility-lists croisées HUCI-Miner
MinFHM (2016) HUIs minimaux 2 Utility-lists améliorées Pruning
EFIM-Closed (2016) HUIs fermés 2 Utility-lists EFIM
CLS-Miner (2019) HUISs fermés 2 Utility-lists compressées CLS-Miner
HMiner_Closed (2019) HUTIs fermés 1 Utility-lists HMiner
CHUI-Miner Max (2019) HUIs maximaux 2 Utility-lists CHUI-Miner Max

TABLE 3.4 — Résumé des algorithmes pour I’extraction des représentations concises des HUIs

3.6 Définition des regles d’association

Les regles d’association désignent des implications de la forme X = Y entre deux ensembles d’items

dans une base de données transactionnelle. Introduites par Agrawal et Srikant (1994), elles permettent
d’identifier des cooccurrences fréquentes entre les items, dans le but de révéler des relations intéressantes
ou significatives. Le processus de génération repose principalement sur deux étapes :

— D’extraction des ensembles d’items fréquents a 1’aide d’un seuil minimal de support,

— puis la construction de régles satisfaisant un seuil de confiance donné.
Ces regles ont été largement utilisées dans des domaines comme le commerce électronique ou les sys-

temes de recommandation [15].

3.6.0.1 Regles d’association basées sur la fréquence

Les approches basées sur la fréquence s’appuient sur I’identification des cooccurrences fréquentes
entre les items dans une base de données transactionnelle. Elles reposent sur des mesures telles que le

support et la confiance pour extraire des régles significatives [15].

Concepts fondamentaux
— Support : Le support désigne la fréquence a laquelle un ensemble d’éléments X UY apparait

dans la base de données. Il se calcule par la formule :

teD: XUY Ct
Support(X = Y) = i€ D) S
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— Confiance (Confidence) : La confiance mesure la probabilité que Y soit présent dans une tran-

saction contenant déja X. Elle est exprimée par :

S rt(XuY
Confiance(X = Y) = usplij;o(rt(X))

[15]

— Lift : Le lift évalue I'indépendance statistique entre X et ¥, en comparant la confiance avec le

support de Y. Il est donné par :

, _ Confiance(X =Y)  P(XUY)
LiftX = ¥) = =g opont(¥)  ~ P(X)-P(Y)

Algorithmes d’extraction des motifs fréquents

— Apriori : Il s’agit d’un algorithme proposé par Agrawal et Srikant en 1994 pour découvrir
des itemsets fréquents et générer des regles d’association dans de grandes bases de données. 1l
fonctionne de maniere itérative en explorant les ensembles d’items de taille croissante, tout en
éliminant les combinaisons non fréquentes a 1’aide de la propriété Apriori (tout sous-ensemble
d’un itemset fréquent est lui-méme fréquent) [15].

— FP-Growth : Proposé par Han, Pei et Yin en 2000, cet algorithme vise a extraire des mo-
tifs fréquents sans générer de candidats. Il repose sur une structure compacte appelée FP-tree,
construite a partir de la base de données compressée. En explorant cette structure, FP-Growth

permet une recherche plus rapide et plus efficace, notamment dans les bases volumineuses [20].

3.6.0.2 Regles d’association a utilité élevée

Contrairement aux régles d’association traditionnelles qui s’appuient uniquement sur la fréquence
des items, les regles d’association a utilité élevée prennent en compte la valeur ou le profit associé
a chaque item. Cette approche permet de découvrir des regles plus pertinentes dans les contextes ol
les items n’ont pas tous la méme importance. Selon Fournier-Viger et al. (2019), I’extraction de tels
motifs vise a identifier des ensembles d’items générant une utilité globale élevée, tout en respectant des

contraintes comme le support minimal ou la confiance [17].

Concepts fondamentaux
— Utilité d’un item : dans le High Utility Itemset Mining (HUIM), I’ utilité représente une mesure

numérique indiquant la valeur ou I’importance d’un item dans une transaction. Elle est calculée
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comme le produit entre la quantité de 1’item dans la transaction et sa valeur unitaire (ex. profit) :

u(i,t) = q(i,t) x p(i)

ot ¢(i,t) est la quantité de i dans la transaction ¢, et p(i) est sa valeur unitaire.
— Utilité d’un itemset : 1’utilité d’un itemset X dans une transaction ¢ est la somme des utilités

des items qui le composent :

u(X,0) =Y u(i,r)

ieX
L’ utilité totale d’un itemset X dans la base de données D est la somme de ses utilités dans toutes
les transactions contenant X :

ulX)= Z u(X,t)
teDAXCt

[17]

— Seuil d’utilité minimale (minUtil) : il s’agit d’une valeur fixée par I’utilisateur qui permet de
déterminer si un itemset ou une regle posséde une utilité suffisante pour &tre considéré comme
intéressant. Un itemset est dit a utilité élevée si son utilité totale dépasse ce seuil.[17]

— Regle d’association a utilité élevée (HUAR) : une régle de la forme X = Y est considérée
comme a utilité élevée si elle satisfait simultanément trois critéres : un support minimal, une
confiance minimale, et une utilité totale supérieure a un seuil fixé (minUtil). Ce type de régle

permet d’identifier des relations a la fois fréquentes et économiquement significatives . [17]

3.7 Application concrete des méthodes HUIM sur les don-
nées de Gowalla

Les concepts et techniques présentés dans ce chapitre ne sont pas uniquement d’ordre théorique. Ils
constituent les fondements méthodologiques de I’application concrete développée dans le cadre de ce

travail de recherche, portant sur les données issues du réseau social géolocalisé Gowalla.

Ces données, une fois prétraitées et transformées en un format transactionnel, seront exploitées par
des algorithmes d’extraction de motifs a haute utilité, notamment HUCI-Miner et HGB. L’ objectif est
d’extraire des régles d’association présentant une forte valeur contextuelle, en tirant parti de la structure

spatiale et sociale des interactions au sein de Gowalla.

Cette étude de cas servira ainsi a illustrer la pertinence pratique des méthodes abordées, tout en

démontrant leur efficacité dans I’analyse de données géolocalisées a forte valeur ajoutée.
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3.8 Conclusion

Dans ce chapitre, nous avons exploré les fondements de la fouille des ensembles d’items a haute
utilité (HUIM), en présentant ses concepts clés, ainsi que les mesures associées telles que 1’utilité tran-
sactionnelle et le seuil minimal d’utilité (minUtil). Nous avons également comparé cette approche aux
méthodes classiques de fouille d’itemsets fréquents (FIM), en mettant en évidence leurs limites dans des

contextes ou la fréquence seule ne suffit pas a évaluer I'importance des éléments.

Ce cadre théorique met en lumiere 1’intérét des techniques HUIM dans I’extraction de connaissances
a forte valeur ajoutée, et prépare la transition vers I’expérimentation sur des données réelles issues du

réseau géolocalisé Gowalla. .

Nous avons également mis en évidence les limites des approches traditionnelles et la nécessité d’in-
tégrer des parametres de valeur ou d’utilité dans les processus d’extraction de connaissances. Les mé-
thodes HUIM permettent ainsi de découvrir des regles plus pertinentes dans les contextes ol la simple

fréquence des items ne suffit pas a refléter leur importance.

Cette base conceptuelle, articulée autour des principes du HUIM, prépare ainsi la transition vers
I’expérimentation. Dans ce qui suit, nous mettrons en ceuvre ces approches sur les données issues du

réseau Gowalla, afin de valider leur pertinence dans un contexte réel d’analyse géolocalisée.
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Chapitre 4

Réalisation & Interprétation

4.1 Introduction

Apres avoir défini les fondements théoriques de I’extraction des regles d’association a haute utilité,
et examiné les différentes représentations concises ainsi que ’intérét analytique des réseaux sociaux

géolocalisés, ce chapitre marque le passage a la phase pratique du travail.

Il présente la mise en ceuvre expérimentale des algorithmes sélectionnés, a savoir HUCI-Miner
pour I’extraction des itemsets fermés a haute utilité, et HGB pour la génération de régles d’association
pertinentes et non redondantes. L’expérimentation est réalisée sur un jeu de données réel, issu de la
plateforme géo-sociale Gowalla, transformé préalablement en un format transactionnel adapté a I’outil

SPMF.

Ce chapitre décrit en détail les étapes suivies : depuis la phase de prétraitement des données jusqu’a
I’exécution des algorithmes, en passant par la construction des structures d’utilité et la configuration des
parametres d’entrée. Il comprend également 1’analyse des résultats obtenus, a travers des représentations
graphiques et des tableaux comparatifs, afin d’évaluer la qualité, la compacité et la pertinence des motifs

extraits.

L’ objectif est d’apprécier concrétement I’efficacité des méthodes proposées dans un environnement
réel, et de mettre en évidence 1’apport des approches fondées sur 1’utilité et la représentation concise

dans les taches de fouille de données transactionnelles.
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4.2 Présentation des outils de développement

L
4.2.1 Eclipse &

Eclipse est une plateforme de développement libre utilisée dans divers projets open source, notam-
ment pour le développement en Java. Une étude a analysé les contributions au code source de plusieurs
projets au sein de la fondation Eclipse, montrant I’importance de sa communauté et son architecture

modulaire. [21]

4.2.2 Langages de programmation : Java et Python

4.2.2.1 Java

Java est un langage de programmation orienté objet, robuste et indépendant de la plateforme grace
a la machine virtuelle Java (JVM). Il est largement utilisé pour les applications d’entreprise, le dévelop-

pement mobile (Android), et les systémes embarqués.[22]

A

4.2.3 Python

Python est un langage de programmation interprété, de haut niveau et a la syntaxe claire. Il est tres
utilisé dans le domaine scientifique, I’analyse de données, I’intelligence artificielle, le développement

web, et ’automatisation.[23]

4.2.4 Visual Studio ﬁ

Visual Studio est un environnement de développement intégré (IDE) développé par Microsoft. Il
prend en charge plusieurs langages comme C++, C#, Python, et JavaScript. Il est apprécié pour son

éditeur intelligent, ses outils de débogage, et son intégration avec Git.[24]

®c)
4.2.5 SPMF (Sequential Pattern Mining Framework) JU UJ—“—JJ

La bibliotheque SPMF (Sequential Pattern Mining Framework) est une plateforme open source dé-
veloppée en Java, spécialisée dans I’extraction de motifs a partir de divers types de données. Elle offre
un large éventail d’algorithmes pour la fouille de motifs séquentiels, les itemsets fréquents, les motifs a

haute utilité, les regles d’association, les séries temporelles, le clustering et la classification.
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Avec plus de 250 algorithmes implémentés, SPMF constitue un outil incontournable pour les cher-
cheurs et praticiens dans le domaine du Data Mining. Grice a son architecture modulaire, elle peut
étre intégrée facilement dans des projets Java ou utilisée indépendamment via une interface graphique

conviviale ou en ligne de commande.[25]

Introduction

SPMF is an open-source software and data mining library written in Java, specialized in pattern mining (the discovery of patterns in data)
It is distributed under the GPL v3 license
Tt offers implementations of 262 data mining algorithms for:

Iatroduction o association rule mining,
o itemset mining,

Algorithms * sequential pattern

«  sequential rule mining,

Download
s sequence prediction,

Somemeaation «  periodic pattern mining,
«  episode mining

Datasets o high-utility pattern mining,

o time-series mining.

FAQ

«  clustering and classification,
. «  data processing and visualization
Contribtars SPMF can be used as a standalone program with a simple user interface or from the command line.

Citations Moreover, the source code of each algorithm can be easily integrated in other Java software.

o Recides it b1 L SDME S oy | Teléchargements | b

FIGURE 4.1 — Présentation de 1’environnement de SPMF

war SPMF v2.59 - X

T

Choose an algorithm:

DK

TKG
TSEQMINER

- HIGH-UTILITY PATTERN MINING -
CHUD
CHUI-Miner
CHUIMineriax
CLHMiner
CLSMiner
D2HUP
EFIM
EFIM-Closed
EHAUPM
FCHM_allconfidence

FCHM_bond
FEACP

FHIM

FHM
FHH(float)
FH+
FHMDS

[

FIGURE 4.2 — Interface graphique de la bibliotheque SPMF

4.3 DP’architecture générale de la méthodologie

La méthodologie adoptée dans ce travail repose sur une approche progressive et structurée, visant
I’extraction de regles d’association a haute utilité a partir d’'une base de données transactionnelle réelle.

Cette approche integre 1’utilisation successive de deux algorithmes complémentaires : HUCI-Miner,
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pour I’identification des itemsets fermés a haute utilité, et HGB, pour la génération de regles d’associa-

tion non redondantes.
Larchitecture générale de la démarche se décline en six étapes principales :
beginenumerate

Prétraitement des données : Cette étape commence par I’importation de la base de données Gowalla.
Elle consiste a nettoyer et réorganiser les données, puis a leur ajouter un nouvel attribut. Ensuite, les
données sont exportées sous forme d’un fichier CSV compatible avec le format SPMF. Un script de

transformation est appliqué pour convertir la base en un format transactionnel, prét pour 1’analyse.

Attribution d’utilité : Une fois la base transactionnelle générée, une valeur d’utilité est attribuée a
chaque item dans chaque transaction. Cette utilité quantitative constitue une étape préparatoire essen-

tielle pour la suite du processus.

Extraction des itemsets a haute utilité (HUIs) : L’algorithme HUCI-Miner, implémenté en Java, est
appliqué sur la base transactionnelle enrichie. Il permet d’extraire les ensembles d’items dont 1’utilité

dépasse un seuil minimal (minUtil).

Identification des itemsets fermés a haute utilité (HUCI) : L’algorithme HUCI-Miner effectue éga-
lement une étape de filtrage permettant de ne conserver que les itemsets fermés, ¢’est-a-dire ceux qui ne
peuvent étre étendus sans perte de spécificité. Cette opération permet de réduire la redondance dans les

résultats.

Génération de regles d’association a haute utilité : L’algorithme HGB, également implémenté en
Java, est utilisé pour générer des regles d’association a partir des HUCI extraits. Ces regles se distinguent

par leur pertinence, leur utilité, et leur non-redondance.

Analyse et évaluation des résultats : Les regles générées sont ensuite analysées selon plusieurs cri-
teres : quantité, compacité, et qualité informative. Cette étape permet également d’évaluer les perfor-

mances globales des algorithmes HUCI-Miner et HGB appliqués sur des données massives.
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FIGURE 4.3 — L’architecture générale de la méthodologie

4.4 Base de Données Gowalla

4.4.1 Présentation de la Base de Données Gowalla

La base de données Gowalla provient d’un réseau social géolocalisé, largement utilisé dans
la recherche pour I’analyse des comportements des utilisateurs dans 1’espace et le temps. Ces
données ont été publiées par le Stanford Network Analysis Project (SNAP) et décrites en détail
dans I’étude de Cho et al. [26], qui constitue une référence dans le domaine des réseaux sociaux

géographiques.

Les caractéristiques principales de cette base sont résumées dans le tableau suivant [27] :

TABLE 4.1 — Caractéristiques essentielles de la base de données Gowalla

Propriété Valeur

Nombre total d’utilisateurs 196 591

Nombre de relations d’amitié 950327

Nombre de check-ins 6442 890

Nombre estimé de lieux ~1,2 million

Type de graphe Non orienté

Période de collecte Février 2009 — Octobre 2010

Ces données sont disponibles publiquement sur le site officiel de SNAP [27].

Modélisation transactionnelle Pour adapter cette base au contexte de 1’extraction a haute

utilité, chaque utilisateur est modélisé comme une transaction, et les sites visités (identifiés par
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un identifiant unique) sont représentés comme des items. Ainsi, chaque transaction regroupe

I’ensemble des check-ins effectués par I’utilisateur.[20]

Utilité externe Chaque item peut se voir attribuer une utilité externe (comme la fréquence
de visite, la popularité ou la durée moyenne de présence), ce qui rend possible 1’application

d’algorithmes de fouille des motifs a haute utilité.

Ce cas d’étude constitue un socle concret pour les expérimentations développées dans ce
mémoire, notamment dans le cadre de I’extraction de regles d’association a haute utilité avec

représentations concises.[206]

4.4.2 Pré-Traitement de la Base

Les fichiers d’origine de la base de données Gowalla ne sont pas directement exploitables
par la bibliotheque SPMF. Par conséquent, un processus de prétraitement s’est avéré nécessaire
afin de transformer cette base en une base de données transactionnelle conforme au format

accepté par I’outil SPMF.

La base Gowalla est constituée de données géo-sociales représentant les enregistrements de
visites (check-ins) effectuées par des utilisateurs dans différents lieux. Toutefois, ces données
ne suivent pas le modele transactionnel classique requis pour 1’extraction des motifs a haute

utilité. Il a donc fallu les restructurer selon les exigences du format SPMF.

Le format SPMF repose sur un fichier texte, dans lequel chaque ligne représente une tran-

saction effectuée par un utilisateur unique. Chaque ligne est structurée de la maniere suivante :

{iteml item2 item3 ...} : total utility : {profitl profit2 profit3

.,
Ou {iteml item2 ...} correspond aux identifiants des lieux visités par un utilisateur
donné, {profitl profit2 ...} représente les valeurs d’utilité (par exemple, la fréquence

ou la pondération attribuée a chaque lieu), et la total utility désigne I’utilité globale de la

transaction.

Pour construire cette structure, nous avons développé un script en Python permettant de

regrouper les check-ins par identifiant utilisateur. Ainsi, chaque ensemble de lieux visités par
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un méme utilisateur est interprété comme une transaction unique. Les valeurs d’utilité associées
a chaque lieu ont été calculées en fonction de leur fréquence d’apparition, ou d’autres criteres

pertinents selon le contexte d’analyse.

Ce processus a permis de générer un fichier transactionnel conforme au format SPMF, prét
a étre exploité par les algorithmes d’extraction de motifs a haute utilité€. Voici un apercu de la

base apres la transformation en format SPMF :

27357:3:3

24963 65929:15%:14 1

24963:14:14

1189411 27719:7:1 &

1189411 1258%:11:1 18

22886 11835 34484 11797:25:3 7 7 B
11728 23261:22:8 14

12585 16397 Ee4738 541118 28948 268957:33:18 12
11738 67939 20001 261266 573833 238964:13:3 2 1
184375 268957 16397:19:2 5 12
1887558:1:1

62612:1:1

142337 11834:8:2 6

1131868 4B496:3:1 2

48328 1338699 1131868:5:3 1 1

186848 1131868:28:19 1

24785:14:14

188459:1:1

184375 99838:3:2 1

13822 23261 65920 24963:39:19 14 1 14
16481:2:2

12585 37881 563489 23261 228233 260957 16397:45:18 1 2 14
573833 312190 B5864:4:2 1 1

2379393:1:1

668562:1:1

171428 231271 23261:17:2 1 14

24963:14:14

226623 36834 35827@:4:2 1 1

358278 39635:2:1 1

28948 16397:15:3 12

1131868 13752:2:1 1

23261 1131868:15:14 1

48496:2:2

49882:2:2

24963 135714:15:14 1

11797 1933724:34:8 26

2135
223

FIGURE 4.4 — Un extrait du fichier SPMF généré a partir de la base de données Gowalla

A ce stade, nous allons appliquer les algorithmes HUCI-Miner et HGB sur la base de données
Gowalla, puis procéder a une analyse approfondie des résultats obtenus afin d’en dégager des

regles d’association a haute utilité pertinentes et non redondantes.
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4.5 Les algorithmes utilisés

4.5.1 Tlalgorithme HUCI-Miner

L’algorithme HUCI-Miner a été concu pour extraire efficacement les ensembles d’items
fermés a haute utilit¢ (HUCI) a partir de bases de données transactionnelles. Contrairement
aux approches traditionnelles qui génerent d’abord tous les motifs utiles avant d’identifier les

fermés, HUCI-Miner intégre ces étapes en une seule procédure optimisée.

Cette méthode repose sur une structure de données appelée EU-list (Extended Utility List),
qui enregistre les informations d’utilité de chaque item dans les transactions. Grace a cette
structure, 1’algorithme peut réduire le nombre de parcours de la base et éviter la génération de

motifs redondants.

En appliquant des stratégies de combinaison contrdlée des listes d’utilité et de vérification
de la fermeture, HUCI-Miner identifie uniquement les motifs significatifs qui dépassent un seuil
d’utilité défini (minUtil). Cela permet de produire un ensemble de motifs compacts, sans perte
d’information, facilitant ainsi I’extraction de regles d’association pertinentes.[28] L’ algorithme
complet est présenté ci-dessous a travers un pseudo-code illustrant les différentes étapes de

traitement :
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Algorithm 1 HUCI-Miner(Z, min_util)
Input: Transaction dataset &, minimum utility threshold min_util

Output: High utility closed itemsets with their generators
1 Procedure HUCI_Miner(Z, min_util)
2 CH<+ 0,HG <+ 0 H <+ FHIM(Z, min_util) < {H|,Hy, ..., Hyuax}
3 foreach 1 € H| do

4 L h.closed < true h.key < true

5 for k = 2 to max do

6 if H; # 0 then

7 foreach i € H; do

8 h.key < true, h.closed < true foreach subset h' € Hy_1 of h do

9 if supp(h') = supp(h) then

10 L h.key + false h'.closed < false
1 CH;_| < {h € Hy_1 | h.closed = true} Call Get_generators(CHy_1, Hy)

12 CHyyyx < Hpaye Call Get_generators(CH )
13 CH + |J; CH; with generators Compute utility unit array for each closed itemset

14 return CH with associated generators

4.5.2 Dlalgorithme HGB

L algorithme HGB (High Utility Generators Based) a été concu pour extraire des regles
d’association a haute utilité tout en réduisant la redondance des résultats. Contrairement aux
méthodes classiques qui produisent un grand volume de régles, HGB s’appuie sur I’utilisation
conjointe des itemsets fermés a haute utilité (HUCI) et de leurs générateurs minimaux afin de

générer uniquement les regles pertinentes et non redondantes.

Le processus consiste a identifier, pour chaque HUCI, I’ensemble des générateurs associés.
Une regle potentielle est construite en comparant un générateur avec son HUCI correspondant.
Cette regle est conservée uniquement si elle satisfait deux conditions : dépasser un seuil d’utilité

minimale (minUtil) et atteindre un niveau suffisant de confiance utilitaire (utility-confidence).

Cette stratégie permet de produire un ensemble concis et interprétable de regles d’associa-
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tion, tout en maintenant une qualité informative élevée, ce qui est particulicrement utile pour

I’analyse de grandes bases de données transactionnelles.

Algorithm 2 HGB Construction Algorithm
Input: HUCI : Set of high utility closed itemsets with utility unit arrays;

min_uconf : Minimum utility-confidence ;
min_util : Minimum utility threshold
Output: HGB : High Utility Generic Basis

15 foreach itemset h € HUCI do

16 Ly, 0; // Minimal antecedents
17 foreach subset h' C h in increasing order of size do

18 Liemp < 0 foreach g € HGyy and g Z hdo

19 if % > min_uconf and g5 € L,,, where gz C g then

20 L Ling < LinaU{g}

21 else

2 L Liemp < Liemp U{g}

23 foreach g € L;.,, do

24 Ay < {i1,i2,...,ix} whereeach ij € h'\ g

25 for j=1tokandA;+# 0do

26 foreach / € A; do

27 if % > min_uconf and g5 € Ly, where gg C {g U1} then

28 L Remove all ' C {gUl} from Ly, Ly < Ling U{gU!}

29 Ajq1 < Apriorigen(A;, min_util) ; // No pruning applied

Algorithm 3 HGB Construction Algorithm

foreach g; € L,,, do
L Createrule R: gy — h\ g Set R.utility < h.utility SetR.uconf « &0 G+ HGBU

”(gs)
{R}
geturn HGB
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4.6 Exécution expérimentale des algorithmes sur la base Go-

walla

4.6.1 Exécution de I’algorithme HUCI-Miner sur les données Gowalla

L’algorithme HUCI-Miner (High Utility Closed Itemset Miner) a été appliqué a la base de
données géo-sociale Gowalla, apres sa conversion au format transactionnel compatible avec
I’outil SPMF v2.59. Cet algorithme vise a extraire uniquement les itemsets fermés a haute
utilité, ¢’ est-a-dire des ensembles d’items qui ne sont contenus dans aucun autre ensemble avec
la méme utilité. Ce filtrage permet d’obtenir une représentation concise et sans redondance,

facilitant ainsi la génération de regles pertinentes.

L’exécution a été réalisée via ’interface graphique de SPMF en sélectionnant le fichier de
données transformé, un fichier de sortie, et en fixant une valeur pour le minUtil. A la fin du

traitement, les résultats ont été enregistrés automatiquement dans un fichier texte contenant les

HUCI extraits.

SPMF2.59 - x
e e
o e
Choose an algorithm: HUCI_Miner =]
Choose input file IF Formattext type Integer it |:|
Set output file HUIG-miner bt |:|
Minimum utiity 1 (e.g.30)
Open output file using:
() System texteditor @ SPMF texteditor () Pattern viewer
Options:
[ Run in a separated process ] Time limit (s):
P Run aigorithm

FIGURE 4.5 — Exécution d’algorithme UCI-Miner sur la base GOwalla

4.6.2 Exécution de I’algorithme HGB apres HUCI-Miner

Apres I’extraction des itemsets fermés a haute utilité, I’algorithme HGB (High-utility Generator-

based ) a été appliqué afin de générer un ensemble complet, concis et non redondant de regles
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d’association a haute utilité.

L’algorithme utilise comme entrée le fichier HUCI obtenu précédemment, auquel s’ajoute
la définition d’un seuil de confiance utilitaire minimale (minUConf). SPMF permet alors de
générer des regles sous forme antécédent conséquent, accompagnées de leurs mesures

d’utilité (UTIL), d’utilité de I’antécédent (AUTIL) et de confiance utilitaire (UCONF).

“ SPMFv2.59 — X
SEIE
O 1de
Choose an algorithm: HGB [~
Choose input file IF Formattexttype Integertt. | . |
Set output file HUIC-miner.txt I:l
Minimum utility 1 (e.0.30)
Minimum confidence 0.5 (e..0.5)
Open output file using:
 System text editor (@ SPMF text editor () Pattern viewer
Options:
[ Runin a separated process [] Time limit (s):
[ Run aigorithm
Wigorithm is running... (03:37:01 PM) -
bsolute utility threshold = 1
le============ HUCHMiner ALGORITHM - STATS =============
Total time ~ 5656 ms
Memory ~ 30 28472137451172 MB
Candidate count: 395911
High-utility itemsets count: 6535
Closed High-utility itemsets count - 1302
_____________ LIRA A1 AMDITLM . &TATE mmmmmemmmmm

FIGURE 4.6 — Exécution d’algorithme HGB avec la base GOwalla

4.6.3 Résultats obtenus

Apres I’extraction des itemsets fermés a haute utilité a 1I’aide de 1’algorithme HUCI-Miner,
I’algorithme HGB a été appliqué afin de générer un ensemble complet, concis et non redondant

de regles d’association a haute utilité.

Cette approche repose sur les représentations fermées extraites précédemment et nécessite
la définition d’un seuil de confiance utilitaire minimale (minUConf), ajusté en fonction des

caractéristiques de la base de données.

Les résultats obtenus sont présentés dans le tableau suivant, qui illustre plusieurs exemples

de regles générées, accompagnées de leurs mesures d’utilité et de confiance utilitaire :
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Regle Utilité | Confiance utilitaire
Rockefeller Center = Times Square 2352 0.72
Hard Rock Café = Times Square 948 0.65
Disney Store = Rockefeller Center 516 0.48
Trailer Park Lounge = Amy Ruth’s 2 1.0
DuMont Restaurant = Roberta’s 2 1.0
Starbucks = Jamaica LIRR Station 2 1.0
Sahadi Importing Co. = The Bell House 2 1.0
Crosby Street Hotel = Dean & Deluca 2 1.0
Press 195 = Neil Simon Theatre 2 1.0
Gordon Ramsay at The London = Bouchon Bakery 2 1.0
Del Posto = Google 2 1.0
Ed’s Lobster Bar = Calexico Cart 2 1.0
Sweet Afton = Brooklyn Label 2 1.0
Ozzie’s Coffee & Tea = IKEA 2 1.0
Mug’s Ale House = T.B.D. 2 1.0
Hell’s Kitchen = Mesa Grill 2 1.0
Local 138 = The Rusty Knot 2 1.0
Yola’s Cafe = Soho House New York 2 1.0
T.B.D. = Mug’s Ale House 2 1.0
Robin des Bois = Bar Tabac 2 1.0
Esca = St James Theater 2 1.0
675 Bar = Bill’s Bar & Burger 2 1.0
Salon De Ning = Upstairs at the Kimberly Hotel 2 1.0
7 Eleven = Friend’s Tavern 2 1.0

TABLE 4.2 — Exemples représentatifs de résultats générés par 1’algorithme HGB a partir des
motifs HUCI-Miner
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FIGURE 4.8 — Visualisations en graphe orienté des regles d’association a haute utilité

Top 10 Riéghes Tassociation & haute utilind

FIGURE 4.9 — Top régles d’association a haute utilité
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4.7 Conclusion

Ce chapitre a constitué le coeur pratique de notre étude, en concrétisant les concepts théo-
riques abordés dans les chapitres précédents a travers une mise en ceuvre expérimentale sur des

données réelles.

Nous avons présenté les différentes étapes nécessaires pour transformer la base de données
Gowalla en un format transactionnel exploitable par I’outil SPMF, ce qui a permis 1’application
efficace des algorithmes HUCI-Miner et HGB. Bien que complexe, la phase de prétraitement
a joué un role fondamental dans la structuration des données et leur adéquation aux objectifs

analytiques de ce travail.

L’exécution des algorithmes a permis d’extraire des itemsets fermés a haute utilité ainsi
que des regles d’association pertinentes, démontrant la performance de 1I’approche combinée

HUCI-Miner / HGB pour produire des motifs informatifs, compacts et non redondants.

Ainsi, ce travail expérimental apporte une validation concrete des choix méthodologiques
adoptés, et illustre la faisabilité et la pertinence de 1’extraction de regles a haute utilité a partir

de données complexes issues de réseaux sociaux géolocalisés.
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Conclusion générale

A I’ere de I’explosion des données, la capacité a extraire des connaissances utiles et ex-
ploitables constitue un enjeu stratégique pour de nombreux domaines. Ce mémoire s’est inscrit
dans cette problématique en explorant I’extraction des regles d’association a haute utilité, une
approche qui vise a dépasser les limites des techniques classiques en intégrant la notion d’im-

portance économique ou stratégique des items.

L’étude a d’abord établi les fondements théoriques de cette problématique, en présentant
les concepts clés de la fouille de données et des itemsets a haute utilité. L’accent a ensuite été
mis sur les représentations concises telles que les itemsets fermés, qui permettent une réduction

efficace du volume des motifs tout en conservant leur valeur informative.

L’une des originalités de ce travail réside dans I’intégration des réseaux sociaux géoloca-
lisés (LBSNs) en tant que source de données complexes. En exploitant les données issues de
la base Gowalla, nous avons pu démontrer la pertinence de ces environnements pour la fouille
spatio-sociale a haute utilit€. Une étape de prétraitement a permis de transformer cette base en
un format transactionnel compatible avec 1’outil SPMF, facilitant ainsi I’application des algo-

rithmes.

Deux algorithmes ont été sélectionnés et implémentés pour mener I’expérimentation : HUCI-
Miner, pour I’extraction des itemsets fermés a haute utilité, et HGB, pour la génération de
regles d’association non redondantes. L’analyse des résultats a montré que cette combinaison
permet d’obtenir un ensemble de regles pertinentes, compactes et informatives, tout en maitri-

sant la complexité computationnelle.

Les résultats obtenus confirment que I’intégration conjointe de la notion d’utilité, des re-

présentations concises et des données issues des LBSNs constitue une approche prometteuse
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pour améliorer I’efficacité et la qualité des systemes de découverte de connaissances. Ce tra-
vail ouvre ainsi la voie a des perspectives futures intéressantes, notamment 1’extension vers
des données temporelles, I’intégration de critéres multicriteéres ou encore 1’optimisation de la

performance a grande échelle.
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