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Résumé

Un problème majeur dans le domaine de la fouille de données est la recherche des motifs

à haute utilité (High Utility Pattern Mining - HUPM), qui cherche à trouver des combinaisons

d’articles ayant un impact significatif sur une mesure spécifique, comme les ventes, les profits

ou la satisfaction des clients. En raison de la croissance du volume de données dans le do-

maine du Big Data, il est primordial de concevoir des algorithmes performants pour extraire

rapidement ces ensembles d’éléments à grande valeur.

Dans notre étude, nous abordons le sujet de la recherche des motifs à haute utilité dans

les bases de données transactionnelles réelles. L’objectif est de découvrir des motifs très utiles

dans ces bases. L’utilité d’un item dans la base représente son importance par rapport aux autres

items ; elle peut souvent être associée au prix de l’item, mais peut également être définie par

d’autres critères.

Deux algorithmes ont été testés et appliqués sur deux bases réelles : la première issue d’une

pharmacie et la seconde contenant les achats réalisés dans une boutique des fruits. Cela permet

d’extraire deux formes différentes de motifs à haute utilité : les itemsets à haute utilité et les

règles d’association à haute utilité.

Mots-clé : Haute utilité, fouille de motifs, fouille d’itemsets à haute utilité, Sequential Pat-

tern Mining Framework (SPMF), Transaction Weighted Utilization (TWU), règles d’associa-

tion à haute utilité, fouille d’itemsets fréquents
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Abstract

A major problem in data mining is High Utility Pattern Mining (HUPM), which seeks to

find combinations of items that have a significant impact on a specific metric, such as sales,

profits or customer satisfaction. Due to the growth in the volume of data in the field of Big

Data, it is essential to design efficient algorithms to quickly extract these sets of high-value

elements.

In our study, we address the topic of finding high utility patterns in real transactional data-

bases. The objective is to discover very useful patterns in these bases. The utility of an item in

the database represents its importance in relation to other items ; it can often be associated with

the price of the item, but can also be defined by other criteria.

Two algorithms were tested and applied on two real bases : the first from a pharmacy and the

second containing purchases made in a fruit shop. This allows to extract two different forms of

high-utility patterns : High Utility Itemsets (HUIs) and High Utility Association Rules (HARs).

Keywords : High Utility, Pattern Mining, High Utility Itemsets Mining, Sequential Pattern

Mining Framework (SPMF), Transaction Weighted Utilization, High Utility Association Rules,

Frequent Itemset Mining
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Chapitre 1

Introduction Générale

Le fouille de données, également connu sous le nom de data mining, consiste à examiner

de grandes quantités de données et de big data sous différents angles pour identifier les rela-

tions entre ces données et les convertir en informations utilisables [1]. La fouille de motifs,

également connu sous le nom de « Pattern Mining », représente une discipline du Data Mining

dédiée à l’identification de modèles répétitifs ou de « modèles » intégrés dans les données.

Ces modèles identifiés peuvent prendre de nombreuses formes : ensemble d’itemss (itemsets),

règles d’associations, séquences, etc.

Le probléme d’itemsets fréquents, en anglais Frequent Itemsets Mining Problem (FIM),

consiste à extraire l’ensembles d’articles (items) fréquemment achetés dans une base transac-

tionnelle. FIM est un problème classique dans le domaine de l’exploration de modèles. L’ob-

jectif principal est de révéler des groupes d’articles dans la base de données de transactions

que les clients achètent régulièrement en même temps, c’est-à-dire des ensembles d’articles.

Ces éléments, qui apparaissent fréquemment dans les transactions, aident à décrypter les ha-

bitudes de dépenses. Avoir ces connaisances est essentiel car elles peuvent mettre en évidence

des tendances utiles pour guider les décisions stratégiques.

1.1 Motivations et objectifs

Bien que FIM soit utile, elle repose sur l’hypothèse que les motifs fréquents sont tous inté-

ressants. Mais cette hypothèse n’est pas valable pour de nombreuses applications. Par exemple,

dans une base de données transactionnelle, le motif {milk ; pain} peut être très fréquent, mais
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peut être sans intérêt car il peut générer un faible profit malgré sa fréquence haute. En d’autre

part, plusieurs motifs tels que {caviar et Yellow Gold Tea} peuvent ne pas être fréquents mais

peuvent générer un profit plus élevé. Par conséquent, pour trouver des motifs intéressants dans

les données, d’autres aspects peuvent être pris en compte tels que le profit ou l’utilité [2].

Pour remédier à cette limitation, un domaine de recherche émergent est la découverte de

motifs à haute utilité dans les bases de données transactionnelles, en anglais, High Utility Item-

set Mining (HUIM).

L’utilié d’un item dans la base représente son imprortance par rapport aux autres items,

elle représente fréquement le prix de l’item mais l’utilité peut être représentée par d’autre cri-

tères. Par exemple, pour étudier les habitudes d’achat dans une base de données de transactions

clients, l’utilité d’un modèle (un ensemble d’articles) peut être mesurée en termes de profit

qu’il génère, tandis que pour analyser les données de parcours, l’utilité peut représenter le

temps passé sur les pages Web.

Depuis son apparition, la découverte de motifs à haute utilité (HUIM) a trouvé de nom-

breuses applications dans divers domaines. De plus, plusieurs extensions ont été proposées

pour différentes variantes du problème de HUIM.

Une extension intéressante de HUIM nous permet d’obtenir les règles à haute utilité, en an-

glais High Utility Association Rules. Les régles à haute utilité sont des motifs plus informatifs

que les itemsets à haute utilité. Ces régles sont des implications de la forme X ==> Y où X et

X ∪ Y sont deux itemsets à haute utilités.

extraire les itemsets à haute utilité et l’algorithme HGB-ALL pour extraire les règles d’as-

sociation à haute utilité. Ces algorithmes sont appliqués sur deux bases de données réelles : une

base de données de pharmacie et une base de données d’un magasin de détail américain axé sur

la vente de fruits.

Notre objectif est double : d’un côté, nous allons étudier en détail les deux algorithmes

FHM et HGB-ALL et comparer ces deux algorithmes selon plusieurs critères d’évaluation tels

que le temps d’exécution et l’utilisation de la mémoire. D’un autre côté, nous nous intéressons

à extraire des motifs de ces bases de données et à leur donner des interprétations, ce qui est

intéressant pour ensuite prendre de bonnes décisions.
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1.2 Organisation du mémoire

Le reste de ce mémoire est organisé de la façon suivante :

• Chapitre 02 est consacré à la présentation du data mining et du pattern mining. Dans

ce chapitre, nous présentons les différents concepts liés au data mining et au pattern

mining.

• Dans le Chapitre 03, nous présentons en détail le problème de la fouille de motifs à

haute utilité (HUIM), puis nous définissons les deux types d’apprentissage (supervisé et

non supervisé), avant de présenter les deux algorithmes, FHM et HGB-ALL, que nous

avons utilisés dans notre projet.

• Chapitre 04 montre le côté pratique de notre travail : les résultats de l’application des

deux algorithmes FHM et HGB-ALL y sont présentés et analysés. De plus, ce chapitre

présente et interprète quelques exemples de motifs extraits de l’application de ces deux

algorithmes sur des bases de données réelles.

• En fin, nous concluons notre mémoire en dressant un bilan de cette étude. De plus, nous

discutons les orientations futures de ce travail.
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Chapitre 2

Fouille de Données (Data Mining) et

Fouille des Motifs (Pattern Mining)

2.1 Introduction

Le problème classique dans le domaine de la fouille de motifs est l’extraction d’ensembles

d’articles (itemsets) fréquemment achetés, également appelé le problème des itemsets fré-

quents, en anglais Frequent Itemsets Mining (FIM). Le but principal est d’identifier les en-

sembles d’articles dans une base de données transactionnelle que les clients achètent fréquem-

ment en même temps. Avoir cette connaissance nous permet de comprendre les habitudes

d’achat des clients. Cette compréhension facilite la prise de décisions stratégiques, telles que

les décisions de faire des promotions sur des produits particuliers [3].

Au cours de ce chapitre, nous examinons le sujet du "Data Mining". Nous commençons

par présenter le processus d’extraction des connaissances, ainsi que ses diverses tâches. Nous

présentons également les techniques de data mining que l’on peut diviser en deux catégories :

les techniques prédictives et les techniques descriptives. Enfin, ce chapitre se termine par une

présentation des domaines d’application du data mining et du pattern mining.
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2.2 Processus d’extraction de connaissances (PEC)

2.2.1 Définition 1

Le Processus d’Extraction de Connaissances à partir des Données (PEC), en anglais Know-

ledge Discovery in Databases (KDD), consiste à tirer des informations nouvelles, intelligibles

et potentiellement utiles à partir de faits dissimulés au sein de grandes quantités de données [4].

2.2.2 Définition 2

Le Processus d’Extraction de Connaissances à partir des Données (PEC) est un processus

interactif et itératif entre l’homme et la machine, qui comprend plusieurs étapes telles que la

compréhension du domaine d’application, la préparation des données, la collecte de données

et l’analyse des résultats. Ce processus est en partie automatisé, où l’interaction entre les in-

dividus est essentielle. Il offre une fonctionnalité itérative, permettant à l’utilisateur de revenir

à n’importe quelle étape afin d’ajuster ou d’enrichir les données, d’intégrer d’autres données,

d’affiner l’algorithme de fouille ou d’améliorer la présentation des résultats [5].

2.3 Les étapes du processus KDD

Le processus de découverte des connaissances à partir des données comprend généralement

les étapes suivantes :

• Compréhension du domaine d’application.

• Création de l’ensemble de données cibles.

• Nettoyage et préparation des données.

• Réduction et projection des données.

• Choix des fonctions de data mining.

• Exploration de données (Data Mining).

• Interprétation et évaluation.

• Déploiement.
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2.4 Data mining

2.4.1 Définition

Le Data Mining représente une avancée majeure dans l’ingénierie de la connaissance, of-

frant la possibilité de trouver de nouvelles corrélations, tendances et modèles au sein de vastes

quantités de données [1].

Aujourd’hui, les méthodes de data mining démontrent leur efficacité. La preuve en est l’uti-

lisation étendue de ces techniques dans divers secteurs tels que la santé, l’éducation et le mar-

keting, entre autres [1].

2.4.2 Techniques de data mining

Les principaux algorithmes de data mining sont répartis en deux catégories de techniques :

les techniques prédictives et les techniques descriptives.

En fait, il n’existe pas de techniques de fouille plus efficaces. Il sera nécessaire de trouver

des solutions en fonction des besoins identifiés et des caractéristiques connues des outils.,Ainsi,

la sélection de la méthode adéquate dépend de divers éléments tels que :

• La nature et la disponibilité des données.

• Le contexte de l’entreprise.

• Les diverses responsabilités.

• L’objectif du modèle élaboré.

• La difficulté de l’élaboration du modèle.

• La difficulté d’utilisation du modèle et ses résultats.

• Déploiement.

2.4.3 Techniques prédictives

Les techniques prédictives offrent la possibilité d’extrapoler et de prédire de nouvelles infor-

mations et connaissances à partir des données initiales. Il existe principalement deux méthodes

de prédiction : la classification et la régression.
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2.4.3.1 La classification

La classification consiste à attribuer des étiquettes de classe à des instances ou des en-

sembles de données en se basant sur des caractéristiques acquises à partir d’un ensemble d’en-

traînement [1].

Dans le processus de classification, la population est minimisée en enregistrant chaque élé-

ment ou enregistrement dans une classe préétablie en utilisant un modèle obtenu par apprentis-

sage à partir d’exemples pré-classés [1].

2.4.3.2 La régression

La regression est employée pour anticiper la valeur d’une variable en fonction des valeurs

d’autres variables, en supposant une relation linéaire ou non-linéaire entre elles. Cette méthode

est couramment utilisée pour prédire et étudier les causes [6]. Par exemple, il est possible

d’évaluer le coût d’une maison en prenant en compte sa superficie, le nombre d’étages, son

emplacement, etc [6].

2.4.4 Techniques descriptives

les techniques descriptives sont utilisées pour résumer et présenter les caractéristiques prin-

cipales d’un ensemble de données, sans nécessairement chercher à prédire des valeurs futures.

Elles sont essentielles pour explorer et comprendre les données avant d’appliquer des méthodes

plus avancées de Data Mining [1].

2.4.4.1 Fouille des motifs (Pattern mining)

L’objectif du pattern mining est de repérer des motifs récurrents, des associations, des cor-

rélations ou des structures qui se manifestent de façon récurrente dans un ensemble de données.

Notre étude concerne le pattern mining, d’où la suite de ce chapitre contient une étude détaillée

sur le pattern mining[7].

2.4.4.2 Clustering

Le clustering consiste à regrouper des données similaires en fonction de leurs similarités

ou distances. Cette approche permet d’identifier des groupes homogènes au sein des données,

facilitant ainsi la compréhension des relations entre les différentes instances[7].
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Exemples d’utilisation du clustering :

Segmentation de clients : Regrouper des clients similaires en fonction de leurs comporte-

ments d’achat ou de leurs préférences.

Classification de documents : Organiser des articles, des courriels ou d’autres textes en

fonction de leur contenu similaire

Reconnaissance de motifs dans les images : Identifier des motifs visuels similaires dans des

images.

2.4.4.3 Les règles d’association

La découverte de relations intéressantes et fréquentes entre les éléments d’un ensemble

de données est l’objectif des règles d’association. Elles offrent la possibilité de repérer des

ensembles d’éléments qui se produisent fréquemment ensemble.

Exemple concret : Supposons que nous disposions de données sur les achats effectués dans

une épicerie. La combinaison "lait et céréales" est intéressante si nous établissons un seuil de

support de 10%, car elle se rencontre dans 30% des situations. Il serait bénéfique d’adopter cette

règle d’association afin d’optimiser les promotions ou de structurer les rayons de l’épicerie [8].

2.4.5 Fouille des motifs (Pattern mining)

La fouille de motifs (ou pattern mining) est une activité particulière du data mining qui

cherche à repérer des motifs fréquents, des règles d’association ou des séquences importantes

dans un ensemble de données. Cette tâche est fréquemment utilisée pour identifier des sché-

mas, des informations captivantes ou des tendances dissimulées qui peuvent être utilisées pour

prendre des décisions éclairées. Un problème fondamental dans le domaine de la fouille de

motifs est la fouille des itemsets fréquents, également appelée Frequent Itemset Mining (FIM).

2.4.5.1 Fouille des itemsets fréquents

La fouille des itemsets fréquents, frequent itemsets mining (FIM), est une méthode ana-

lytique qui cherche à repérer les combinaisons d’items (itemsets) qui se retrouvent souvent

ensemble dans des transactions, au-delà d’un seuil de support défini. Cette méthode joue un
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rôle essentiel dans la création de règles d’association, qui mettent en évidence des relations

intéressantes entre ces itemsets dans des grandes bases de données [6].

2.4.5.2 Concepts fondamentaux

Afin de mieux comprendre le FIM, nous allons définir quelques termes essentiels :

2.4.5.3 Item

Un item est un élément séparé d’un ensemble de données, pris isolément en compte. Il

incarne une mesure ou un événement dans une base de données transactionnelle [1].

2.4.5.4 Itemset

Un itemset, également connu sous le nom d’ensemble d’items, est une série d’articles

(items) qui se retrouvent ensemble dans une transaction d’une base de données transaction-

nelle.

Pour l’extraction d’itemsets fréquents, un itemset est qualifié de "fréquent" lorsqu’il se

retrouve dans un nombre de transactions supérieur ou égal à un seuil minimum spécifié, appelé

support [1].

2.4.5.5 Itemset fréquent

Un itemset est qualifié de fréquent si et seulement si son support dépasse ou égale un support

minimum pré-défini par l’utilisateur [1].

2.4.6 Domaines d’applications de data mining et pattern mining

2.4.6.1 Data mining

Data mining est exploité dans plusieurs domaines. Le tableau suivant présente quelques

champs d’application du data mining :

2.4.6.2 Pattern mining

Le tableau 2.2 illustre comment le pattern mining peut être utilisé pour découvrir des motifs

et des tendances significatives qui aident à la prise de décision dans divers secteurs :
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TABLE 2.1 – Les domaines d’application de data-mining.

Secteurs d’activité Exemples d’application
Business Intelligence Aide à la prise de décision stratégique en entreprise

Santé Amélioration de la qualité des soins et gestion des données de santé
E-commerce Analyse des comportements des consommateurs pour ajuster les stratégies de vente

Finance Evaluation des risques et détection de de la fraude
Télécommunication Optimisation des réseaux et services personnalisés

TABLE 2.2 – Les domaines d’application de pattern mining.

Secteurs d’activité Exemples d’application
Commerce électronique Analyse des séquences d’achats pour recommander des produits

Santé publique Identification de motifs dans les données génétiques pour la recherche médicale
Finance Détection de comportement frauduleux dans les transactions

Marketing Segmentation de la clientèle basée sue des comportements d’achats communs
Bio-informatique Recherche de motifs dans les séquences d’ADN pour des études génétiques

2.5 Conclusion

En résumé, data mining et pattern mining sont des domaines actives de l’analyse de don-

nées qui ont profondément transformé la façon dont les organisations prennent des décisions

et élaborent leur stratégie. Grâce à ces méthodes prédictives et descriptives, data mining offre

aux entreprises la possibilité de convertir d’énormes quantités de données brutes en informa-

tions exploitables, ce qui leur confère un avantage concurrentiel considérable dans différents

domaines d’activité.

Plus précisément, pattern mining se démarque par sa capacité à repérer des motifs dissi-

mulés et des associations importantes dans les données, ce qui est crucial pour appréhender

les comportements des consommateurs, anticiper les tendances du marché et améliorer les ser-

vices de santé publique. Lorsqu’elles sont correctement mises en œuvre, ces méthodes peuvent

conduire à des découvertes novatrices et à des progrès.
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Chapitre 3

Fouille des Motifs à Haute Utilité (High

Utility Pattern Mining)

3.1 Introduction

Au cours de ce chapitre, nous examinerons de manière approfondie le problème de l’ex-

traction des itemsets à haute utilité. Nous aborderons d’abord les contraintes et les limitations

liées à l’extraction fréquente d’itemsets. Ensuite, nous soulignerons l’importance de prendre en

compte l’utilité des items.

En sachant comment extraire des itemsets à haute utilité, les chercheurs et les professionnels

peuvent utiliser cette compétence pour identifier des motifs importants dans les données. Ces

motifs peuvent être exploités pour améliorer les processus de prise de décision et obtenir un

avantage concurrentiel dans diverses applications. L’objectif de ce chapitre est de fournir une

vision approfondie de la fouille des itemsets à haute utilité, de ses méthodes, de ses indicateurs

d’évaluation, de son analyse de performance et de ses éventuels avantages.

3.2 Fouille des itemsets fréquents ou frequent itemset mining

(FIM)

Parmi les outils les plus couramment utilisés en data mining, on retrouve les techniques

d’extraction des itemsets fréquents et les règles d’association. Elles facilitent la mise en évi-
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dence de règles compréhensibles et exploitables dans un vaste ensemble de données. Ces mé-

thodes sont fréquemment appliquées aux bases de données transactionnelles, qui sont des en-

sembles de transactions où chaque transaction contient un ensemble d’items. Les bases de

données transactionnelles peuvent être créées dans différents domaines tels que le marketing,

l’aide au diagnostic médical, les télécommunications, l’analyse de données spatiales, et bien

d’autres encore [2].

3.2.1 Concepts fondamentaux

Avant de donner la définition formelle du problème de l’extraction des itemsets fréquents

(FIM), nous exposerons les concepts fondamentaux de la FIM.

Définition 1 (Base de données transactionnelle) : Les transactions d’une base de données

transactionnelle sont représentées par D = { T1, T2, . . ., Tn }, où n, est le nombre de transactions

de la base. Chacune de ces transactions possède un identifiant T ID et comprend un ensemble

d’éléments [2].

Un exemple d’une base de données transactionnelle D est illustré dans le Tableau 3-1. La

base de données comprend 5 transactions. Par exemple, la première transaction comprend cinq

éléments : a, b, c, d et e.

TABLE 3.1 – Un exemple d’une base de données transactionnelle.

TID Transactions
T0 a, b, c, d, e
T1 b, c, d, e
T2 a, c, d
T3 a, c, e
T4 b, c, e

Définition 2 (Support d’un itemset) : Le support d’un itemset X est la proportion de

transactions de D contenant X est appelée Supp(X). Étant donné une base de données tran-

sactionnelle D et un itemset X , le support de l’ itemset X dans la base D est calculé comme

suit :

Supp(X) =
Freq(X)

|D|

où Freq(X) correspond au nombre de transactions dans D qui incluent l’itemset X .

Exemple :
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• Le support de l’itemset {ad} dans la base D est Supp({ad}) = Fréq({ad})
|D| = 2

5 .

Definition 3 (Les Itemsets Fréquents) : Étant donné une base de données transactionnelle D

et un seuil de support MinSup, un itemset X est un itemset fréquent si son support Supp(X) est

au moins égal au seuil MinSup. Formellement, si Supp(X)≥MinSup. Sinon, X est un itemset

non-fréquent.

3.2.2 Définition formelle de FIM

Frequent Itemset Mining (FIM) a pour objectif de repérer des ensembles d’articles qui se

retrouvent souvent ensemble dans une base de données transactionnelle [2].

Plus précisement, étant donné une base de données transactionnelle D et le seuil de support

MinSup défini par l’utilisateur, FIM consiste à découvrir tous les itemsets fréquents dans D.

3.2.3 Limites de frequent itemset mining (FIM)

Bien que la recherche d’itemsets fréquents (FIM) ait plusieurs applications pour l’analyse

de paniers d’achat (market basket analysis), elle présente certaines limitations et ne peut pas

couvrir tous les aspects de certains problèmes en pratique [2] .Plus précisement, deux limita-

tions importantes ont été identifiées :

(1) Un souci important de FIM réside dans le fait qu’il estime que tous les éléments ont la

même importance (utilité), peu importe s’ils sont très utiles ou non.

Prenons l’exemple concret de l’itemset pain, lait qui est souvent acheté par les clients, mais

qui n’est pas intéressant pour un commerçant car il ne génère pas de revenus considérables

(utilité)

(2) Un autre souci de FIM réside dans l’absence de prise en compte des quantités d’élé-

ments.

Par exemple, si un client fait l’acquisition de cinq pains ou de dix pains, il est considéré

comme étant identique. Donc, l’exploration de motifs fréquents (mining de motifs fréquents)

peut identifier de nombreux motifs fréquents qui ne présentent pas d’intérêt.

En plus des problèmes mentionnés ci-dessus, la définition du seuil de support MinSup re-

présente l’un des défis majeurs. Il est courant que les utilisateurs rencontrent des difficultés pour
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établir un seuil de support minimum adéquat afin d’obtenir des résultats satisfaisants, en par-

ticulier lorsqu’ils manquent de connaissances pertinentes. Un autre problème survient lorsque

le volume de données augmente, dans ce cas, l’extraction d’ensembles d’articles fréquents de-

mande de plus en plus de temps et de mémoire [9].

Pour surmonter ces limitations, une extension plus complexe de la recherche d’itemsets

fréquents, appelée High Utility Itemset Mining (HUIM), a été développée [2, 10].

3.3 Fouille des motifs à haute utilité ou high utility itemset

Mining (HUIM)

Ces dernières années, motivée par la nécessité d’analyser des données plus complexes et

de trouver des modèles plus utiles, la fouille des motifs à haute utilité est devenue une tâche

clé dans le domaine de la fouille des motifs. L’objectif est de trouver des modèles qui ont une

grande importance mesurée par une fonction d’utilité numérique. Cette utilité peut être utili-

sée pour mesurer la fréquence d’occurrence, mais aussi d’autres critères plus intéressants. Par

exemple, pour étudier les habitudes d’achat dans une base de données transactionnelle, l’utilité

d’un motif peut être mesurée en termes de profit qu’il génère. Tandis que pour analyser les

données de flux (click stream data), l’utilité peut représenter le temps passé sur les différentes

pages Web, etc [11, 12] .

3.3.1 Concepts fondamentaux

HUIM a été développée pour trouver l’ensemble d’itemsets pouvant générer un profit élevé

dans une base de données transactionelle quantitative [13] . Dans ce qui suit, nous allons voire

les concepts fondamentaux liés au probléme de HUIM ainsi que sa définition formelle.

Definition 4 (Base de données transactionnelle quantitative) : Contrairement au FIM,

HUIM est appliqué aux base de données quantitatives où chaque item a une quantité d’achat

(utilité interne). De plus, nous devons également définir la table d’utilité qui contient le pro-

fit (utilité externe) de chaque item de la base de données. L’objectif principal de HUIM est

de trouver tous les itemsets qui ont des utilités supérieur ou égale au seuil d’utilité, MinUtil

prédéfinie par l’utilisateur.
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Une base de données transactionnelle quantitative contient des informations supplémen-

taires, telles que les quantités des items dans les transactions et les profits des items qui in-

diquent l’importance relative de chaque item [14].

Les Tableaux 3.2 et 3.3 illustrent une base de données quantitative qui inclut les quantités

externes des items. Par exemple, la transaction T 3 révèle qu’un client a acheté 2 unités de l’item

a, 2 unités de l’item c et une seule unité de l’item e [14].

TABLE 3.2 – Un exemple d’une base de données transactionnelle quantitative.

TID Transactions
T0 (a, 1), (b, 5), (c, 1), (d, 3), (e, 1)
T1 (b, 4), (c, 3), (d, 3), (e, 1)
T2 (a, 1), (c, 1), (d, 1)
T3 (a, 2), (c, 6), (e, 2)
T4 (b, 2), (c, 2), (e, 1)

TABLE 3.3 – Utilités des items

item Utilité externe
a 5
b 2
c 1
d 2
e 3

Definition 5 (Utilité d’un item i dans une transaction Tc) : L’utilté d’ un item i dans une

transaction Tc est représentée par u(i,Tc) et définie par p(i)×q(i,Tc). L’utilité externe de l’item

i est p(i) et la quantité de i dans la transaction Tc est q(i,Tc)[14].

Exemple :

• L’utilité de l’item a dans la transaction T 3 est :

u(a,T 3) = 5×2 = 10.

Definition 6 (Utilité d’un itemset X dans une transaction Tc : L’utilité d’un itemset X

dans une transaction Tc est la somme des utilités des items qui le composent dans cette trasac-

tion. Elle est notée par u(X ,T c) et définie comme :

u(X ,Tc) = ∑
i∈X

u(i,Tc) si X ⊆ Tc
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. Exemple :

• L’utilité de l’itemset {ac} dans la transaction T 3 est :

u(ac,T 3) = u(a,T 3)+u(c,T 3) = 5×2+1×6 = 16.

Definition 7 (Utilité d’un itemset X dans la base) : L’utilité d’un itemset X dans une base

de données D est la somme des utilités de ce itemset dans toutes les transactions qui contiennent

X . Elle est représentée par u(X) et est définie comme

u(X) = ∑
Tc∈g(X)

u(X ,Tc)

où g(X) est l’ensemble des transactions contenant X .

Le profit obtenu lors de la vente de l’item X dans la base de données transactionnelle quan-

titative D est représenté par cela [7].

Definition 8 (Itemset à haute utilité ou High utility itemset (HUI)) : Un itemset X est

considéré comme un itemset à haute utilité si son utilité u(X) est supérieure ou égale à un seuil

d’utilité MinUtil prédéfini par l’utilisateur. Autrement, X est un itemset à faible utilité [2].

3.3.2 Définition formelle du problème de HUIM

HUIM consiste à découvrir toutes les combinaisons des items (itemsets) ayant des utilités

non inférieures au seuil d’utilité minimum (MinUtil) défini par l’utilisateur. L’ensemble de ces

itemsets est appelé HUI (High Utility Itemset). Formellement, HUI = {X |u(X)≥MinUtil}.

3.4 Les défis de HUIM

le problème du HUIM est très difficile pour les raisons suivantes [14, 2] :

1. La première raison est que le nombre d’ensembles d’articles à considérer peut être très

élevé pour identifier ceux qui ont une grande utilité. En d’autre termes, l’espace de

recherche dans HUIM est exponentiel. Si une base de données contient m éléments dis-

tincts, il y a 2m−1 ensembles d’articles (itemsets) possibles. Une approche naïve pour

résoudre le problème HUIM consiste à calculer l’utilité de tous les itemsets possibles
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en parcourant la base de données, puis on conserve ceux qui ont une utilité élevée.

Bien que cette méthode donne le résultat correct, elle est inefficace. En effet, le nombre

d’itemsets possibles peut être extrêmement élevé. Par exemple, si un magasin de détail

possède 10 000 articles (m = 10000), il faudrait calculer l’utilité de 210000−1 itemset,

ce qui est impraticable.

2. Les ensembles d’articles à haute utilité sont souvent dispersés dans l’espace de re-

cherche. Par conséquent, un algorithme doit examiner de nombreux ensembles avant

de trouver ceux qui ont réellement une haute utilité. Cette difficulté existe parce que,

contrairement au problème du FIM où le support d’un ensemble est toujours supérieur

ou égal à celui de l’un de ses sur-ensembles, dans le cas du HUIM, l’utilité d’un en-

semble d’articles peut être supérieure, inférieure ou égale à celle de n’importe lequel de

ses sur-ensembles ou sous-ensembles. En d’autres termes, l’utilité n’est ni monotone ni

anti-monotone.

La mesure d’utilité ne présente ni monotonie ni anti-monotone. Puisque X et Y sont

des itemsets, X ⊂ Y , la relation entre les utilités de X et Y est soit : u(X) < u(Y ),

u(X)> u(Y ) ou u(X) = u(Y ).

3.5 Solutions proposées pour HUIM

Différentes méthodes ont été suggérées pour extraire les itemsets à haute utilité, telles que

UMining, IHUP, UP-Growth, HUP-Growth, MU Growth, HUI-Miner, FHM, ULBMiner, HUI-

Miner [2, 15]. Ces algorithmes utilisent la même entrée (une base de données transactionnelle

quantitative ainsi que la valeur minimale d’utilité) et produissent la même sortie (l’ensemble

de tous les itemsets à haute utilité).

L’espace de recherche de la recherche d’itemsets à haute utilité (HUIM) est représenté sous

forme de graphe. Pour explorer ce graphe, les algorithmes proposés utilisent soit une stratégie

de recherche en profondeur (DFS), soit une stratégie de recherche en largeur (BFS). L’explo-

ration de l’espace de recherche n’est pas réalisée de manière exhaustive mais en utilisant des

stratégies d’élagage (pruning strategies) [7]. Grâce aux stratégies d’élagage, les algorithmes

peuvent explorer intelligemment l’espace de recherche en éliminant autant que possible les

itemsets qui ne sont probablement pas des itemsets à haute utilité, ainsi que leurs sur-ensembles.
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Les premiers algorithmes développés avaient pour objectif de réaliser deux phases afin d’ex-

traire l’ensemble de tous les itemsets à haute utilité dans la base de données. Par la suite,

d’autres algorithmes plus efficaces ont été créés, reposant sur une seule étape seulement [7].

La conception d’un algorithme pour le HUIM doit prendre en compte tous les aspects es-

sentiels suivants [7] :

1. Si la recherche en profondeur ou en largeur est utilisée par l’algorithme?

2. est ce que l’algorithme est basé sur deux phases ou une seule phase.

3. Les méthodes d’élagage qui sont employées afin de trouver des items à haute utilité.

4. Comment procèdent-ils à la création ou à la définition des prochains itemsets à explorer

dans l’espace de recherche?

Ces choix influence d’une façon directe la performance des algorithms en fonction de :

temps d’exécution, l’utilisation de la mémoire et la facilité avec laquelle ils peuvent être mis en

place et étendu pour d’autres tâches d’exploration de données.

Maintenant, nous allons exposer les deux catégories d’algorithmes de HUIM : les algo-

rithmes basé sur deux phases et les algorithmes basé sur une seule phase [10].

3.6 Algorithmes basés sur deux phases (Two-phase based Al-

gorithms)

Comme mentionné dans leurs noms, ces algorithmes effectuent deux phases afin de repé-

rer les itemsets à haute utilité. La première phase est généralement employée pour créer un

ensemble d’itemsets candidats à haute utilité en surestimant leurs valeurs d’utilité.

Dans la deuxième phase, les algorithmes procèdent à une analyse de la base de données

afin de déterminer l’utilité exacte des candidats et de filtrer les ensembles d’éléments à faible

utilité.

Plusieurs algorithmes ont été créés en se basant sur cette idée, comme les algorithmes Two-

Phase, IHUP et UPGrowth [2, 15].

Afin de relever les défis de la recherche d’itemsets à haute utilité (HUIM) et de réduire l’es-
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pace de recherche, les algorithmes à deux phases utilisent la mesure d’utilité pondérée par les

transactions, également connue sous le nom de Transaction-Weighted Utilization (TWU), qui

représente une borne supérieure de la mesure d’utilité [16]. La TWU permet de minimiser l’es-

pace de recherche de manière sûre et d’ignorer les itemsets à faible utilité tout en ne manquant

aucun ensemble d’éléments à haute utilité. La mesure TWU est utilisée par les algorithmes ba-

sés sur deux phases dans leurs stratégies d’élagage afin d’éliminer les itemsets non promoteurs

(itemsets à faible utilité).

Etant donnée une base de données transactionelle quantitative D, pour pouvoir calculer la

mesure TWU des itemsets de D, il est nécessaire d’abord de commencer par le calcule des

utilités des transactions de D :

Definition 9 (Utilité d’une transaction) : L’utilité d’une trancation Tc de la base D est la

somme des utilités de tous les items inclus dans Tc. l’utilité d’une transaction Tc est représentée

par u(Tc) et calculée comme suit : TU(Tc) = ∑x∈T u(x,Tc).[16].

Exemple :

On prend toujours la base représentée par les Tableaux 3.2 et 3.3, TWU(T 3) = u(a,T 3)+

u(c,T 3)+u(e,T 3) = (2×5)+(6×1)+(2×3) = 22.

Definition 10 (TWU d’un itemset) : TWU d’un itemset X est la somme des utilités des

transactions qui contiennent X. En d’autres termes, TWU(X) = ∑T tu(Tc) ∀c ∈ g(X).

Exemple :

L’itemset bc apparaît dans trois transactions T 0, T 1 et T 4. Donc, TWU(bc) = u(T 0) +

u(T 1)+u(T 4) = 25+20+9 = 54.

En se basant sur la mesure TWU, la propriété suivante est utilisée par les algorithmes à

deux phases pour élaguer l’espace de recherche :

Propriété 1 (Elagage de l’espace de recherche à l’aide de la borne superieure TWU) :

Pour tout itemset X , si TWU(X) < MinUtil, cela signifie que X est un itemset à faible utilité,

ainsi que tous ses sur-ensembles. Par conséquent, on peut ignorer cet itemset X ainsi que tous

ses sur-ensembles.
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3.6.1 Fonctionnement des algorithmes à deux phases

Les algorithmes à deux phases fonctionnent de la façon suivante [16] :

• Phase 1 : Dans cette phase, ces algorithmes calculent d’abord le TWU des itemsets dans

l’espace de recherche. Pour un itemset X :

- Si TWU(X)< MinUtil, alors X et tous ses supersets ne peuvent pas être des item-

sets à haute utilité. Ils peuvent donc être éliminés de l’espace de recherche sans qu’il

soit nécessaire de calculer leurs TWU.

- Sinon, X et ses supersets peuvent être sélectionnés comme itemsets à haute utilité.

Ainsi, X est conservé et sauvegardé en mémoire en tant qu’itemset candidat à haute

utilité et ses supersets seront explorés.

• Phase 2 : On calcule l’utilité exacte de chaque itemset candidat X trouvé lors de la

phase 1 en parcourant la base de données. Si u(X) est supérieur à MinUtil, alors X sera

conservé car X est un itemset à haute utilité.

3.6.2 Avantages des processus à deux phases

• Ces algorithmes surestiment certains itemsets à faible utilité durant la première phase,

mais ils ne sous-estiment jamais les itemsets à haute utilité. Par conséquent, ces algo-

rithmes garantissent l’obtention de tous les itemsets à haute utilité dans la base [16].

• Les algorithmes à deux étapes ont la capacité de repérer tous les itemsets essentiels tout

en minimisant l’espace de recherche afin d’améliorer leurs résultats [16].

3.6.3 Inconvénients des algorithmes à deux phases

• Les algorithmes basés sur deux phases peuvent entraîner des dépenses en temps de

calcul et en ressources, notamment pour les ensembles de données volumineux ou les

problèmes de grande taille.

• Ces algorithmes explorent l’espace de recherche sous la forme d’un graphe sans utiliser

la base de données. Par conséquent, cette exploration peut créer des itemsets candidats

qui ne sont même pas présents dans la base de données [14].

• Ces algorithmes effectuent des scans répétitifs de la base de données afin de déterminer

les TWU et les utilités précises des itemsets. Les scans répétitifs de la base entraînent

une durée très longue de ces algorithmes [7].
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3.7 Algorithmes basés sur une phase

Par la suite, afin de contourner les contraintes des algorithmes basés sur deux étapes, une

deuxième catégorie d’algorithmes a vu le jour avec l’émergence de l’algorithme HUI-Miner

qui ne requiert qu’une seule étape pour découvrir HUIM [17].

Une structure appelée utility-list est utilisée par HUI-Miner pour stocker à la fois des in-

formations d’utilité sur les itemsets et des informations heuristiques afin de réduire l’espace de

recherche et d’éviter la génération coûteuse de nombreux itemsets candidats, comme le font les

algorithmes de deux phases[17].

Les algorithmes basés sur une seule phase sont plus efficaces que les algorithmes de deux

phases en raison de l’introduction de nouvelles bornes supérieures (upper-bounds) sur l’utilité.

Ces bornes supérieures sont basées sur l’utilité précise des itemsets, ce qui permet d’élaguer

une plus grande partie de l’espace de recherche par rapport à la mesure TWU.

Ces bornes supérieures comprennent les utilités restantes (utilité restante) ainsi que des

mesures plus récentes comme l’utilité locale (utilité locale) et l’utilité de sous-arbre (utilité de

sous-arbre) [2].

L’utility-list structure est une façon pour représenter les itemsets. Cette représentation per-

met de calculer rapidement l’utilité des différents itemsets sans besoin de scanner la base de

données. De plus, utility-lists de itemsets larges peuvent être rapidement créées en joignant des

utility-lists des itemsets courts [7].

Definition 11 (Utility-list d’un itemset X) : Etant donnée une base de données quantita-

tive D, un ensemble d’items I = {i1, i2, . . . , in} et une relation d’ordre total ≻ prédéfinie sur

l’ensemble des items I. L’utilité-liste de X , dénotés par ul(X), est un ensemble de tuples de

la forme (Tid, iutil, rutil). Chaque tuple représente une transaction contennat l’itemset X . Plus

précisement, Tid est l’identifiant de la transaction qui contient X . iutil correspond à l’utilité de

X dans la transaction Tid, tandis que la fonction rutil correspond à l’utilité restante définie par

[17] :

rutil(X) = ∑
i∈T

u(i,Tid)

L’utilité exacte d’un itemset X peut être facilement déterminée à l’aide de sa utility-list sans

besoin de scannner la base. Plus précisément, l’utilité de l’itemset X est obtenue en sommant
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toutes les valeurs iutil présentes dans sa utility-list.

Exemple :

Prenons toujours la base transactionelle présentée dans les tableaux 3.2 et 3.3, Les utilité-

lists des itemsets {a}, {d} et {a,d} sont illustrées par la Figure 3.1.

FIGURE 3.1 – Les utility-lists des itemsets {a}, {d} et {ad}.

L’utilité exacte de l’itemset {ad} est u{ad}= 11+7 = 18.

De plus, il est possible d’utiliser les utility-lists pour élaguer l’espace de recherche en utili-

sant une nouvelle borne supérieure appelée la borne supérieure de l’utilité restante, en anglais,

remaining utility upper bound. Cette borne supérieure est plus plus éfficace que la borne TWU.

Definition 12 (Remaining utility upper-bound (reu) : Etant donné un itemset X avec sa

utility-list correspondante ul(X), Remaining utility upper-bound (reu) de X , denotée par ru(X),

est la somme de toutes les iutil et rutil de X . Formellement :

ru(X) = ∑
e∈ul(X)

(e. iutil + e.rutil).

Exemple :

La Figure 2.1 montre que l’utilité restante de l’itemset {ad} est :

ru({ad}) = 11+7+3+0 = 21.

Propriété 2 (Élagage de l’espace de recherche à l’aide d’une liste d’utilitaires en utili-

sant la borne supérieure remaining utility) :
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Etant donné un itemset X avec sa utility-list ul(X), si la somme des valeurs iutil et rutil dans

ul(X) est inférieure au seuil d’utilité minimum (MinUtil), X et toutes ses extensions (supersets)

sont des itemsets de faible utilité.

Exemple :

La Figure 2.1 montre que ru({ad}) = 11+ 7+ 3+ 0 = 21. En choisissant 25 comme va-

leur de seuil d’utilité, MinUtil = 25, l’utilisateur éliminera l’itemset {ad} avec tous ses sur-

ensembles car ils ont sertainement une utilité inférieur à MinUtil = 25.

3.8 L’algorithme FHM (Faster High-Utility Itemset Mining

Algorithm)

L’algorithme FHM, qui est l’acronyme de Faster High-Utility Itemset Mining Algorithm,

est l’un des algorithmes les plus populaires de HUIM [10]. FHM est basé sur une seul phase

et utilise la structure utility-list pour extraire les itemsets a haute utilité. Il a été démontré que

FHM a une vitesse de 7 fois supérieure à celle d’HUI-Miner [11].

Algorithme 1 prsenté le processus de la fouile des itemsets à haute utilité avec l’algorithme

FHM. FHM necessite deux entrée : (1) Une base de données transactionnelle quantitative D et

(2) Le seuil minimal d’utilité (MinUtil) spécifié par l’utilisateur sous forme d’une valeur ou

percentage. FHM opte pour une approche de recherche en profondeur (DFS) afin d’explorer

l’espace de recherche et retourner tous les itemsets à haute utilité dans D [10]. Notez que,

durant le processs de l’exploration des itemsets, trois stratégies d’élagage sont adopter pour

accélérer l’exploration et éviter le traitement des itemsets non promoteurs. En d’autre termes,

les itemsets à faible utilité.

Algorithm 1 The FHM algorithm.
Input : D : a transaction database, MinUtil : a user-specified threshold
Output : the set of high-utility itemsets

1. Scan D to calculate the TWU of single items ;

2. I∗← each item i such that TWU(i) ≥MinUtil ;

3. Let ≻ be the total order of TWU ascending values on I∗ ;

4. Scan D to build the utility-list of each item i ∈ I∗ and build the EUCS;

5. Search( /0, I∗, MinUtil, EUCS) ;
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3.8.1 Les étapes principales de FHM

Nous allons maintenant expliquer les étapes de FHM :

Etape1 : Calculer la mesure TWU des items initiaux et eliminer les items non promo-

teurs

Initialement, FHM calcule la mesure TWU de chaque item dans la base de données (line

1). La mesure TWU d’un item est la somme des transactions contenant cet item. FHM applique

ensuite la première stratégie d’élagage et élimine tous les items ayant une TWU inférieure à

MinUtil et conserver seulemnt les items promoteurs (line 2).

Etape 2 : Construire les Utility-lists des itemset promoteurs et construire la structure

EUCS

FHM scane la base de données pour la deuxième fois pour construire les utility-lists des

itemsets initiaux qui ont été conservé dans la premiére étape. De plus, FHM construire la struc-

ture de données EUCS (Estimated Utility Co-Occurrence Structure).

Defintion 13 (La structure EUCS (Estimated Utility Co-Occurrence Structure)) :

Etant donné une base de données quantitative D, EUCS est une structure de données com-

posée d’un ensemble de triplets de la forme (a, b, c) sachant que : a et b sont deux items de la

base D et c est la valeur de TWU de l’itemset {ab}. Formellement :

EUCS = (a,b,c = TWU(ab))/aetb ∈ I∗etc ∈ R+

EUCS contient tous les co-occurrences des items de la base D avec les valeurs TWU corres-

pondantes. Cette structure sera ensuite exploitée par FHM pour élaguer l’espace de recherche

d’une façon éfficace.

La figures ci-dessous présentent l’Utilité Totale (TU) et les valeurs de l’Utilité de Transac-

tion Pondérée (TWU) ainsi que la structure de la Co-occurrence d’Utilité Estimée (EUCS), qui

correspondent à la base de données illustrée dans les tableaux 3.2 et 3.3.

24



FIGURE 3.2 – Utilités des transactions (à gauche), valeurs TWU (au centre) et structure EUCS
(à droite).

Etape 3 : Effectuer la procédure de recherche récursive

Une fois que l’EUCS est construit, on entame une exploration approfondie des itemsets en

utilisant la procédure de recherche récursive (ligne 5). La Figure 3.3 illustre la procédure de

recherche récursive. L’objectif de cet algorithme consiste à représenter l’ensemble des item-

sets possibles sous forme d’un graphe, puis à effectuer une recherche par profondeur afin de

l’explorer.

L’algorithme commence des itemsets de taille 1 et explore les itemsets de plus grande taille

en effectuant le processus de construction (Voir line 10 de Figure 3.3).

La Figure 3.4 présente le processus de construction. La construction des utility-lists d’item-

sets plus grands nécessite de combiner les utility-lists des petits itemsets. La réalisation de cette

construction ne nécessite pas de scanner la base de données.
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FIGURE 3.3 – La procédure de recherche récursive de FHM.

Un exemple de construction de l’utility-list de l’itemset ad à partir des itemsets a et d est

présenté la Figure 3.5.

Il est important de noter que FHM ne procède pas de manière naïve au processus de

construction, mais vérifie d’abord s’il est nécessaire de le faire ou non. Cette vérification est

effectuée en utilisant deux stratégies d’élagage afin d’éviter de créer des utility-lists pour des

itemsets qui ne sont certainement pas promoteurs.

FHM adopte deux méthodes d’élagage : (1) l’élagage par l’utilité restante (remaining uti-

lity) et (2) l’élagage par co-occurrence d’utilité (co-occurrence-based pruning). Nous avons

déjà donné une explication approfondie de l’utilité restante ; le lecteur peut consulter Définition

12 et Propriété 2 pour obtenir plus de détails.

Nous allons maintenant expliquer l’élagage par co-occurrence, qui est basé sur la structure

EUCS présentée précédemment. L’élagage par co-occurrence, également connu sous le nom

co-occurrence based pruning, repose sur la structure EUCS et il est défini par la propriété

suivante :

Propriété 4 (Élagage de l’espace de recherche à l’aide l’co-occurrence d’utilité) : Soit

une base de données transactionnelle D avec sa structure EUCS correspondante, et deux items
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FIGURE 3.4 – L’algorithme de construction de FHM.

FIGURE 3.5 – Un exemple de construction de l’itemset ad à partir des items a et d.

x et y de D. On extrait le triple (a,b,c) de la structure EUCS, sachant que a = x et b = y. Si la

valeur de c est inférieure au seuil MinUtil, alors l’itemset xy ainsi que tous ses sur-ensembles

sont des itemsets non promoteurs (itemsets à faible utilité). Par conséquent, on peut les éliminer.

Etape 4 : Retourner l’ensemble de tous les itemsets à haute utilité

Durant la procédure de recherche récursive, l’algorithme vérifie l’utilité exacte des itemsets

courants et conserve ceux qui ont une haute utilité. Une fois que la procédure récursive est

terminée, FHM retourne à l’utilisateur l’ensemble de tous les itemsets à haute utilité.
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3.9 Les algorithmes HGB & HGB-All

HGB et HGB-All sont deux algorithmes proposés pour l’extraction de règles d’association à

haute utilité [18]. HGB est l’acronyme de High Utility Generic Basis. HGB-All est conçu pour

trouver toutes les règles d’association à haute utilité, tandis que l’algorithme HGB trouve uni-

quement les règles d’association non redondantes, qui constituent un sous-ensemble de toutes

les règles.[18]

Les techniques d’exploration de règles d’association sont étudiées de manière exhaustive

par les chercheurs pour découvrir les relations entre les ensembles d’éléments à l’aide de me-

sures statistiques de support et de confiance. Cependant, ils ne fournissent aucune implication

sémantique entre les ensembles d’éléments, telle qu’une relation par rapport à l’utilité. Pour

fournir une relation sémantique entre les ensembles d’éléments, nous avons utilisé la mesure de

confiance d’utilité pour exploiter les règles d’association dans l’extraction d’ensembles d’élé-

ments à haute utilité [18].

Avant de présenter les algorithmes permettant d’obtenir des règles à haute utilité, nous

devons d’abord expliquer ce qu’est une règle à haute utilité et comment elle est déterminée

avec la mesure utility-confidence.

Définition 14 (Les régles d’association) : Une régle d’association est une implication de

la forme : R : X−>Y , où X ,Y ∈ I et I est l’ensemble des items. X est connu comme antécédent

du règle, Y est appelé conséquent de la règle, et X ∩Y .

Définition 15 (la mesure utility-confidence d’une régle) : l’utility-confidence d’une régle

R est notée ucon f (R) et définie par :

ucon f (R) =
luv(X ,X ∪Y )

u(X)

où luv(X ,X ∪Y ) est la valeur d’utilité locale de X dans l’itemset X ∪Y et définie par la somme

des valeurs d’utilité X dans toutes les transactions contenant X ∪Y .

L’utility-confidence de la règle R : X−>Y reflète la part d’utilité de itemset X à l’utilité de

X ∪Y . Cela signifie que la fraction de l’utilité de X est couverte par X ∪Y . Elle est similaire à la

mesure de support-confiance classique, sauf qu’elle est basée sur la valeur d’utilité d’itemsets.
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3.9.1 Définition formelle des régles d’association à haute utilité, High Uti-

lity Association Rules Mining (HUARM)

On dit qu’une régle de la forme X− > Y est une régle d’association à haute utilité si les

trois conditions suivante sont vérifiées :

1. L’antécédent X est un itemset à haute utilité.

2. X ∪Y est un itemset à haute utilité.

3. L’utility-confidence de la règle X−> Y n’est pas inférieure au seuil de confiance mini-

mum MinCon f . Notez que, l’utility-confidence est définie comme la somme des valeurs

d’utilité des éléments de X dans les transactions contenant X ∪Y , divisée par l’utilité de

X .

3.9.2 Les étapes principales de l’algorithme HGB & HGB-All

Le processus général pour obtenir les règles d’association à haute utilité est présenté dans

l’Algorithme 2. L’utilisateur peut sélectionner soit d’avoir toutes les règles à haute utilité dans

la base (ALL-HAR), soit d’obtenir uniquement les règles non redondantes (NHAR).

Algorithm 2 The overall process of generation of utility based non-redundant association
rules.
Input : D : a transaction database, MinUtil : a user-specified utility threshold, MinConf : a
user-specified utility confidence,
Output : the set of high-utility association rules

1. Construct the initial utility-lists of items ;

2. Discover the set of HUIs ;

3. Discover the set of High utility closed itemsets (HUCI) and generators ;

4. Generate the set of non high utility association rules (NHARs) ;

5. if The user looks for all HARs then
6. Generate all HARs form NHARs

end
7. Output the desired rules

HGB ou HGB_All prend en entrée une base de données transactionnelle avec des informa-

tions d’utilité, un seuil d’utilité minimum MinUtil (un entier positif) et un seuil de confiance

minimum MinCon f (une valeur double représentant un pourcentage). Voici les étapes à suivre

pour obtenir les règles à haute utilité :

29



Étape 1 : Construire les Utility-lists des itemsets initiaux

Comme pour l’algorithme FHM, il est d’abord nécessaire de construire les utility-lists des

items initiaux.

Étape 2 : Extraire les itemsets à haute utilité

La deuxième étape consiste à extraire tous les itemsets à haute utilité en utilisant un algo-

rithme similaire à l’algorithme FHM appelé FHIM [18]. FHIM contient des stratégies d’élagage

supplémentaires pour accélérer l’exploration de l’espace de recherche.

Étape 3 : Extraire les itemsets à haute utilité fermés (Closed high utility itemsets (CHUIs))

La troisième étape consiste à extraire tous les itemsets à haute utilité fermés en utilisant

l’algorithm HUCI-Miner, qui représentent une des représentations concises des patterns. Un

itemset à haute utilité est appelé fermé s’il n’a pas de sur-ensembles apparaissant dans les

mêmes transactions (ayant le même support), c’est-à-dire :

CHUIs = X |X ∈ HUIs et il n′existe pas Y ∈ HUIs tels que X ⊂ Y et Supp(X) = Supp(Y )

Notez que les représentations concises sont utilisées pour obtenir un ensemble de patterns mi-

nimal mais représentatif et éviter d’obtenir un grand nombre d’itemsets, car cela compliquerait

l’utilisation et l’interprétation d’un grand nombre de patterns. Dans ce contexte, HGB et HGB-

All utilisent les itemsets fermés (closed itemsets) pour obtenir par la suite un ensemble de règles

sans redondance.

Étape 4 : Extraire les règles non redondantes à haute utilité

À partir de l’ensemble des itemsets à haute utilité fermés, l’algorithme HGB va découvrir

les règles à haute utilité non redondantes. En général, une règle d’association non redondante

est une règle avec un antécédent minimal et un conséquent maximal. Dans le cadre de l’utility-

confidence, une règle non redondante est appelée une règle générique de haute utilité (high

utility generic rule, HGR). L’ensemble de toutes les règles non redondantes avec haute utilité

est appelé NHARs (Non-redundant High Utility Association Rules).

Étape 5 : Extraire toutes les règles à haute utilité
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Cette étape est optionnelle, elle est effectuée si l’utilisateur souhaite obtenir toutes les règles

à haute utilité (all high utility association rules, All-HARs).

3.10 Comparaison entre l’algorithme FHM et lgorithme HGB-

ALL

L’algorithme HGB-ALL (High Utility Association Rules Mining with All Items)a été sug-

géré par Sahoo et ses collègues (2015) afin d’extraire des règles d’association à grande utilité.

Cet algorithme de post-traitement exploite les résultats de l’algorithme HUCI-Miner afin d’ex-

traire ces règles.

En revanche, l’algorithme FHM (Fast High Utility Itemset Mining) est un algorithme qui

permet d’extraire des ensembles d’éléments à grande utilité. Il emploie des méthodes sophisti-

quées comme la Structure de Co-Occurrence d’Utilité Estimée (EUCS) et la liste d’utilité afin

d’optimiser l’extraction des ensembles d’éléments à grand usage [19].

3.11 Conclusion

Ce chapitre présente une analyse approfondie du domaine de la fouille de motifs. Tout

d’abord, nous avons exposé le problème fondamental de ce domaine, qui consiste à fouiller

les itemsets fréquents. Par la suite, nous avons fourni une explication détaillée de la recherche

des itemsets à haute utilité en utilisant FHM, l’un des algorithmes les plus répandus dans cette

discipline. Enfin, nous avons évoqué une extension extrêmement importante du problème de

la fouille des itemsets à haute utilité (HUIM). Cette extension consiste à chercher les règles

d’association à haute utilité en utilisant les algorithmes HGB et HGB_All.
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Chapitre 4

Implémentation et Interprétation

4.1 Introduction

Dans le chapitre "Implémentation et interprétation", nous appliquons les algorithmes pré-

sentés dans cette étude pour extraire les itemsets à haute utilité (HUIs) et les règles à haute uti-

lité (HARs). L’application de ces algorithmes est effectuée sur deux bases de données réelles :

l’une contient les ventes réalisées dans une pharmacie et l’autre contient les ventes d’une bou-

tique de fruits. L’extraction des motifs de ces bases est suivie par une interprétation des résultats

obtenus.

Nous commecons par la présenation des outils de développement utilisés dans notre étude

tels que Java, Python, NetBeans, et la bibliothèque SPMF pour extraire les ensembles des

patterns désirés. De plus, nous détaillons la configuration de ces outils et comment nous avons

intégré les algorithmes de HUIM dans notre environnement de développement.

Pour les langages de programmation, notre choix s’est porté sur Java et Python. Python,

connu pour sa simplicité et sa flexibilité en tant que langage interprété, il a été utilisé pour

convertir notre base de données de transactions au format SPMF, profitant de ses bibliothèques

riches pour le traitement et l’analyse des données. En parallèle, Java, réputé pour sa polyvalence

et sa puissance, a été employé dans notre projet pour exploiter la bibliothèque SPMF spécialisée

dans l’exploration de modèles et de bases, facilitant ainsi l’implémentation des algorithmes

d’exploration de modèles.
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Nous avons intégré la bibliothèque SPMF (Sequential Pattern Mining Framework) dans

notre environnement de développement, SPMF est une bibliothèque Java spécialisée dans la

fouille de motifs et de règles. Cette intégration a été cruciale pour la mise en œuvre des algo-

rithmes FHM et HGB-All. En utilisant Java, nous avons pu bénéficier de la performance et de la

fiabilité de SPMF, tout en ayant la flexibilité nécessaire pour manipuler et analyser les résultats

obtenus.

Finalement, pour compléter ce chapitre, nous avons mené une étude comparative évaluant

les performances des deux algorithmes sur différentes bases de données, notamment en termes

de temps d’exécution, d’utilisation de la mémoire et de nombre de motifs découverts. De plus,

nous avons tenté d’interpréter certains résultats en analysant quelques patterns extraits lors de

l’application des algorithmes.

4.2 Outils de développement et langages utilisés

4.2.1 Java

Java est un langage de programmation polyvalent et puissant, lancé par Sun Microsystems

en 1995. Il offre une portabilité, une sécurité et des performances élevées, grâce à la JVM. Sa

communauté active et ses nombreuses bibliothèques en font un choix populaire pour développer

différentes applications. En bref, Java est largement utilisé dans le monde numérique pour sa

fiabilité et sa polyvalence [20].

4.2.2 Python

Python, conçu par Guido van Rossum et publié en 1991, est un langage de programmation

populaire utilisé dans divers domaines tels que le développement web backend, l’analyse de

données, l’intelligence artificielle et l’informatique scientifique. Il est prisé pour sa compatibi-

lité multi-plateforme avec Windows, Mac, Linux et Raspberry Pi.Sa polyvalence, sa puissance

et sa facilité d’utilisation en font un outil précieux pour la création d’applications Web, l’ana-

lyse de données, l’intelligence artificielle et bien plus encore [21].
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4.2.3 NetBeans

NetBeans est un environnement de développement intégré (IDE) répandu pour le langage

de programmation Java, il fournit une gamme complète d’outils et de fonctionnalités pour

aider les développeurs à coder, déboguer et déployer des applications Java. NetBeans est Open

source et disponible gratuitement. il prend en charge divers frameworks et technologies, tels

que JavaFX, Spring, Hibernate et Maven, et il est également compatible avec les systèmes

d’exploitation Windows, MacOS et Linux [22].

4.2.4 La bibliothèque SPMF (Sequential Pattern Mining Framework)

SPMF, une bibliothèque de data-mining open source basée sur Java, SPMF se spécialise

dans les tâches de la fouille des motifs. Avec 262 algorithmes, il couvre la fouille des règles

d’association, le clustering, la fouille des itemsets fréquents, des itemsets à haute utilité, etc. Sa

légèreté et sa facilité d’utilisation le rendent polyvalent. Les capacités d’intégration de SPMF

s’étendent aux projets Java et à d’autres langages comme Python et R. La version 2.62, publiée

le 12 juin 2024, marque sa dernière mise à jour [23].

4.3 Le premier cas d’étude : La base Pharmacie

4.3.1 Présentation de la base Pharmacie

Notre premier cas d’étude est une base de données provenant d’une pharmacie. Cette res-

source essentielle regroupe des informations détaillées sur les produits disponibles dans une

pharmacie. Les données collectées sont organisées dans deux fichiers Excel distincts. Le pre-

mier fichier contienent les médicamenets achetées par les différents clients et le deuxième fi-

chier contient la liste de tous les produits avec leurs informations.

Cette base contient les enregistrements réels des transactions des clients entre le 12/09/2022

et le 21/03/2023. Le nombre total de produits dans la base est 672, et le nombre total de tran-

sactions s’élève à 2720.

Les deux figures suivantes offrent un aperçu visuel des données contenues dans ces deux

fichiers.
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FIGURE 4.1 – Un extrait du fichier contenant la liste des transactions de la base Pharmacie.

FIGURE 4.2 – Un extrait du fichier contenant la liste des produits de la base Pharmacie.

4.3.2 Prétraitement de la base Pharmacie

La base de données ne peut pas être utilisée directement avec les algorithmes FHM et

HGB-All de SPMF, car SPMF nécessite que la base de données soit dans un format spécifique

(format SPMF). Après avoir nettoyé les données pour éliminer les doublons, gérer les valeurs
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manquantes ou aberrantes, et vérifier la cohérence des informations telles que les quantités

vendues et les montants de vente, nous avons implémenté le processus de conversion au format

SPMF à l’aide d’un script Python. Voici un aperçu de ce script Python pour effectuer cette

conversion.

FIGURE 4.3 – Script Python utilisé pour formater les données au format SPMF.

Après le passage au format SPMF, la base de données est représentée sous forme de transac-

tions où chaque transaction correspond à un achat d’un client. La Figure 4.4 donne un aperçu

de la base de données après la conversion au format SPMF.

De plus, nous avons créé un script en Python afin de transformer un format SPMF conte-

nant des valeurs décimales en un format SPMF avec des valeurs entières. Cette conversion est

indispensable, car certains algorithmes de HUIM, y compris FHM, n’acceptent que les valeurs
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FIGURE 4.4 – Un extrait du fichier SPMF de la base Pharmacie.

entières. Le script Python permettant d’effectuer cette conversion est illustré dans la Figure 4.5.

FIGURE 4.5 – Script Python pour convertir les utilités de valeurs flottantes en valeurs entières.

La Figure 4.6 montre la forme de la base après cette deuxième conversion.

FIGURE 4.6 – Un extrait du fichier SPMF de la base Pharmacie (avec des valeurs d’utilité de
type entier).
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4.3.3 L’étape de fouille de données

A) Vous pouvez obtenir NetBeans en le téléchargeant directement depuis le site officiel de

NetBeans, accessible via le lien suivant : https://netbeans.apache.org.

B) Nous avons téléchargé la bibliothèque SPMF (version du code source) à partir du lien

suivant : https://www.philippe-fournier-viger.com/spmf/.

C) Après avoir initié un nouveau projet Java, nous avons intégré la bibliothèque SPMF

dans le répertoire source (src) de ce projet.

4.3.4 Exécution de l’algorithme FHM

À Présent, nous allons exécuter l’algorithme FHM sur la base de données de la pharmacie,

puis nous procéderons à une analyse des résultats.

La Figure 4.7 présente un exemple d’exécution de FHM avec la base Pharmacie, en utilisant

la classe MainTestFhm-Float.java de SPMF. Le fichier de données est pharmacie.txt, et le seuil

minimal d’utilité (MinUtil) est de 350 000. Les motifs trouvés par FHM sont enregistrés dans

un fichier texte de résultats.

FIGURE 4.7 – Exécution de l’algorithme FHM avec la base Pharmacie.
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4.3.4.1 Les résultats obtenus

Les résultats obtenus lors de l’application des algorithmes FHM ont été évalués selon trois

critères : le temps d’exécution, l’utilisation de la mémoire et le nombre de motifs découverts.

L’algorithme FHM a été testé avec plusieurs valeurs de seuil MinUtil, variant de 170 000

à 350 000. Les résultats de l’algorithme FHM sont résumés dans le Tableau 4-1 et illustrés

dans les Figures 4.8, 4.9 et 4.10. La Figure 4.10 montre que le nombre de motifs découverts

TABLE 4.1 – Les résultats de FHM avec la base Pharmacie.

Minutil 170000 175000 185000 200000 225000 250000 275000 300000 325000 350000
Temps
(MS)

1598 1024 757 301 93 61 65 63 47 55

Mémoire
(MB)

248.96 124.98 62.92 31.89 5.58 4.34 4.34 3.72 3.72 3.72

Nombre
de HUIs

535899 372539 162992 28657 273 39 22 14 12 10

FIGURE 4.8 – Temps d’exécution de FHM avec la base Pharmacie.

par FHM diminue à mesure que la valeur du seuil MinUtil augmente. En effet, l’augmentation

de MinUtil entraîne une augmentation du nombre des motifs non promoteurs (dont l’utilité est

inférieure à MinUtil) et une diminution des itemsets à haute utilité. Ainsi, lorsque la valeur

du seuil est élevée, les stratégies d’élagage éliminent davantage d’itemsets non promoteurs.
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FIGURE 4.9 – Mémoire utilisée par FHM avec la base Pharmacie.

FIGURE 4.10 – Nombre d’itemsets découverts par FHM avec la base Pharmacie.

Par conséquent, le temps d’exécution et l’utilisation de la mémoire diminuent également avec

l’augmentation de MinUtil, comme illustré dans les Figures 4.8 et 4.9.
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4.3.4.2 Exemples de motifs découverts par FHM

La Figure 4.11 montre un extrait du fichier des résultats obtenus après l’exécution de FHM.

On y constate que les motifs retournés incluent seulement les numéros des produits achetés,

sans les noms correspondants. Il est donc nécessaire d’associer ces numéros à leurs noms pour

chaque motif afin de les interpréter. Pour cela, un script Python a été mis au point. Il prend en

entrée un fichier texte avec les motifs de haute utilité (HUI) et leurs valeurs, ainsi qu’un fichier

Excel qui associe les identifiants des produits à leurs noms. Le script génère ensuite un fichier

texte où chaque produit est identifié par son nom avec son utilité.

FIGURE 4.11 – Un extrait des itemsets à haute utilité découverts par FHM dans la base Phar-
macie avec MinUtil=350000.

Le script Python permettant cette tache est présenté par la Figure 4.21.

a) Exemple 1 : (FHM avec MinUtil= 350000) avec interprétation

En appliquant le script présenté juste avant, nous obtenons l’ensemble des itemsets décou-

verts par FHM dans un format plus lisible, car les noms des produits sont indiqués. Le résultat

de l’application du script est montré dans la Figure 4.13.

Selon la Figure 4.13, les données indiquent que DOXYLIN 50% KG est le médicament ayant

la plus large utilité. ce médicament est principalement utilisé pour le traitement des infections

respiratoires. Il est souvent combiné avec d’autres médicaments, tels que des suppléments vi-

taminiques et des anti-inflammatoires, dans une approche de traitement intégrée.

Une attention particulière est accordée à l’utilisation fréquente d’anti-inflammatoires comme
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FIGURE 4.12 – Script Python pour obtenir les noms des produits de chaque itemset découvert
par FHM dans la base Pharmacie.

FIGURE 4.13 – Un extrait des itemsets à haute utilité découverts par FHM dans la base Phar-
macie avec MinUtil=350000 (incluant les noms des produits)

ALGICOX, qui est largement vendu pour ses propriétés analgésiques et anti-inflammatoires.

Dans les exemples observés, plusieurs combinasons d’items (itemsets) ont été identifiées :

• La combinaison VIGAL 100G 2X / DOXYLIN 50% KG, qui cible à la fois les infec-

tions gastro-intestinales et respiratoires de manière synergique.

• L’utilisation de KELA NEOXYVITAL 500 G en association avec DOXYLIN 50% KG,

ce qui semble viser à améliorer la santé globale tout en traitant les infections respira-

toires.

• L’association d’ALGICOX 500ML avec ALGICOX01L, ce qui suggère une utilisation

combinée d’anti-inflammatoires pour des traitements intensifs.
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4.3.5 Exécution de l’algorithme HGB-All

L’algorithme HGB-All est conçue pour extraire des règles d’association à haute utilité en

utilisant les résultats de l’algorithme HUCI-Miner [18].

La Figure 4.14 présente un example d’exécution de HGB-All avec la base Pharmacie.

L’execution est effectuée en utilisant la classe principale MainTestHGB-all de SPMF. La veleur

minimale de l’utilisé dans cet expmle est fixée à 260000. Après l’exécution, les règles d’asso-

ciation sont enregistrées dans "HGB-all-260000.txt" avec une confiance minimale de 0.5. Les

statistiques de performance sont également fournies pour évaluer l’efficacité de l’algorithme

dans la découverte de règles d’association à haute utilité.

FIGURE 4.14 – Exécution de l’algorithme HGB-All avec la base Pharmacie.

4.3.5.1 Les résultats obtenus

Nous avons étudié l’algorithme HGB-All en évaluant ses performances selon trois critères

principaux : le temps d’exécution, l’utilisation de la mémoire et le nombre de HARs (High-

Utility Association Rules). Des tests ont été effectués en modifiant les valeurs MinUtil de

205000 à 290000, tandis que la valeur du seuil minimal de corrélation, MinCon f , a été main-

tenue à 0.5. Les résultats de ces tests sont présentés dans le Tableau 4.2 et illustrés à travers les
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Figures 4.15, 4.16 et 4.17.

TABLE 4.2 – Les résultats de HGB-All avec la base Pharmacie.

MinUtil 205000 210000 215000 220000 235000 245000 250000 260000 280000 290000
Temps
(ms)

9494 824 455 47 9 9 17 15 4 4

Mémoire
(MB)

141,71 44,27 11,23 17,36 5,58 4,93 4,96 4,96 4,34 4,34

Nombre
de
HARs

625721 166688 36545 6923 352 60 24 17 7 5

FIGURE 4.15 – Temps d’exécution de HGB-All avec la base Pharmacie.

L’analyse indique que l’augmentation de la valeur de MinUtil semble avoir un impact posi-

tif sur les performances globales de l’algorithme en termes de temps d’exécution et d’utilisation

de la mémoire. Cela s’explique par le fait que l’augmentation de la valeur de MinUtil réduit

l’espace de recherche puisque le nombre d’itemsets à faible utilité est diminué. La réduction

de l’espace de recherche a une influence directe sur le temps d’exécution et l’utilisation de la

mémoire. De plus, le nombre de règles d’association à haute utilité est également réduit.

4.3.5.2 Exemples de règles d’association à haute utilité découverte par HGB-All

Dans le cadre de l’analyse des règles d’association à haute utilité dans la base Pharmacie,

nous devons interpréter les résultats fournis par l’algorithme HGB-All. Pour cet objectif, nous

avons développé un script qui charge le fichier Excel contenant les désignations des produits
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FIGURE 4.16 – Mémoire utilisée par HGB-All avec la base Pharmacie.

FIGURE 4.17 – Nombre de règles d’association à haute utilité découvertes par HGB-All avec
la base Pharmacie.

ainsi que le fichier texte généré après l’exécution de HGB-All de SPMF. Le script remplace les

codes des produits par leurs désignations correspondantes dans le fichier texte, puis écrit les

résultats modifiés dans un nouveau fichier de sortie. Cette procédure facilite la compréhension

des règles d’association découvertes en remplaçant les codes des produits par leurs noms.

La Figure 4.18 montre le script de conversion, Figure 4.19 présente un extrait des règles dé-

couvertes par HGB-All avec MinUtil = 260000, et Figure 4.20 présente les règles d’association

découvertes avec MinUtil = 260000 après conversion.
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FIGURE 4.18 – Script Python pour obtenir les noms des produits de chaque régle découverte
par HGB-All.

FIGURE 4.19 – Un extrait des règles d’association à haute utilité découvertes par HGB-All
dans la base Pharmacie avec MinUtil= 260000.

a) Exemple 1 : (HGB-All avec MinUtil= 260000 et MinConf = 0.5) avec interprétation

Figure 4.20 présente les règles d’association à haute utilité découvertes par HGB-All avec

MinUtil = 260000 et MinConf=50%. Nous voyons que, le DOXYLIN 50% KG, un antibiotique

à large spectre largement employé, occupe une place centrale dans ces associations, soulignant
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FIGURE 4.20 – Un extrait des règles d’association à haute utilité découvertes par HGB-All
dans la base Pharmacie avec MinUtil= 260000 (incluant les noms des produits).

ainsi son rôle crucial dans le traitement des infections bactériennes. Nous allons essayer d’in-

terpréter quelques régles :

• Règle 1 : DOXYLIN 50% KG NEOMYCINE 50% KG PRO→ ESERVIT AD3EK+B

UTIL : 268966 AUTIL : 271866 UCONF : 0.8632

DOXYLIN 50% KG et NEOMYCINE 50% KG PRO sont des antibiotiques souvent

utilisés ensemble pour traiter des infections bactériennes graves. La forte confiance

(86.32%) indique que ces antibiotiques sont fréquemment associés à ESERVIT AD3EK+B,

qui est un supplément vitaminé, probablement pour renforcer le système immunitaire et

améliorer la réponse au traitement antibiotique.

• Règle 2 : DOXYLIN 50% KG et NEOMYCINE 50% KG PRO→ ACTI TETRA B 1KG

UTIL : 292166 AUTIL : 271866 UCONF : 0.8624

Cette règle montre que DOXYLIN 50% KG et NEOMYCINE 50% KG PRO sont

également fréquemment associés à ACTI TETRA B 1KG, qui est également un autre

antibiotique. Cette régle suggère une stratégie de traitement combiné pour des infections

nécessitant une couverture antibiotique étendue.

b) Exemple 2 : (HGB-All avec MinUtil= 215000 et MinConf = 0.5) avec interprétation

Table 4.3 présente des règles d’association de haute utilité extraites en appliquant HGB-All

avec MinUtil = 215000 et MinCon f = 50%. Ces règles illustrent les associations fréquentes

entre divers antibiotiques, médicaments antiparasitaires et suppléments vitaminiques.

• Une confiance élevée (au-dessus de 70 %) indique des associations très probables, sug-
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gérant des pratiques courantes en traitement.

• Une confiance modérée (entre 50% et 70%) montre des associations utiles mais moins

fréquentes, pouvant indiquer des traitements alternatifs ou complémentaires.

• Les médicaments comme DOXYLIN, NEOMYCINE, ESERVIT, et CEVAZURIL sont

couramment utilisés en combinaison pour traiter diverses infections bactériennes et sou-

tenir la santé des patients.

Par exemple, la régle ACTITETRAB1KG / DOXYLIN50%KG→ ESERVIT AD3EK+B

/ NEOMYCINE50% KG PRO indique que lorsque on utilise ACTITETRAB 1KG et

DOXYLIN 50% KG, il est très probable (83.42%) que ESERVIT AD3EK+B et NEOMY-

CINE 50% KGPRO soient également utilisés. Cela suggère un traitement des infections

bactériennes avec un soutien vitaminique.
TABLE 4.3 – Un extrait des règles d’association à haute utilité découvertes par HGB-All dans
la base Pharmacie avec MinUtil= 215000 et MinConf=0.5

.

High utility association rule Utility Utility
of Ante-
cedent

Utility
Confi-
dence

ACTI TETRA B 1KG / DOXYLIN 50% KG ==> ESERVIT
AD3EK+B / NEOMYCINE 50% KG PRO

275166 222000 0.8342

ACTI TETRA B 1KG / DOXYLIN 50% KG ==> CEVAZURIL /
NEOMYCINE 50% KG PRO

235406 222000 0.5456

ACTI TETRA B 1KG / DOXYLIN 50% KG ==> ALGICOX
500ML / CEVAZURIL

220912 222000 0.5456

ACTI TETRA B 1KG / DOXYLIN 50% KG ==> OXTRA
100ML / NEOMYCINE 50% KG PRO

222968 222000 0.6644

DOXYLIN 50% KG / HIPRAVIAR / SOTA ==> KELA NEOXY-
VITAL 500G / HIPRAVIARGUMBORO CH80

243401 247301 0.6490

DOXYLIN 50% KG / HIPRAVIAR / SOTA ==> HIPRAVIAR
B1/H120 / KELA NEOXYVITAL 500G

244901 247301 0.6490

DOXYLIN 50% KG / ESERVIT AD3E / VIGAL 100G 2X ==>
MAXIFORT

215113 237488 0.7668

c) Exemple 3 : (HGB-All avec MinUtil= 215000 et MinConf = 100%) avec interprétation

Table 4.4 présente les régle d’aasociation a haute utilité exttraite de la base de pharmacie en

fixant la valeur de MinUtil à 215000 et la valeur de MinCon f à 1 (100%). Nous remarquons

que dans chaque association, les composantes LOVIT GRANULE BX 175 GR, NOBILIS IB 4-
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91, NOBILIS IB4 91 2500 DOSE et LOVIT GRANULE ANILYTE+CKG sont souvent associés

à d’autres produits tels que PENIV- AL STREP RETARD 100 ML, TOXIDREN ST 200 G, MPP

12ML et MPP 6ML. Nous remarquons égamlement que la valeur de confiance dans ces régles

est maximale (tous égaux à 100%).

Ces résultats font référence à des groupes de produits couramment utilisés en pratique de

traitement, qui peuvent être utiles pour améliorer les protocoles de traitement ou les pratiques

d’approvisionnement.

TABLE 4.4 – Un extrait des règles d’association à haute utilité découvertes par HGB-All dans
la base Pharmacie avec MinUtil= 215000 et MinConf=1

.

High utility association rule Utility Utility
of Ante-
cedent

Utility
Confi-
dence

LOVIT GRANULE BX 175 GR / NOBILIS IB 4-91 / NOBILIS
IB4 91 2500 DOSE / LOVIT GRANULE ANILYTE+CKG ==>
PENIV- AL STREP RETARD 100 ML / MPP 12ML / MPP 6ML

237039 225120 1.0

LOVIT GRANULE BX 175 GR / NOBILIS IB 4-91 / NOBILIS
IB4 91 2500 DOSE / LOVIT GRANULE ANILYTE+CKG ==>
TOXIDREN ST 200 G /MPP 12ML /MPP 6ML

232675 225120 1.0

LOVIT GRANULE BX 175 GR / NOBILIS IB 4-91 / NOBILIS
IB4 91 2500 DOSE / LOVIT GRANULE ANILYTE+CKG ==>
TOXIDREN ST 200 G / AD3E BCK LAMOS 01L / MPP 6ML

237216 225120 1.0

LOVIT GRANULE BX 175 GR / NOBILIS IB 4-91 / NOBILIS
IB4 91 2500 DOSE / LOVIT GRANULE ANILYTE+CKG ==>
AD3E BCK LAMOS 01L /PENIV- AL STREP RETARD 100
ML / MPP 12ML

241927 225120 1.0
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4.4 Le deuxième cas d’étude : La base Fruithut

4.4.1 Présentation de la base Fruithut

Le deuxième cas d’étude concerne un ensemble de données de transactions de clients d’un

magasin de détail aux États-Unis, spécialisé dans la vente de fruits. Nous avons téléchargé

cette base de données à partir du lien suivant : https://www.philippe-fournier-viger.com/spmf/

datasets/fruithut_utility.txt.

Pour cette base de données, il n’est pas nécessaire d’effectuer une phase de prétraitement

car la base est déjà préparée et stockée au format SPMF. Par conséquent, nous allons directe-

ment procéder à des tests avec les algorithmes FHM et HGB-All. Les aperçus de la base de

transactions et la liste des produits sont présentés respectivement par les Figures 4.21 et 4.22.

FIGURE 4.21 – Un extrait du ficher SPMF de la base Fruithut.

FIGURE 4.22 – Un extrait du fichier contenant la liste des produits de la base Fruithut.

4.4.2 Exécution de l’algorithme FHM

Dans cette section, nous testons les deux algorithmes FHM et HGB-All en suivant une

méthodologie similaire à la première étude de cas. En commençant par FHM, cet algorithme a
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été évalué en utilisant plusieurs valeurs de seuil MinUtil, variant de 100000 à 1250000.

4.4.2.1 Les résultats obtenus

Les resultats de performances de FHM en fonction de temps d’execution, utilisation de la

mémoire et nombre de motifs obtenus sont présentés par la Table 4.5 et les Figures 4.23, 4.24

et 4.25.

TABLE 4.5 – Les résultats de FHM avec la base Fruithut.

MinUtil 100000 200000 350000 450000 550000 750000 900000 100000011000001250000
Temps
(ms)

4705 3761 3028 2603 2248 2005 1930 1704 1788 1634

Mémoire
(MB)

218,61 160,81 130,11 111 96,38 90,61 75,88 66,61 75,46 71,15

Nombre
de high-
utility
itemsets

7607 2254 831 518 382 228 160 137 114 91

FIGURE 4.23 – Temps d’exécution de FHM avec la base Fruithut.

Comme pour le premier cas d’étude, on observe également une diminution du temps d’exé-

cution avec l’augmentation des seuils d’utilité, tandis que l’utilisation de la mémoire varie sans

tendance claire. Le nombre d’ensembles d’items à haute utilité diminue également avec des
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FIGURE 4.24 – Mémoire utilisée par FHM avec la base Fruithut.

FIGURE 4.25 – Nombre d’itemsets découverts par FHM avec la base Fruithut.

seuils d’utilité plus élevés. Ceci est directement lié à la réduction progressive du volume de

l’espace de recherche en fonction de l’augmentation du seuil minimal d’utilité MinUtil.

4.4.2.2 Exemples de motifs découverts par FHM

FHM permet de découvrir les itemsets à haute utilité qui sont stockés dans un fichier texte.

Chaque ligne de ce fichier contient les numéros des produits avec leurs utilités. Pour pouvoir

interpréter les résultats de FHM, il est nécessaire de connaître les noms des items de chaque

itemset au lieu de manipuler leurs numéros. Pour cet objectif, nous avons développé un script
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Python qui associe les noms aux items de chaque itemset. Le script permettant cette association

est présenté dans la Figure 4.26.

FIGURE 4.26 – Script Python pour obtenir les noms des produits de chaque itemset découvert
par FHM dans la base Fruithut.

Les résultats sont ensuite enregistrés dans un nouveau fichier qui est plus lisible. Voici un

aperçu des motifs à haute utilité découverts par FHM avec MinUtil = 900000 dans la Figure

4.27.

a) Exemple 1 : (FHM avec MinUtil= 900000) avec interprétation

La figure précédente (Figure 4.27) contient un extrait des itemsets à haute utilité décou-

verts lors de l’application de FHM à la base FruitHut avec MinUtil=900000. On voit que des

produits individuels tels que Cucumber Lebanese et Capsicum red présentent des utilités très

élevées, indiquant qu’ils sont souvent achetés et génèrent une valeur significative. Des combi-

naisons de produits comme (Cucumber Lebanese avec Capsicum red) et (Capsicum red avec

Banana Cavendish) montrent également des utilités élevées, suggérant des tendances d’achat
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FIGURE 4.27 – Un extrait des itemsets à haute utilité découverts par FHM dans la base Frui-
thut avec MinUtil=900000 (incluant les noms des produits).

fréquentes et potentiellement rentables. Les motifs combinant plusieurs produits comme (Cu-

cumber Lebanese, Field Tomatoes, Banana Cavendish) ont des utilités plus basses mais restent

significatives, montrant des schémas d’achat moins fréquents mais encore profitables.

4.4.3 Exécution des algorithmes HGB-All

Pour l’algorithme HGB-All, les tests ont été effectués avec des valeurs de MinUtil allant de

35000 à 300000, et la valeur du seuil minimal de confiance, MinCon f , a été fixée à 0,5 (50%).

4.4.3.1 Les résultats obtenus

Les résultats obtenus avec HBG-ALL sont résumés dans la table 4.6. Les résultats du temps

d’exécution, de l’utilisation de la mémoire et du nombre de motifs obtenus sont présentés res-

pectivement dans les Figures 4.28, 4.29 et 4.30.

TABLE 4.6 – Les résultats de HGB-All avec la base Fruithut.

Minutil 35000 50000 75000 100000 125000 150000 175000 200000 210000 300000
Temps (ms) 82053 9098 1686 565 406 189 143 110 87 32
Mémoire
(MB)

279,28 185,14 206,34 115,67 77,63 43,23 247,41 232,15 222,53 175,65

Nombre de
HARs

278004 63638 6424 1581 765 447 286 187 164 51

Nous constatons que l’augmentation du seuil de MinUtil améliore les performances de l’al-

gorithme en termes de temps d’exécution et de sélection d’articles, bien que la consommation

de mémoire puisse varier.
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FIGURE 4.28 – Temps d’exécution de HGB-All avec la base Fruithut.

FIGURE 4.29 – Mémoire utilisée par HGB-All avec la base Fruithut.

4.4.3.2 Exemples de règle d’association à haute utilité découvertes par HGB-All

HGB-All retourne l’ensemble des règles à haute utilité en incluant seulement les numéros

des items (Voir Figure 4.31). Pour pouvoir interpréter les règles issues de l’application de HGB-

All, il est nécessaire de connaître d’abord les noms des items dans chaque règle à partir des

numéros des items. Le script Python présenté dans la Figure 4.32 permet de charger les noms

des items de chaque règle et d’enregistrer les règles converties dans un nouveau fichier (Voire

Figure 4.33). Ce script est spécifiquement conçu pour le traitement des données de la base

Fruithut.
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FIGURE 4.30 – Nombre de règles à haute utilité découvertes par HGB-All avec la base Frui-
thut.

FIGURE 4.31 – Un extrait des règles d’association à haute utilité découvertes par HGB-All
dans la base Fruithut avec MinUtil= 450000 et MinConf=0.5.

a) Exemple 2 : (HGB-All avec MinUtil= 450000 et MinCon f =0.5 (50%)) avec interpréta-

tion.

Un extrait des règles découvertes avec MinUtil = 450000 et MinCon f = 0,5 (50%) est pré-

senté dans la Figure 4.33. Ces règles d’association révèlent des liens entre différents produits,

indiquant des achats conjoints fréquents et retournant un haut profit. Les associations les plus

remarquables impliquent les items Field Tomatoes, Capsicun Red, Apples Pink Lady et Pear

Packham, qui conduisent souvent à l’achat de Banana Cavendish. Ces informations peuvent

guider les stratégies de marketing et de gestion des stocks pour stimuler les ventes croisées et

améliorer l’expérience client.
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FIGURE 4.32 – Script Python pour obtenir les noms des produits de chaque régle découverte
par HGB-All dans la base Fruithut.

FIGURE 4.33 – Un extrait des règles à haute utilité découvertes par HGB-All dans base Frui-
thut avec MinUtil=450000 et MinConf = 0.5 .

b) Exemple 3 : (HGB-All avec MinUtil= 100000 et MinCon f = 0.5 (50%)) avec interpré-

tation.

La table 4.7 contient quelque régles extraites de la base Fruithut en utilisant l’algorithm

HGB-All avec MinUtil=10000 et MinCon f = 0.5.

Les règles d’association à haute utilité présentées dans le tableau montrent des relations

entre différents produits. Certaines combinaisons, telles que Broccoli, Apples Red Delicious,

Banana Cavendish et Watermelon Seedless, sont associées à plusieurs autres produits tels que
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TABLE 4.7 – Un extrait des règles à haute utilité découvertes par HGB-All dans base Fruithut
avec MinUtil=100000 et MinConf = 0.5

.

High utility association rule Utility Utility
of Ante-
cedent

Utility
Confi-
dence

Broccoli / Apples Red Delicious / Banana Cavendish / Waterme-
lon seedless ==> Field Tomatoes

114283 122698 0.7218

Broccoli / Apples Red Delicious / Banana Cavendish / Waterme-
lon seedless ==> Cauliflower

113484 122698 0.7153

Broccoli / Apples Red Delicious / Banana Cavendish / Waterme-
lon seedless ==> Sweet Corn

101873 122698 0.7442

Broccoli / Field Tomatoes / Apples Red Delicious / Watermelon
seedless ==> Banana Cavendish

114283 101463 0.9538

Broccoli / Capsicum red / Apples Red Delicious / Watermelon
seedless ==> Banana Cavendish

110173 102736 0.9291

Broccoli / Cauliflower / Apples Red Delicious / Banana Caven-
dish ==> Field Tomatoes

103785 112603 0.7332

Broccoli / Cauliflower / Apples Red Delicious / Banana Caven-
dish ==> Watermelon seedless

113484 112603 0.8861

Field Tomatoes, Cauliflower et Sweet Corn, avec des niveaux de confiance en l’utilité allant

jusqu’à 0,7442. Les règles impliquant Banana Cavendish et Watermelon Seedless semblent

particulièrement pertinentes, avec des utilités élevées et des niveaux de confiance en l’utilité

dépassant 0,9. Cela indique que ces produits sont souvent achetés ensemble avec une forte

certitude et un profit élevé, ce qui pourrait être utile pour mettre des stratégies de marketing.

c) Exemple 4 : (HGB-All avec MinUtil= 100000 et MinCon f = 0.5 (50%)) avec interpré-

tation.

Un deuxième extrait avec les mêmes valeurs de MinUtil et MinCon f est présenté dans la

Table 4.8. Les règles d’association à haute utilité présentées indiquent des combinaisons de

produits souvent achetés ensemble et générant un profit élevé. Par exemple, la règle Broccoli

/ Capsicum red / Field Tomatoes / Apples Red Delicious → Banana Cavendish / Waterme-

lon Seedless a une confiance en l’utilité de 76,95%, suggérant une forte corrélation entre ces

articles. De même, les règles impliquant Broccoli, Field Tomatoes, Apples Red Delicious et

Watermelon Seedless associés à d’autres produits montrent des niveaux de confiance élevés,
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dépassant souvent 60%.

TABLE 4.8 – Un deuxième extrait des règles à haute utilité découvertes par HGB-All dans base
Fruithut avec MinUtil=100000 et MinConf = 0.5

Règle d’Association Utilité Utilité de
l’Antécé-
dent

Confiance
en l’Utilité

Broccoli / Capsicum red / Field Tomatoes / Apples
Red Delicious ==> Banana Cavendish / Watermelon
seedless

100224 103958 0.7695

Broccoli / Field Tomatoes / Apples Red Delicious /
Watermelon seedless ==> Cauliflower / Banana Ca-
vendish

105384 101463 0.7157

Broccoli / Field Tomatoes / Apples Red Delicious /
Watermelon seedless ==> Capsicum red / Banana Ca-
vendish

100224 101463 0.6075

Broccoli / Capsicum red / Apples Red Delicious / Wa-
termelon seedless ==> Field Tomatoes / Banana Ca-
vendish

100224 102736 0.7099

Broccoli / Capsicum red / Apples Red Delicious / Wa-
termelon seedless ==> Cauliflower / Banana Caven-
dish

100722 102736 0.7099

Broccoli / Cauliflower / Field Tomatoes / Watermelon
seedless ==> Apples Red Delicious / Banana Caven-
dish

105384 109997 0.6568

Broccoli / Capsicum red / Cauliflower / Watermelon
seedless ==> Apples Red Delicious / Banana Caven-
dish

100722 104556 0.6942

4.5 Conclusion

Dans ce chapitre, nous avons examiné les résultats obtenus suite à l’application des al-

gorithmes FHM et HGB-All sur des bases de données réelles. Pour évaluer ces algorithmes,

nous avons d’abord considéré trois critères : le temps d’exécution, l’utilisation de la mémoire

et le nombre de motifs découverts. Ensuite, une analyse détaillée des motifs résultants a été

effectuée, accompagnée de plusieurs exemples et de leurs interprétations.
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Chapitre 5

Conclusion Générale

À travers ce mémoire, nous avons examiné en profondeur le domaine de la fouille de don-

nées, en mettant l’accent sur la fouille des motifs à haute utilité, High Utility Pattern Mining

(HUPM).

Les méthodes représentatives dans ce domaine ont été étudiées et les algorithmes clés ont

été analysés pour extraire des ensembles de motifs significatifs.

Dans un premier temps, nous avons souligné l’importance croissante de la fouille de don-

nées dans notre société contemporaine, où la quantité de données produites quotidiennement

est considérable. Grâce à la fouille de données, nous avons la possibilité de découvrir des in-

formations cachées, des modèles et des tendances à partir de ces données massives. Ensuite, les

algorithmes d’extraction des itemsets fréquents ont été examinés, tout en mettant en lumière

les limites de la fouille des itemsets fréquents.

À ce stade, nous avons identifié l’importance d’extraire les motifs à haute utilité. Cette

approche vise à extraire des motifs pertinents à partir de grandes quantités de données en tenant

compte de l’utilité des éléments de données plutôt que de leur fréquence.

Dans la partie pratique de ce mémoire (Chapitre 4), nous avons utilisé deux algorithmes de

fouille de motifs à haute utilité, FHM et HGB-ALL, pour extraire deux catégories de motifs à

partir de bases de données réelles. Les motifs étudiés comprennent les itemsets à haute utilité

et les règles d’association à haute utilité.
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Les bases de données réelles posent souvent des défis supplémentaires par rapport aux bases

de données artificielles lorsqu’elles sont utilisées avec des algorithmes d’extraction de motifs.

Nous avons notamment rencontré un défi significatif lié au volume des données dans les bases

de données réelles. Par exemple, une fois que la base de données de la pharmacie a été pré-

traitée, le nombre total de transactions atteint plus de 2720 transactions impliquant plus de 672

articles différents.

Plusieurs pistes sont envisagées pour étendre et améliorer ce travail : Nous envisageons

d’explorer d’autres types de motifs, tels que les motifs séquentiels à grande utilité, et nous sou-

haitons également tester ces algorithmes sur des bases de données plus complexes afin d’obtenir

des patterns plus intéressants.
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